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ISU LAIKA RINDU UN TO RAKSTUROJOSO PARAMETRU
APSTRADES SISTEMA PROGNOZESANAS UZDEVUMIEM

ANOTACIJA

Promocijas darbs veltits isu laika rindu un to raksturojo$o parametru apstrades pétiSanai
ar datu iegtisanas metodém un algoritmiem, nosakot pétama objekta raksturlieluma iesp&jamo
vertibu nakotné. Promocijas darba mérkis ir izstradat uz datu iegiisanu balstitu 1su laika rindu
un to raksturojoSo parametru apstrades pieeju kopumu prognoz€Sanas sist€émai, kas bitu
pielietojams dazadas problémvidés un prognozes veikSanai izmantotu tikai analiz€jama
objekta raksturojosos parametrus.

Isu laika rindu un to raksturojo$o parametru apstrades process ir griiti formaliz&jams, jo
atrast taja likumsakaribas ir sarezgiti. Pielietotajiem algoritmiem un pieejam ir jaspgj
apstradat atSkirigas datu struktiras. Isu laika rindu apstrades process darba formalizéts ka
klasterizacijas uzdevums, bet raksturojoSo parametru apstrades process formalizets ka
klasifikacijas uzdevums. Isu laika rindu apstradei izstradata k-vidéjo sadalosa algoritma
modifikacija, kas nodroSina piem&rotaka klasteru skaita noteikSanu, vadoties p&c vid€jas
absoliitas klasterizacijas kludas. Piedavatas jaunas pieejas klasterizacijas rezultatu un
raksturojoso parametru apvienoSanai. Izstradato prognoze€Sanas sist€mu ietvaros realiz&tas
jaunas pieejas iegito klasterizacijas un klasifikacijas rezultatu analizei.

Promocijas darba piedavatas tris dazadas Tsu laika rindu un to raksturojo$o parametru
apstrades sisteémas, kas pielagotas dazadam problémvidém: tirdznieciba, farmakologija un
medicina. Pirma sist€éma veic pre¢u pardosanas apjoma prognozéSanu nakamajam periodam,
balstoties uz sistéma ievaditajiem analiz€jamas preces raksturojoSajiem parametriem. Otra
realizé sirds nekrozes riska prognozéSanu, pamatojoties uz individa raksturojoSajiem
parametriem. Bet treSa veic baktériju proliferacijas sindroma noteikSanu tievaja zarna,
balstoties uz respondenta paSsajitu raksturojosajiem parametriem. Izstradato sistému
precizitate un darbiba ir parbaudita realas problemvidés ar realiem datiem. Sist€ému izveidé
pielietoto algoritmu un pieeju izmantoSana ir eksperimentali pamatota.

Promocijas darba gaita izstradato sisttmu un pieeju kopuma analize dazadam
problémvidém lauj sniegt vadlinijas lidzigu sistému izveid€, kuras tiek apstradatas isas laika
rindas un to raksturojoSie parametri.

Promocijas darbs uzrakstits latviesu valoda, kopgjais darba apjoms ir 144 lappuses, tas
satur ievadu, 4. nodalas, secinajumus, 25 tabulas, 53 attélus un 2 pielikumus. Darba ir
izmantotas atsauces uz 77 literatiiras avotiem.



A SYSTEM FOR PROCESSING SHORT TIME SERIES AND THEIR
CHARACTERISTIC PARAMETERS IN FORECASTING TASKS

ANNOTATION

This Thesis is dedicated to the research of the problem of processing short time-series
and their characteristic parameter data by applying data mining methods and algorithms to
determine the prospective future value of the analyzed object. The goal of the Thesis is to
develop a data mining based set of approaches for the processing of short time-series and their
characteristic parameters in a forecasting system that would be applicable in various fields
and would only use the characteristic data of a analyzed object in order to determine the
forecast.

The process of analysis of short time-series and their parameters is hard to formalize
because the process of finding patterns in these data is very complex. The algorithms and
approaches applied in such task would have to perform well with different data structures.
The process of short time-series analysis is formalized in the Thesis as a clustering task;
whereas the process of descriptive parameter analysis is formalized as classification task.
Processing of short time-series is carried out using an adapted k-means algorithm, which
allows determining the most eligible number of clusters based on the mean absolute clustering
error. New approaches are proposed for merging of clustering results and characteristic
parameters. The developed forecasting systems also include implementations of new
approaches to the analysis of clustering and classification results.

The Thesis offers three different systems for short time-series and their characteristic
parameter processing that are adapted to different fields of application: sales, pharmacology
and healthcare. The first system makes forecasts of product sales volumes for a following
period of time based on the characteristic parameters of a new product entered into the
system. The second system is used to forecast the risk of heart necrosis based on the
characteristic parameters of a analyzed individual. The third one carries out the forecasting of
bacterial proliferation syndrome in the small intestine based on the characteristic parameters
of health self-assessment of a respondent. The performance and functioning of the system is
tested in practical fields with real data. The use of algorithms and approaches employed in the
system implementation is experimentally substantiated.

The analysis of the system and approach collection developed and proposed in the
Thesis for different fields offers guidelines for development of similar systems that can be
used to process data of short time-series and their characteristic parameters.

The thesis is written in Latvian. It contains an introduction, 4 chapters, conclusions, the
list of references, 2 appendixes, 53 pictures, 25 tables, 144 pages. The list of references
contains 77 records.



CHUCTEMA OBPABOTKHN KOPOTKHNX BPEMEHHbBIX PAIOB 1 X
XAPAKTEPU3VIOIIUX ITAPAMETPOB B 3AJJAYAX ITPOI'HO3NPOBAHU A

AHHOTAIMSA

Huccepranusi TOCBALICHA W3YYEHUIO KOPOTKHMX BPEMEHHBIX PSAIOB H  HX
XapaKTEpU3YIOIUX MapaMeTPOB C MPUMEHEHUEM METOAOB M AJTOPUTMOB JOOBIYHM JAHHBIX,
ompenenss BO3MOXHOE 3HAadeHUE aHAIM3MpyeMoro oO0bekra B OyaymeM. 3ajada
JCCEPTALMOHHON pabOThl — €O34aTh HA OCHOBE JOOBIYM JAHHBIX KOMILJIEKC IMOJIXOAOB s
CHUCTEMBl IIPOTHO3UPOBAHMSI KOPOTKHUX BpPEMEHHBIX PSJIOB M HMX XapaKTEpU3YIOLIMX
apaMeTpoB JUIsl NMPUMEHEHUS B PA3HBIX OTPACiAX C LIEJIbI0 IPOTHO3MPOBAHUS HA OCHOBE
XapaKTEepPU3YIOIINX TapaMeTPOB aHATU3UPYEMOTO OOBEKTA.

[Tponecc 06pabOTKM KOPOTKUX BPEMEHHBIX PAIOB M MX XapaKTEPU3YIOLINX apaMeTpPOB
TpyaHo ¢dopManm3yem, TaKk Kak HaWTH B HEM 3aKOHOMEPHOCTH OYEHb CIIOXKHO.
Hcrnonp30BaHHBIM ~ aITOPUTMAM M TOAXOJAM HaIo yMeTh 00palaThiBaTh pPa3INYHbIC
CTPYKTYpbl JaHHbIX. IIpomecc 0OpaOOTKM KOPOTKHX BPEMEHHBIX PAIOB B JAUCCEpTallUU
dopmanu3oBaH Kak 3ajaya KiacTepu3allud, a Ipouecc 00pabOTKH XapaKTepHU3YIOLIMX
napamMeTpoB — 3ajada kiaccuduxauuu. i1 oOpaboOTKH KOPOTKMX BPEMEHHBIX PpsJOB
pa3paboTaHa MoaudUKalMs alropuTMa K-CpPEIHMX, KOTopas ompejaenser Haubosee
HOAXOJSIIee KOJIMYECTBO KJIACTEPOB, HCIONb3Yysd OIEHKY CpelHed aOCOoNOTHON OIHMOKH
kinacrepuzanuu. [IpeiokeHbl HOBBIE MOIXOABI Ui OOBEIUHEHUS XapaKTEPH3YIOLIHX
napaMeTpoB U PE3yNIbTAaTOB KIACTepHU3alMu. B pa3paboTaHHBIX CHCTEMaX MPOTHO3UPOBAHHS
NIPEJVIO’KEHBI HOBBIE MTOJIXO/IBI aHAJIH3a PE3yIbTaTOB KIIACTEPU3AUH U KIaCCU(UKAIUH.

Huccepranus mnpexangaraeT TPU pPa3HbIE CHUCTEMbl IPOTHO3MPOBAHUS  KOPOTKUX
BPEMEHHBIX PSAJAOB M HMX XapaKTEpPU3YIOUIMX MapaMeTpoB B Pa3HBIX OTpACisAX: TOPTrOBII,
dapmakonorus 1 MmeaunuHa. [lepsas cuctema mpearaeT IporHo3upoBaHue 00bEMa MPoJax
TOBapa, OCHOBBIBASICh HA JJAHHBIX XapaKTEPU3YIOIIUX ITapaMeTpOB HOBOTO ToBapa. Bropas —
npejaaraeT MPOrHO3UPOBAHUE PHCKA HEKPO3a Cep/lla, Ha OCHOBE JAHHBIX XapPAKTEPU3YIOLIHX
napaMeTpoB aHATU3UPYEMOTO HMHIMBHUIA. A TPETbS — TMpeasaraeT OINpPEIeUTh CHHAPOM
nposmpepanuu OakTepuil B TOHKOW KHIIKE, OCHOBBIBASCH Ha JAHHBIX XapaKTEPH3YIOLIMX
napaMeTpoB O CaMOYYBCTBUHU PECHOHACHTA. TOYHOCTh U pabOTOCIIOCOOHOCTH pa3paboTaHHBIX
CHCTEM TMPOBEPEHBI B Pa3HBIX OTpacisX C pealbHBIMU JaHHBIMU. B mpouecce pa3zpaboTku
CHCTEM OHKCHEPUMEHTAIbHO TMOATBEP)KJIECHAa OOOCHOBAHHOCTh BBIOPAHHBIX AJITOPUTMOB H
HOJXO/I0B.

B mmcceprammm 1o  pesynpTataM  pa3pabOOTKHM  CHCTEM TPOTHO3HPOBAHUS |
COBOKYITHOCTH TIOJXOJIOB JUIS Pa3HBIX OTpAcieid MpeJIaratoTcsi KITFOUeBbIE MOMEHTHI IS
CO3MaHMSI TIOXOKUX CHUCTEM C O0OpabOTKOM KOPOTKMX BPEMEHHBIX PpIIOB U HX
XapaKTEPU3YIOIIUX ITapaMeTpOB.

Juccepranys HanyucaHa Ha JATHIILICKOM SI3bIKE, COJIEPXKHUT BBeleHHUE, 4 TTIaBbl, BEIBOIHI,
CIHCOK JINTEPATypbl, 2 MPUIIOKEHUS, 53 PUCYHKOB U 25 Tabnuil, ooumii 00béM pabdotsl 144

cTpanuibl. CIUCOK JTUTEPATyPhl COAEPKUT 77 TO3ULIUH.
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IEVADS

Informacijas tehnologijam attistoties un ienakot masu dzive, palielinas pieprasijums péc
to pielietojuma dazadas problémvidés. Informacijas tehnologijas arvien biezak tiek izmantotas
sarezgitu uzdevumu risinaSanai, kurus agrak var€ja atrisinat tikai ar cilvéka — eksperta
klatbutni. Informacijas tehnologiju pielietojums lauj radit jaunu informaciju vai ari veikt
vesturiskas informacijas analizi, kuras apstrades rezultata tiek izgiitas jaunas zinasanas, kas
varétu kalpot par pamatu sarezgitu uzdevumu risinagjuma iegtiSanai. Pieaugot So tehnologiju
izmantoSanas intensitatei, palielinas pieprasijums péc atra un preciza l€muma — prognozes
sanems$anas, peéc iesp&jas 1saka laika posma. Pastav vairakas problémvides, pieméram,
tirdznieciba, medicina vai farmakologija, kuras ka datu avots kalpo laika rindas ar vésturisku
informaciju par su laika posmu, kas tiek iegitas, iedarbojoties uz petamo objektu, ka art
aprakstosa veida informacija, kas raksturo So objektu. Lai var€tu apstradat Sadas atSkirigas
datu strukturas, ir nepiecieSams izstradat sist€mu, kas sp€tu prognozet notikumus nakotné€,

balstoties uz datu iegisanas metodém un algoritmiem.

Pamatjédzieni un terminologija

Saja apaksnodala ir paskaidroti jédzieni un terminologija, kuri izmantoti promocijas
darba, lai precizétu to lietojumu.

Centroids (Centroid) — punkts, kas norada uz klastera jeb objektu grupas centru,
apvienojot ap sevi klastera objektus.

Datu iegisana (Data Mining) — Iidz §im nezinamu, apsléptu, netrivialu, praktiski
pielietojamu zinaSanu atklaSana vai iegiiSana ar ,,maSinas” darbibas (algoritmi, maksligais
intelekts) automatisku vai  pusautomatisku  palidzibu, kas pieejamas cilveka
interpretacijai [63, 76].

Dimensiju lasts (Curse of dimensionality) — probléma liela datu apjomu apstrade, kas
palielina izmaksas un patéréto laiku.

Disbakterioze (Disbacteriosis) — vides reakcija jeb pH limena izmaina.

Entropija (Entrophy) — raksturo datu sakartotibu datu kopa, jo lielaka entropija, jo
vienmerigaks klasu sadalijums datu kopa. Ja entropija ir 0, tad objekti datu kopa pieder vienai
klasei.

[s€mija (Ischemia) — nepietickama oksigenétu asinu perflizija miokarda. I$€mija
apzimé ne tikai nepietickamu miokarda apgadi ar skabekli, bet ari baribas vielu
nepietiekamibu un nepietiekamu metabolisma gala produktu aizvadiSanu.

Isas laika rindas (Short time series) — objekta mérijuma vértibas laika periodos no T1



lidz Tn, kuru periodu skaits n nav lielaks par 40 [21, 29, 36, 53, 72].

Kibernétika (Cybernetics) — zinatne par dabas un sabiedribas visparigiem vadibas un
sakaru likumiem. Par kibernétikas pamatlic€ju uzskata N. Vineru (ASV), kur§ 1948. gada
monografija [71] formul&ja tas pamatnostadnes. Parasti izSkir teorctisko jeb matematisko
kibernétiku un lietiSko jeb tehnisko kibernétiku. Pirmas uzdevums ir izstradat matematisko
aparatu un metodes dazadu vadibas sistému pétiSanai. Otra ir zinatne par vadibas procesiem
tehniskas sist€émas, un ar to saistita razoSanas procesu automatizacija un vadibas sist€mu
izstrade [4].

Klasifikators (classifier) — modelis, kas ietver masinapmacibas algoritma rezultatu ar

informaciju par atribiitu vektora vértibu un saistibu ar ieprieks definétam objektu grupam jeb

klasém.

Klasifikacija (classification) — objektu piederibas noteik$ana iepriek§ definétam
objektu grupam.

Klasteris (cluster) — Iidzigu objektu grupa ar noteiktu iezimju kopu, objektu
sabiez&jums.

Klasterizacija (clustering) — klasteru analizes process, kura objekti tiek apvienoti

grupas — klasteros, vadoties péc lidzibas mériem.

Lémumu koki (decision trees) — Kklasifikatori, kas veidoti orientéta grafa veida, kur
saknes virsotne un iek§€jas virsotnes ir objektu atributi, loki — atribiitu vertibas, bet lapas —
rezultgjosas klases.

Masinapmaciba (machine learning) — datu apmacibas process, kurs tiek nodro$inats ar
datora (masinas) palidzibu, bet ta ka dators nevar atbildét uz jautajumu vai tas ir kaut ko jaunu
iemacijies, tad par maciSanos tiek uzskatita datora uzvedibas maina, kas radis darbibas
uzlabojumus nakotn€; apliikkojama gadijuma maciSanas nav datora, bet ta lietotaja — cilvéka
velme, kur§ padara $o procesu par apmacibu [70].

Metabolisms (metabolism) — vielmaina jeb kimisko reakciju kopums, kas norisinas
katra organisma dzivibas uzturéSanai.

Objekta raksturojosa informacija (information characterizing the object) — atribditi, kas
raksturo p&tamo objektu.

Objekts (object) — ieraksts pétamaja datu kopa.

Okluzija (occlusion) — pilniga asinsvadu noslégSana organa — asins pliismas
apturéSana.

Parapmaciba (overfitting) — klasifikatora apmaciba, izmantojot nenozimigus atribttus,

kas samazina ta precizitati, parmérigi pielagojot to konkrétiem datiem.
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Problémvide (problem domain) — kada no tautsaimniecibas nozarém, piemé&ram,
tirdznieciba, farmakologija vai medicina, kura tiek risinats prognozésanas uzdevums.

Proliferacija (proliferation) — parmériga baktériju daudzuma veidoSanas.

RaksturojosSie parametri (Characteristic parameters) — darba tiek lietots ka jédziens,
kas apraksta atribiitu kopu. Saja kopa ir iespjami atribati, kas sastav no diskrétam
(piem&ram, atribiits Preces tips = {1, 2, ..., 11}, atribiits Izmers ={S, M, L, XL, XXL}, u.c.)
un nepartrauktam (piemé&ram, atribiits Preces cena={0,99; 1,00; ...; 49,99; ...; 99,99})
vertibam.

Reperfuzija (reperfusion) — asins pliismas atjauno$ana organa.

Sirds kontrakcija (Cardiac contraction) — sirds muskulu sarausanas un atslabsana.

Stenokardija (stenocardia) — Iekmjveida sapes sirds apvidd, kuras rada skabekla
trukums sirds muskulatura.

Taksonomija (taxonomy) — zinatnes novirziens, kas péta augsti organiz&tu hierarhisku
stenibas sisttmu elementu (piemeram, dabas vai valodas objektu) klasifikacijas un
nomenklatiras principus un metodes; ari — konkrétas sisteémas klasificéto elementu
zinatnisko apzim&jumu kopums, piem&ram, augu latiniskie nosaukumi, kimisko elementu

nosaukumi [4].

Problémas nostadne

Pastav problemvides, kuras par datu avotu izmanto Tsas laika rindas un to raksturojos$os
parametrus. Isas laika rindas raksturo objekta funkcionalas izmainas laika perioda, bet
raksturojosie parametri — ST objekta TpaSibas. Pieméram, medicina pacientam tiek iedotas
asinsspiedienu pazeminoSas zales un katru mindti tiek mérits asinsspiediens 20 mintisu
garuma. Tad asinsspiediena mérijjumi laika intervala biis 1sas laika rindas, bet pacienta
augums, svars, dzimums, vecums u.c. — raksturojoSie parametri. Sada un lidziga veida
problémvidés ir jaatrisina prognozeéSanas uzdevums (pieméram, vai asinsspiedienu
pazeminosas zales palidz&s pacientam), izmantojot tikai analiz€jama objekta (piemé&ram,
pacienta) raksturojosos parametrus, lai noteiktu iesp&amo prognozéjamo vértibu. Sada
dazadu veidu datu struktiiru atskiriba pirms darba uzsak$anas pieprasa pret izstradajamo
prognozesanas sistému izvirzit $adas prasibas:

e Tai jaspgj apstradat diskréti un nepartraukti dati. Datiem jabut normaliz&tiem;

e Kilasterizacijas procesa, analiz€jot 1sas laika rindas, janosaka piemeérotakais klasteru

skaits datu kopas apstradei, vadoties p&c klasterizacijas kliidas aprékina, un janosaka

analiz€jama objekta piederiba kadam no klasteriem;
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o Jegiitie klasterizacijas rezultati jaapvieno ar 1su laika rindu raksturojoSajiem
parametriem, saglabajot datu integritati, lai tos talak var€tu izmantot datu
klasifikacija;

e Klasifikacijas procesa janosaka objekta saikne starp klasterizacija ieguto klasi un
raksturojosajiem parametriem, maksimizgjot klasifikacijas precizitati, jutigumu un
specifiskumu;

e Jainterpreté iegiitie klasifikacijas rezultati atbilstoSi problémsféra izvirzitajam
uzdevumam;

e Uz izveidotas sist€mas bazes javeic jauna objekta klasifikacija, nosakot §1 objekta

prognozgjamo vertibu.

Péetijuma objekts un priekSmets

Pétijuma objekts ir prognoz&Sanas sistéma. Petijjuma priekSmets ir datu iegiiSanas un
mastnapmacibas metodes un algoritmi, uz kuru bazes tiek izstradata prognozesanas sist€éma,
kas apstrada 1sas laika rindas un apvieno lidzigus objektus grupas. legiitas objektu grupas tiek
apvienotas ar So objektu raksturojo$ajiem parametriem, lietojot klasifikacijas modeli tiek

apmaciti, un attélo prognozeésanas sisttmu pirms prognozes iegiisanas.

Pétijjuma metodes

Promocijas darba tiek izmantotas datu analizes un datu iegiiSanas metodes. Datu
pirmapstrades procesa tiek pielietotas z-novertéjuma normalizdcija ar standarta novirzi,
pieprasijuma normalizacija ar dzives ltkni. Atribitu informativuma noteiksana tiek lietota
CfsSubsetEval metode, bet atribiitu parmeklésanai BestFirst metode . Klasteru analizé tiek
izmantoti k-vidéjo sadalosais, darba autora izstradats modificéts k-vidéjo sadalosais,
maksimalas lidzibas un aglomerativais hierarhiskais algoritmi. Klasifikacijai tiek lietoti
ZeroR, OneR, k-tuvako kaiminu, CN2, C4.5, Naivais Baijesa un JRip algoritmi. Klasifikacijas
precizitates novertéSanai izmantota 10-kartu skersvalidacija, izlaist vienu un datu sadalisana
apmdcibas un testesanas kopas attieciba 70:30. No klasifikatoru iegiitajiem rezultatiem tiek
veidoti nosacjumu likumi, apvienojot tos ar problemvides veikto pétijumu rezultatiem.
Klasterizacijas rezultatu klasu struktGru transformacijai uz problémvidé izmantoto klasu
strukttiru tiek pielietota darba autora izstradata pieeja. No klasifikacijas rezultatiem tiek
veidoti nosacijumu likumi, kuri raksturo pétama objekta grupu, klasifikacijas procesa noteikto
klasi un problemvides pétijumos noteikto vertibu. Analiz€jama objekta prognozes vértibas
aprékinam tiek lietots matematiskas ceribas aprékins un darba autora piedavata pieeja, kas

balstas uz attalumu metriku.
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Pétijuma ierobezojumi

Promocijas darba pétijuma ierobezojumi ir saistiti ar Tsu laika rindu analizi, kas

izstradajamajai prognozeSanas sisteémai uzliek papildus nosacijumus datu iegiiSanas metozu

un algoritmu izv€l€. Prognozesanas sist€mai ir jarealizé dazadu datu struktiiru apvienoSana ta,

lai §1s datu struktiiras biitu iesp€jams analizet ar datu iegtiSanas metodém un algoritmiem.

Darba meérkis un uzdevumi

Promocijas darba mérkis ir izstradat Tsu laika rindu un to raksturojoSo parametru

apstrades sistému prognozésanas uzdevumiem, kas butu lietojama dazadas problemvides un

balstitos uz datu iegiSanas metodém un algoritmiem. Izvirzita mérka sasniegSanai

nepiecieSams realizét $adus uzdevumus:

1.
2.

Izanaliz&t Tsu laika rindu un to raksturojo$o parametru apstrades pamatprincipus;
Izpildit isu laika rindu un to raksturojoSo parametru datu pirmapstrades pieeju
analizi;

Modificét atbilstosi problémvidei klasterizacijas algoritmu, lai tas apstradatu Tsas
laika rindas, un salidzinat to ar citiem klasterizacijas algoritmiem;

Izstradat iegiito klasterizacijas rezultatu un Tsu laika rindu raksturojoSo parametru
datu apvienoS$anas pieeju;

Izstradat dazadam problémvidém prognozeéSanas sistému, kas apstrada isas laika
rindas un to raksturojo$os parametrus un izdara prognozi, pamatojoties tikai uz
sistema ievaditajiem analiz€jama objekta raksturojoSajiem parametriem;

Novertet izstradatas prognozesanas sist€mas precizitati dazadas problémvides;
Izstradat nosacTjumu likumu veidoSanas un pielietoSanas pieejas dazadam
problémvidém;

Pamatojoties uz izveidoto prognozésanas sisttmu dazadam problémvidém, izstradat

vadlinijas 11dzigu sistemu izstradaSanai.

Izvirzitas hipotezes

Promocijas darba izstradaSanas gaita tiek izvirzitas vairakas hipotézes:

1.

2.

Isu laika rindu un to raksturojoSo parametru apstrades sistémas izstradasana
nodrosina griiti formaliz€jama uzdevuma atrisinasanu ar datu iegliSanas metodém un
algoritmiem.

Modificéts k-videjo sadalosais algoritms uzlabo piemérotaka klasteru skaita

noteikSanu datu klasterizacijas procesa, analizgjot 1sas laika rindas.
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3. Izstradata datu apstrades sistéma realiz€ prognozéSanas uzdevumu izpildi dazadas

problémvides.

Pirma hipotéze norada uz to, ka pastav datu struktiiras, kuras par datu avotu izmanto
Tsas laika rindas un to raksturojo$os parametrus. Hipotéze tiks uzskatita par apstiprinatu, ja
bus radita sisteéma, kas sp€j apstradat Sis atSkirigas datu struktiiras un rezultata tiks iegiita
risinama uzdevuma prognoze.

Otro hipotézi raksturo tas, ka tiks parbauditi un salidzinati vairaki klasterizacijas
algoritmi dazadas problémvidés, ka tie spg apstradat datus ar 1sam laika rindam. Ja
modificétais klasterizacijas algoritms uzradis labakus rezultatus, tad hipotéze bus uzskatama
par apstiprinatu.

Tresa hipotéze pamatojas ideja, ka izstradata sistéma ir pielietojama vai adaptéjama
dazadam problémvidem. Hipotéze tiks uzskatita par apstiprinatu, ja izstradata sistéma bis

izmantota vairaku prognozeSanas uzdevumu atrisinadjumam dazadas problémvides.

Darba aktualitate un zinatniska novitate

Promocijas darba aktualitate ir saistita ar atSkiriga veida (isas laika rindas un to
raksturojosie parametri) datu struktiiru analizi. Nav zinama metode vai algoritms, kas varétu
veikt Tsu laika rindu un to raksturojoSo parametru analizi. Tap&c ir svarigi noteikt pieeju
kopumu, kas lieto datu iegtiSanas metodes uz algoritmus, lai varétu apstradat 1sas laika rindas
un to raksturojoSos parametrus. Isas laika rindas tiek piedavats apstradat, izmantojot
klasterizaciju, lai noteiktu lidzigas objektu grupas. RaksturojoSie parametri tiek apstradati,
lietojot klasifikaciju, lai atrastu sakaribas starp $iem parametriem un Klasterizacija iegiitajiem
rezultatiem. P&tama objekta raksturliecluma iesp&ama veértiba tiek noteikta, klasificgjot §1
objekta raksturojosos parametrus uz izveidota klasifikatora bazes.

Promocijas darba zinatniska novitate ir izstradata prognozé$anas sistéma dazadam
problemvidém, kas realizé Tsu laika rindu un to raksturojoSo parametru apstradi. Izstradata
sisteéma sp&j analiz&t sarezgitas datu struktiras. Sisteémas ietvaros:

1. lIzstradats modificéts k-vidéjo sadalosais algoritms, kas nodroSina isu laika rindu
apstradi dazadas problémvidés, nosakot piemérotako klasteru skaitu péc
klasterizacijas vid€jas absoliitas kliidas novertgjuma.

2. lzstradata divu atskirigu datu struktiiru apvieno$anas pieeja dazadas problémvideés.

3. lIzstradats sistemas ieglto klasifikacijas rezultatu atspogulojums dazadam
problémvidém un risindmajiem uzdevumiem.

4. lzstradatas nosacijumu likumu veidoSanas un pielietoSanas pieejas dazadam

problémvidém.
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Darba praktiskais nozimigums

Promocijas darba praktiskais nozimigums ir izstradata pieprasijuma prognozéSanas
sist€éma, kas realiz€ jaunas preces iesp&jamo pieprasijumu nakamajam periodam, sist€éma
ievadot tikai preces raksturojo$os parametrus. So sistému iespgjams pielietot uzpgmumos,
kuros ir nepiecieSamiba prognozet iesp&jamo preces pieprasijumu nakamajiem periodiem.

Izstradata sirds nekrozes riska prognozéSanas sistéma, kas nosaka sirds nekrozes risku
laboratorijas dzivniekam, sisttma ievadot tikai §1 dzivnieka raksturojoSo informaciju.
Izstradato sistému var pielietot pétniecibas iestades, kuras tiek izmantoti laboratorijas
dzivnieki, lai prognozetu petamas vielas ietekmi.

Izstradata baktériju proliferacijas sindroma noteikSanas Sistéma, kas nosaka vai
individam ir nepiecieSamiba veikt laktulozes testu, sistéma ievadot tikai individa paSsajiitas
novértéjuma parametrus. Izveidota sist€éma lietojama medicina — gastroenterologija, nosakot
bakteriju proliferacijas sindromu tievaja zarna, prognozgjot laktozes testa nepiecieSamibu.

Izpildits izstradatas sist€émas precizitates novertéjums dazadas problémvides.

Izstradatas prognozeSanas sist€mas vadlinijas, kas sniedz ieteikumus izstradatajam

l1dzigu sist€mu izveidosanai dazadas problémvides.

Darba aprobacija

Promocijas darba izstradaSanas procesa gaita tika sagatavotas un publicétas 13
publikacijas:
1. Parshutin S., Kirshners A. Research on Clinical Decision Support Systems
Development for Atrophic Gastritis Screening// Expert Systems with
Applications. - 2013. — Vol. 40, Iss. 15, pp. 6041-6046. Citéts: ScienceDirect,

SCOPUS, Thomson Reuters ISI Web of Science.
2. Kirshners A., Parshutin S. Application of Data Mining Methods in Detecting of

Bacteria Proliferation Syndrome in the Small Intestine// In: European Conference
on Data Analysis 2013: Book of Abstracts: European Conference on Data Analysis
2013. — 2013. - pp. 139-1309.

3. Kirshners A., Parshutin S., Leja M. Research in application of data mining methods
to diagnosing gastric cancer// LNAI 7377. Proceedings of the 12" Industrial
Conference on Data Mining ICDM’2012. — 2012. — pp. 24-37. Citéts: SpringerLink,
SCOPUS.

4. Kirshners A., Liepinsh E., Parshutin S., Kuka J., Borisov A. Risk Prediction System
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10.

11.

12.

13.

for Pharmacological Problems// Automatic Control and Computer Sciences. —
2012. -Vol. 46, No.2. — pp. 57-65. Citets: SpringerLink, SCOPUS.

Kirshners A., Borisov A. A Comparative Analysis of Short Time Series Processing

Methods// Scientific Journal of Riga Technical University, Information Technology
and Management Science, — 2012. — VVol.15. — pp. 65-69. Citéts: VINITI, EBSCO,
CSA/ProQuest.

Kirshners A., Borisov A., Parshutin S. Robust Cluster Analysis in Forecasting

Task// Proceedings of the 5™ International Conference on Applied Information and
Communication Technologies (AICT2012). — 2012. — pp. 77-81.

Parshutin S., Kirshners A. Intelligent Agent Technology in Modern Production and
Trade Management// Efficient Decision Support Systems: Practice and Challenges
— From Current to Future/ Book Chapter. INTECH. — 2011. — pp. 21-42. Citéts:
NetLibrary; Scirus; IntechOpen; WorldCat.

Kirshners A. Clustering-based Behavioural Analysis of Biological Objects//
Environment. Technology. Resources: Proceedings of the 8th International
Scientific and Practical Conference. — 2011. — Vol.2. — pp. 24-32. Citéts: SCOPUS.

Kirshners A., Borisov A. Multilevel Classifier Use in a Prediction Task//

Proceedings of the 17" International Conference on Soft Computing. — 2011. —
pp. 403-410. Citets: Thomson Reuters IST Web of Science.

Kirshners A., Borisov A. Processing short time series with data mining methods//
Scientific Proceedings of Riga Technical University, Information Technology and
Management Science. — 2011. — Iss.5, Vol.49. — pp.91-96. Citéts: VINITIL,
EBSCO, CSA/ProQuest.

Kirshners A., Parshutin S., Borisov A. Combining clustering and a decision tree

classifier in a forecasting task// Automatic Control and Computer Science. — 2010.
—Vol.44, No.3. — pp. 124-132. Citéts: SpringerLink, SCOPUS.
Kirshners A., Borisov A. Analysis of short time series in gene expression tasks//

Scientific Proceedings of Riga Technical University, Information Technology and
Management Science. — 2010. — Iss.5, Vol.44. — pp. 144-149. Citéts: VINITI,
EBSCO, CSA/ProQuest.

Kirshners A., Kuleshova G., Borisov A. Demand forecasting based on the set of

short time series// Scientific Proceedings of Riga Technical University, Information
Technology and Management Science. — 2010. — Iss.5, Vol.44. — pp. 130-137.
Citets: VINITI, EBSCO, CSA/ProQuest.




Promocijas darba gaita iegltie pétijumu un sasniegumu rezultati ar mutiskiem

zinojumiem prezent&ti 9 konferences:

1.

European Conference on Data Analysis 2013, Luksemburga, Luksemburga, 2013.
gada 10.-12. jalijs.

53" International Scientific Conference of Riga Technical University, RTU, Riga,
Latvija, 2012. gada 10.—12. oktobris.

12" Industrial Conference on Data Mining ICDM’ 2012, Berline, Vacija, 2012.
gada 13.-20. jalijs.

5" International Conference on Applied Information and Communication
Technologies AICT2012, LLU, Jelgava, Latvija, 2012. gada 26.—27. aprilis.

52" International Scientific Conference of Riga Technical University, RTU, Riga,
Latvija, 2011. gada 12.-25. oktobris.

17" International Conference on Soft Computing, Brno, Cehija, 2011. gada 15.-17,
junijs.

Informacijas tehnologija: Zinitbas un prakse, Latvijas Universitate, Riga, Latvija,
2010. gada 7. decembris.

51% International Scientific Conference of Riga Technical University, RTU, Riga,
Latvija, 2010. gada 11.-15. oktobris.

8" International Scientific and Practical Conference, Rezekne, Latvija, 2010. gada
20.-22. junijs.

Promocijas darba rezultati un sasniegumi izmantoti $adu projektu ietvaros:

1.

No 2012. gada junija lidz 2013. gada martam — RTU ZP projekts «Jaunajiem
zinatniekiem 2012/2013». «Lémuma atbalsta sistémas kunga véza diagnosticéSanas
uzdevuma pétijumsy». Vaditajs: S. ParSutins.

No 2010. gada janvara lidz 2012. gada decembrim — LU projekts
2009/0220/1DP/1.1.1.2.0/09/APIA/VIAA/016 "Agrinas audz&ju diagnostikas un
noversanas starpdisciplinara izp&tes grupa'. Vaditajs profesors M. Leja.

No 2010. gada junija Iidz 2011. gada decembrim — Latvijas-Baltkrievijas sadarbibas
programma zinatng un tehnika, ligums Nr. L7631, ,,Medicinisko un biologisko datu
intelektualo metozu un apstrades algoritmu kompleksa izstrade onkologisko slimibu

diagnostikas pilnveidoSanai”. Vaditajs: profesors A. Borisovs.

Promocijas darbs sastav no ievada, ¢etram nodalam, rezultatu analizes un secinajumiem,

literatuiras avotu saraksta un pielikumiem.
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Pirmaja nodala sniegti isu laika rindu un to raksturojoso parametru apstrades
pamatprincipi. Dots ieskats datu iegiSana. Apskatita teorija par Tsam laika rindam un to
raksturojosajiem parametriem. Pamatota algoritmu izv€le promocijas darba risinamo
prognozesanas uzdevumu risinajumu realizacijai. Izvirzita formalizéta uzdevuma nostadne.

Otraja nodala aprakstitas pielietotas metodes un algoritmi, kas izmantoti prognozeSanas
sisttmu izstradasana. Nodalas ietvaros aprakstita darba autora izstradata k-videjo sadalosa
algoritma modifikacija, kas paredz&ta Tsu laika rindu klasterizacijai ar dazadu objektu skaitu.

TreSaja nodala piedavata prognozeéSanas sisttma dazadam problemvidém, uz kuras
pamata izstradatas: pieprasijuma prognozes$anas sisteéma, sirds nekrozes riska prognozeSanas
sisttma un bakteriju proliferacijas sindroma noteikSanas sist€ma. Apskatiti So sist€mu
uzbiives un darbibas pamatprincipi. Aprakstiti veiktie eksperimenti un iegiitie rezultati. Veikts
izstradato sisttmu precizitates noveérte§jums. Izdariti secindgjumi par izstradatajam
prognozeSanas sistémam.

Ceturtaja nodala sniegts izklasts par prognozésanas sist€mas izstradasanas vadlinijam,
kuras palidz izstradatajam izveleties piemerotako sist€mas izveidoSanas procesu isu laika
rindu un raksturojoSo parametru apstradasanai. Sist€mas izveidoSanas process balstits uz
pieredzi, kas iegiita precu pieprasijuma, sirds nekrozes riska un baktériju proliferacijas
sindroma prognozgésanas sistému izstradasana dazadas problémvides.

Pedgja nodala veikta sasniegto rezultatu analize un izdariti secindjumi par izstradatajam

sisttmam un vadlinijam.
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1. ISU LAIKA RINDU UN TO RAKSTUROJOSO PARAMETRU
APSTRADES PAMATPRINCIPI

Nodala tiks iepazistinats ar datu iegiiSanu. Aprakstiti datu iegliSana risinamie uzdevumi
un jaunu zinaSanu iegiiSanas process. Izklastita 1su laika rindu un to raksturojoSo parametru
apstradasanas iesp&jas ar datu iegiiSanas metodém un algoritmiem. Veikta So algoritmu
salidzino$a analize, lai pamatotu to izv€li un izmantoSanu prognoze€Sanas sist€mas
izstradasana. Dots uzdevuma defingjums un izvirzita uzdevuma formala nostadne. Aprakstits

prognozeésanas sist€émas koncepts.

1.1. Datu iegtiSana

Datu iegtsana [4] ir radusies vairaku zinatpu nozaru Krustpunktos (skatit 1.1. att€lu).
Datu ieguSanu biezi dévé ari par datizraci, datu ieguvi, datu intelektualo analizi,
likumsakaribu mekléSanu, Sablonu (veidnu) analizi u. c. Turpmak darba tiks lietots termins
datu iegtisana. Jédziens Datu iegisana radas 1978. gada, bet plasaku popularitati tas ieguva
1990. gada. Liela dala datu iegiiSanas metozu ir izstradatas, balstoties uz maksliga intelekta

teorijas bazes.

Datu bazu teorija Citas zinatnes Statistika

T~ 4

Masinapmaciba —» Datuiegisana <«——  Vizuvalizacya

Maksligais
intelekts

Algoritmizacija T&lu atpazisana

1.1. att. Datu iegtsanas vieta citu zinatpu nozaru vidi

Datu iegtisanas pamata iezime ir ta, ka tiek apvienotas klasiskas statistiskas analizes un
jaunas kibernétikas metodes, kas izstradatas informacijas tehnologijas nozar€. Statistiskas
metodes tiek iedalitas $ada veida grupas:

1. Aprakstosas statistikas analize (sadalijuma funkcijas novértéjums, vidéja raditaja
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noteikSana, vari€Sanas jeb izkliedes raditaja noteikSana, reprezentacijas jeb
standartkludas noteikSana u. c.) [2];

2. Sakaribu analize (korelacijas un regresijas analize, faktoru analize, dispersijas
analize) [5];

3. Daudzdimensiju statistiska analize (komponentu analize, diskriminantu analize,
daudzdimensiju regresijas analize, kanoniska korelacija u. c.) [2];

4. Laika rindu analize (dinamiskie modeli un prognozésana) [52].
Savukart, kibernétikas metodes [59] tiek iedalitas $adi:

Maksligie neironu tikli (t€lu atpaziSana, klasterizacija, prognozésana) [74, 75];
Genétiska programmésana (optimizacija, klasifikacija, klasterizacija) [45];
Asociativa atmina (analogu vai prototipu atrasana) [62];

Nestrikta logika (klasifikacija, klasterizacija) [3];

Modelu indukcija (klasifikacija) [58].

o ~ w0 N e

Datu iegasanas uzdevumus iedala divos tipos: aprakstosie (descriptive) un paregojosie
jeb paredzosie (predictive). Aprakstosi uzdevumi velti vairak uzmanibas analiz€jamo datu
izpratnes uzlaboganai. Sadu modelu galvena prieksrociba ir iegiito rezultatu vienkar$ums un
caurspidigums. lesp&jams, ka iegiitas likumsakaribas var izradities loti specifiskas un to
izmantoSana iesp&jama tikai konkréta uzdevuma ietvaros. Pie aprakstoSiem uzdevumiem tiek
pieskaitita: klasteru analize, asociativo likumu mekléSana un virknu atklasana [76].

Klasteru analize ir analiz€jamas datu kopas objektu (pieméram Tsas laika rindas)
grupéSana péc lidzibas pazimém. legltas grupas sauc par klasteriem. Vards klasteris nozimé
objektu sabiez&jums, kopums vai puduris [4]. Zinatniskaja literattira lieto arl sinonimus —
klase jeb objektu sabiez&jums. Klasteru analizi sauc ari par klasterizaciju. Klasterizacijas
uzdevumos ir janosaka objekta piederiba klasei.

Asociativo likumu mekléSana ir atribiitu vertibu atklasana datos un So asociaciju
formuléSana likumu kopa. Merkis ir iegiit informaciju par dazadu vértibu paradiSanos
vairakos objektos datu kopa. (Piem&ram, pérkot veikala bérnu autinus, 60 % pirc&ju nopirks
arT alu).

Virknu atklaSana — informacijas iegiiSana starp notikumiem, kas saistiti laika
(pieméram, péc jauna majokla iegades, divu ned€lu laika 60 % gadijumos saimnieki iegadajas
ledusskapi, bet divu ménesu laika 50 % saimnieku iegadajas televizoru).

Savukart, paregojosie uzdevumi tiek iedaliti divas dalas. Pirmaja dala, pamatojoties uz

analiz€jamo datu kopu ar zinamiem rezultatiem, tiek veidots modelis. Otraja — izveidotais
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modelis tiek izmantots prognozes veido$ana ar jaunu datu kopu. Pie tam, izveidotajam
modelim ir jastrada ar augstu precizitati (klasifikacijas precizitate, jutigums, specifiskums).
Precizitati katra modelt individuali nosaka eksperts vai empiriski noteikts precizitates Iimentis,
atkariba no risinama uzdevuma. Paregojosos uzdevumus iedala: klasifikacijas, regresijas un
prognozesanas uzdevumos [76].

Klasifikacijas uzdevumos tiek noteikti likumi vai likumu kopas, no kuriem nosaka jauna
analiz€jama objekta piederibu kadai no klasém. Likumi tiek veidoti no informacijas par
esosajiem objektiem (piemé&ram, isu laika rindu raksturojoSie parametri), sadalot tos klasés.
Klasifikacijas uzdevumos mérka atribitam (klasém) ir diskrétas veértibas. Klasifikacijas
uzdevumos objekta klases piederiba ir sakotngji definéta.

Regresijas uzdevumi ir lidzigi klasifikacijas uzdevumiem, ar to atSkiribu, ka klasi
raksturo realu skaitlu kopa [76].

Prognozgsana ir mérka atribiita vertibas paregosana nakotng [1].

Sai grupai varétu pievienot arT asociativo likumu mekl&$anu, bet ar vienu nosacijumu, ja
iegiitie rezultati varétu tikt izmantoti dazu notikumu prognozésanai.

P&c risinasanas pieejam uzdevumus iedala: apmaciba ar skolotaju (supervised learning)
un apmaciba bez skolotaja (unsupervised learning) [76]. Sada veida nosaukums radies no
termina — masinapmaciba. Apmaciba ar skolotaju datu analizes uzdevums tiek risinats
vairakos posmos. Sakuma, lietojot kadu no datu iegiiSanas algoritmiem tiek izveidots modelis
— klasifikators. Talak notiek §1 modela apmaciba jeb ta darba kvalitates parbaude, ja ta
izradas neapmierinoSa, tad tiek veikta atkartota modela apmaciba, kameér tiks sasniegts
nepiecieSamais precizitates ITmenis, vai ari kliis skaidrs, ka ar doto algoritmu, pie eso$as datu
kopas, nav iesp&jams atrisinat $o uzdevumu. Uz $o uzdevumu tipu ir attiecinami klasifikacijas
un regresijas uzdevumi.

Apmaciba bez skolotdja apvieno uzdevumus, kuri raksturo aprakstosos modelus ka,
pieméram, likumsakaribu atraSana precu iegade lielveikala, ko izdara klients. Ja tiek atrastas
sada veida likumsakaribas, tas nozimé, ka modelim tas ir jaatt€lo un $eit nav runa par modela
apmacibu. So modelu galvena priekirociba ir iesp&ja rast risindgjumu bez ieprieksgjam
zinasanam par analiz€jamiem datiem. Pie Siem uzdevumiem pieskaitami klasterizacija un
asociativo likumu meklésana [70, 76].

Datu iegtsanas procesa iegitajam zinaSanam ir jabut: jaunam, iepriek$ nezinamam;
netrivialam; praktiski pielietojamam un cilvékam viegli interpret§jamam — saprotamam. Lai
datos atklatu zinaSanas, nepietiek tikai ar datu iegtiSanas metozu pielietoSanu. Zinasanu

atklasanas process ietver vairakus datu iegiiSanas procesus, kuri paraditi 1.2. attela.

21



| Datu analizes uzdevuma
formul&$ana

Y

Datu sagatavosana

analizes procesam
N
\_______/
v
o Datu iegtisanas metozu
Alla,llzej_amle » un algoritmu lietosana
dati modela uzbuvei
v
\_*_‘ r_,/
Izveidoto modelu
parbaude
v
Iegtito rezultatu
interpretacija

1.2. att. Zinasanu atklaSanas process

Sakotngji, tiek apzinats izvirzitais uzdevums un precizéts méerkis, kas tiks sasniegts,
izmantojot datu iegtsanu. Svarigi ir pareizi izv€léties metodes un algoritmus, ar kuriem tiks
sasniegts izvirzitais mérkis. Otraja posma dati tiek sagatavoti atbilstosi pielietojamam datu
iegliSanas metodém un algoritmiem. TreSaja posma notiek datu iegliSanas metoZu un
algoritmu pielietoSana. Ceturtaja posma notiek iegiito rezultatu parbaude un validacija. Pedgja
posma tiek veikta iegiito rezultatu interpretacija lietotajam saprotama forma un veida.

Datu iegtsanas metodes un algoritmi palidz atrisinat dazada veida uzdevumus, ar
kuriem jasaskaras analitikim, pieméram, laika rindu analize, Klasterizacija vai klasifikacija.
Laika rindu analize mekle Iidzibas starp objektiem, analiz&ot vesturiskas vertibas.
Klasterizacija atrod Iidzigas objektu grupas, kuras apvieno klasteros jeb klas€s, pamatojoties
uz kadu no lidzibas mériem. Klasifikacija atrod sakaribas likumu veida starp objekta
raksturojoSiem parametriem un to verttbam ar iepriek§ definétu objekta klasi. legttie
klasifikacijas rezultati, kas att€loti likumu veida, tiek izmantoti par pamatu jauna objekta
prognozéjamas veértibas vai klases (ieglistama prognoze tiek definéta uzdevuma ietvaros)

noteikSanai.
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1.2. Isas laika rindas

Statistika laika rindu analizes process balstas uz likumsakaribu meklésanu ilgaka laika
posma, analiz€jot vertibu izmainas laika momentos, ka rezultata tiek noteiktas analiz€jama
objekta iesp&jamas vértibas nakotné. Sadi procesi var but saistiti ar ekonomisko indeksu
izmainam, pieméram, valiitas kursu svarstibam [22]. Lidzigi procesi tiek analizgti, pieméram,
nosakot taristu pieplidumu nakamajai atpitas sezonai [7] u. c. Visi $ie analizes procesi ir
lidzigi ar to, ka, veicot problémvides funkcionéSanas izmainas, mainas sist€mas parametri.
Tiek postuléts, ka laika rinda ir stacionara, un jo garaki ir $is laika rindas noverojumi, jo
pastav liclaka varbitiba efektivak atklat likumsakaribas laika rindas [9]. Laika rindas var bt
skaitliskas vai simboliskas. Laika rindas pastav lidzibas probléma, ka noteikt vai izskaitlot
lidzibu Sim(X,Y) starp divam laika rindam X={Xy, X2, ..., xn} un Y={y1, Yo, ..., yn}. Lidzibas
noteikSanai izmanto uz dazadam metodém bazétas aprékinu metrikas, kuras ir paraditas
1.3. attela. Garu laika rindu salidzinaSanai piem@rotakas ir metrikas, kas balstas uz funkcijam
un modeliem. Savukart, 1saku laika rindu apstradei izmanto uz formam balstitas attalumu
metrikas, kas pielieto Eiklida attaluma mé&ru vai laika dinamisko transformaciju [11].

Tacu realaja dzivé pastav uzdevumi, kuros laika rindas garums ir saméra iss — lidz 40
periodiem, un noteikt Sajas laika rindas likumsakaribas ar statistiskas analizes metodém ir
praktiski neiespgjami. Pie $adiem uzdevumiem pieskaitami: preces dzives cikla
analize [42, 53, 54], e-pakalpojumu analize to ievieSanas sakuma stadija [36], tekstila precu
pardosanas analize pie liela produktu klasta un Tsa dzives ilguma [33, 64], bioinformatika
génu ekspresijas analize [21, 32], medicina kunga véza rasanas riska mazinaSana, analiz&jot
biomarkierus [55] u. c. Analiz&jot zinatnisko literatiiru, piem&ram bioinformatika, risinot génu
ekspresijas uzdevumus, Tsu laika rindu garums tiek postuléts [21] no 3 lidz 8 periodiem (laika
novérojumiem). Cita zinatniskaja raksta [72] autori norada, ka Tsa laika rinda ir diskréti laika
punkti, nekonkretiz&jot laika periodu skaitu. Raksta par ekologisko datu analizi [29] raksta
autori analizé datus ar 30 laika periodiem, defingjot tos ka 1sas laika rindas. Tapéc svarigi ir
izveidot piemeérotu pieeju, kura risinatu isu laika rindu apstrades problému pie nosaciti neliela
noveérojumu skaita.

Ir zinamas daudz un dazadas laika rindu apstrades metodes. Starp §im metodém ir licla
statisko modelu daudzveidiba, ka lineara diskriminantu analize vai logiska regresija, $o
modelu izmantoSana klust ierobeZota, kad analiz€jamie dati ir sarezgiti un nelineari [52], bet
tieSi Sadas situacijas veidojas realas dzives sferas. Tapec $adu situaciju analizei par vairak

piemérotam tiek uzskatitas maSinapmacibas metodes.
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Skaitlisku laika rindu
apstrades attalumu

metrikas
Balstitas uz Balstitas uz Balstitas uz Balstitas uz
formam funkcijam modeliem blivumu
Laika skalas Autoregresij Blivums
Eiklida dinamiska . . Markova as vidgja L balstits uz
attalums transformaci Statistika Koeficents modeliem slidosa mod. Regresijas attalumu
ja (DTW) (ARMA) (CDM)

1.3. att. Skaitlisku laika rindu apstrades attalumu metrikas

Isas laika rindas raksturo secigu notikumu kopumu, kas sakartoti pec noteikta laika un
novérojumiem. Isu laika rindu periodu skaits ir robezas no 3 Iidz 40 un tas tiek raksturots ar
izteiksmi T={T1,T»,...,T1}. Isu laika rindu analize tiek veikta ar mérki noteikt rindas struktiiru
un prognozet nakotnes vertibas. Analizes procesa tiek noteiktas laika rindu struktiiras un
likumsakaribas, kas ietver trokSpainas, pikveida, sezonalas vai cikliskas vértibas. Lai varétu
veikt datu analizi 1sas laika rindas, nepiecieSams nodroSinat pétamo objektu integritati.
Atkariba no uzdevuma specifikas ir jaizv€las piemérotakas datu pirmapstrades pieejas, kuras
nodro§ina analiz€jamo datu sagatavoSanu datu analizes procesam. Ka pieradija
pétijumi [31, 53], isu laika rindu datu analizei piemérotaka ir klasterizacija, jo ta spgj veikt
divu 1su laika rindu salidzinasanu katra laika perioda (skatit 1.4. att€lu) un noteikt laika rindas
piederibu kadai no grupam — klasteriem (objektu grupa vai grupas, kuras apvienoti tuvakie

objekti, kas noteikti, piemé&ram, lietojot attaluma meru).

TI [T2 | T3 |T4| ... | Tn

1.4. att. Laika rindu salidzinajums katra laika perioda
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Tapéc, ja savstarp&ji netiek salidzinatas un analiz&tas laika rindas katra laika perioda,
tieck zaud&ta virkne svarigas informacijas (izmainas laika perioda), kas novedis pie ta, ka
nebiis iesp&jams analiz€jamos objektus apvienot grupas, kuras péc tam tiktu nemtas véra,
analizgjot raksturojoSo parametrus.

Pirms piegemt l€mumu, kadu klasterizacijas algoritmu izmantot isu laika rindu
apstradasanai, nepiecieSams izveértét Vvirkni problému, kuras var rasties klasteru analizes
procesa. Uzmaniba ir japievers sadiem procesiem:

1) Raksturlielumu izvéles sarezgitiba, uz kuru bazes tick veikta klasterizacija.

2) Klasterizacijas algoritmu izvéles sarezgitiba. Lai izdaritu pareizo izveli ir

nepiecieSams zinat algoritmu uzbtivi un to darbibas specifiku.

3) Klasteru skaita izv€les probléma. Ja nav zinams iesp&jamais klasteru skaits, tad
nepiecieSams veikt virkni eksperimentu parmekl&jot dazadu klasteru skaitu un
izveloties piemerotako, balstoties uz kadu no Kklasterizacijas precizitates
novertgjumiem.

4) Klasterizacijas rezultatu interpretacijas probléma. Klasteru forma, vairums
gadijumos, tiek noteikta ar apvienoSanas metodes tehnikas izveli. Tacu jaatceras, ka
konkrétas klasterizacijas algoritms tiecas izveidot noteiktas klasteru formas, kas,
pieméram, pie lielas objektu piesatinatibas neliela apgabala un ar klasteru
parklasanos nav pielietojamas, jo var radit nepareizu priekSstatu par iegitajiem

klasterizacijas rezultatiem.

1.3. Klasterizacijas algoritmu izvéle isu laika rindu analizei

Lai izvelétos piemérotakos klasterizacijas algoritmus Tsu laika rindu analizei tika veikta
vairaku algoritmu salidzinos$a analize, izv€loties dazadus kritérijus: vai algoritms ietilpst 10
popularako algoritmu saraksta [73]; algoritma ieglito rezultatu interpretéjamiba, Seit pozitivu
vert§jumu iegiist tie algoritmi, kuru iegiitie rezultati ir interpret€jami bez eksperta klatbiitnes
un to realizacija ir pieejama eksperimentos izmantotaja programmatiira. Salidzinos$ie kritériji
tiek vertéti ar divam vertibam: pozitivs vertgjums (+) vai negativs Vert§jums (-).
Klasterizacijas algoritmu salidzino8as analizes novertgjuma rezultati ir paraditi 1.1. tabula.
Pozitivo vertejumu skaita summa ir noradita kolona Novertejums. No salidzino$as analizes
izriet, ka piemérotakie klasterizacijas algoritmi Tsu laika rindu analizei bitu k-vidéjo
sadalosais un maksimaldas lidzibas algoritmi. Dazos eksperimentos butu lietderigi arl
parbaudit aglomerativa hierarhiska algoritma pielietosanas iesp&jamibu, ta ka Sis algoritms

nakamais saraksta péc diviem jau izvéletajiem algoritmiem.
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1.1. tabula

Klasterizacijas algoritmu salidzinosa analize

Salidzinasanas kritériji, iesp&jamas veértibas (+ vai -)
Vai ir Realizacijai lietojama
Klasterizacij Topl0 Rezultatu programmatiira
AsteTZatTas P interpret&ja- Novertejums
algoritmi algoritms _ Orange .
: - miba Weka Statistica
(vieta topa) Canvas
K-VidéjO +(3) + + + + 5
sadalosais
Maksimalas +(5) + + _ + 4
lidzibas (EM)
Pasorganizgjosie
neironu tikli - - — + — 1
(SOM)
Aglomerativais B + + + _ 3
hierarhiskais
C-vidgjo _ + _ _ _ 1
sadalosais

1.4. Isu laika rindu raksturojosie parametri

Ir situacijas, kad isas laika rindas tiek reprezentétas kopa ar So rindu raksturojoso
informaciju, pieméram, tirdznieciba tekstila precu pardoSanas apjomu daudzumu noteikta
laika intervala, raksturo preces cena, daudzums, tips, krasa, izmérs u.C. Medicina vielas
koncentraciju organisma péc medikamenta lietoSanas noteikta laika intervala raksturo individa
(laboratorijas dzivnieka) svars, augums, vecums, dzimums, holesterina limenis asinis, kalcija
daudzums u. c. Sada veida informaciju, kas raksturo isas laika rindas, sauc par raksturojosiem
parametriem. Isas laika rindas un to raksturojo$os parametrus ir nepiecieSams apstradat ar
dazadam metodém un pieejam, jo §is datu struktiiras ir kardinali atSkirigas. Isas laika rindas
nepiecieSsams analizét objektus un salidzinat tos sava starpa noteiktos laika periodos.
Raksturojosie parametri tiek analiz&ti, meklgjot likumsakaribas starp objektu atribatiem, to
vertibam un raksturojosam klasém. Datu iegiisanas uzdevumus, kas saistiti ar likumsakaribu
noteikSanu, vadoties p&c objektu atribiitiem, to ve€rtibam un raksturojosajas klases vertibam,
sauc par klasifikaciju. Klasifikacija nosakdmo parametru biezi dévé par atkarigo mainigo, bet
parametrus, kuri piedalas ta noteik$ana par neatkarigajiem mainigajiem. Japievers uzmaniba

aplikojamo parametru veértibam, ja neatkarigie un atkarigie mainigie satur skaitliskas vertibas,
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tad $ada veida uzdevumu sauc par regresijas uzdevumu.

Klasifikacijas un regresijas uzdevumi tiek risinati vairakos etapos. Pirmaja, tick noteikta
apmacibas datu kopa, kura ietilpst objekti, kas sastav gan no neatkarigiem, gan atkarigiem
mainigajiem. Pamatojoties uz apmacibas datu kopu tiek veidots modelis, kas nosaka atkariga
mainiga vertibu. To déve par klasifikacijas vai regresijas funkciju. Lai §1 funkcija biitu pec
iesp&jas precizaka, tai jaatbilst $adiem krit€rijiem [76]:

1. Ieklauto objektu skaitam datu kopa ir jabiit pietiekosi lielam. Jo vairak objektu bis

ieklauts, jo precizak tikts uzbiivéta klasifikacijas vai regresijas funkcija.

2. Datu kopa jabut ieklautiem objektiem, kas satur visas iesp&jamas klasifikacijas

Klases vai min un max vértibu apgabalu regresijas uzdevuma.
3. Katrai klasei klasifikacijas uzdevuma un katram vértibu intervalam regresijas
uzdevuma izvéletajai datu kopai jasatur pietickami liels objektu skaits.
Otraja etapa izveidoto modeli parbauda ar testéSanas datu kopu, kura ar ietilpst objekti, kas
sastav gan no neatkarigiem, gan atkarigiem mainigiem. Modela iegutie rezultati tiek vertéti,
vadoties pec klasifikacijas precizitates (klasifikacijas uzdevumos), kas sikak izklastita
2.5.5. apaksSpunkta, vai klasifikacijas kludas (regresijas uzdevumos). Ja modela iegiita
klasifikacijas precizitate ir pietickama, ko nosaka izvirzitais uzdevums, tad So modeli
iesp&jams lietot jauna objekta analizei. TreSaja etapa izveidoto modeli lieto jaunu objektu
analizei, kuriem nav =zinama atkarigd mainiga vertiba. Klasifikacijas un regresijas
uzdevumiem piemit geometriska interpretacija, kas paradita 1.5. att€la, kur divi neatkarigi

mainigie atté€loti divdimensiju telpa.

X, Xy
d - - - ) ] -
-+t T -
- + + - - -

- ++ + - - -

C
a b Xl X1 X1
a) b) c)

1.5. att. Klasifikacija divdimensiju telpa

Katram objektam tiek att€lots punkts uz virsmas, kur simboli «+» un «—» norada
piederibu kadai no divam klasem. No 1.5. attéla redzams, ka datiem ir spilgti izteikta

strukttira, jo visi klases «+» objekti ir izvietoti centralaja dala. Klasifikacijas funkciju izveide
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notiek uz virsmas, kas veido centralo dalu, ieklaujot taja ar dazadu geometrisko figiiru
palidzibu klases «+» objektus. Funkciju veids ir atkarigs no pielietojama klasifikacijas
algoritma. 1.5. attéla a) paraditas linearas funkcijas, kur y vai x ir konstante, attéla b) ari
paradita linearu funkciju izmantoSana, kur y=F(x), bet attéla c) attaluma funkcijas

izmantoSana. Popularakas masinapmacibas klasifikacijas metodes ir paraditas 1.6. attéla.

Gadijumu veida

Atbalsta vektoru

Makligie . . Logiska Pasléptie
neironu tikli mezs (Random masinas rogramméesana Markova modeli
Forest) (SVM) progr ’
A /w
Ml | _1_ \\ / Baijesa tikl]
Hmata Raksturojoso parametru aptrades
apraksta garuma < ey oo
(MDL) princips klasifikacijas metodes
P P \ Uz attaluma
metriku balstitas
metodes
v
UZ;; losti;i:em Induktivie JA ... TAD ... Linearie Logistiska
. . lémumu koki likumi klasifikatori regresija
sprieSana

1.6. att. Mastnapmacibas klasifikacijas metodes

Galvenas problemas, kas rodas klasifikacijas un regresijas uzdevumu risinaSana ir
neapmierinosa ieejas datu kvalitate, kuros ir gan kltdaini dati, gan izlaisti dati vai dazadi datu
tipi (skaitliski, pieméram, svars, vecums un kategoriski, pieméram, pasta indekss, dzives
vietas adrese, studenta numurs) viena atribiita ietvaros. Problémas bitiba ir, ka veidojot
klasifikacijas funkciju, taja var but jau pieminétas kliidas vai anomalas vertibas, kas var biit
struktiirai piederosi dati. Saprotami, ka $adu modeli turpmak nevar izmantot, jo ta iegitie
rezultati satur parak lielu klasifikacijas kliidu, tap€c datu struktiiru normalizacijai lieto datu

pirmapstradi [57, 63, 70, 76].

1.5. Klasifikacijas algoritmu izvele raksturojoSo parametru analizei

Izv€loties klasifikacijas algoritmu, ir janem vera, ka tiks interpretéti iegiitie rezultati, vai
ir nepiecieSams caurskatams un viegli saprotams iegtto rezultatu skaidrojums. Kas izmantos
ieglitos rezultatus — eksperts vai ierindas sist€mas lietotajs? Cik atri ir ieglistams algoritma
izpildes rezultats? Vai algoritms ir piemérots analiz€jamajai datu struktiirai? Atbildot uz Siem
jautajumiem, ir iesp&jams izvé€lcties vairakus klasifikatorus un eksperimentali noteikt
piemérotako problémvides uzdevuma risinajumu. Klasifikacijas algoritmu izvéle tika veikta

péc salidzinosas analizes, kas paradita 1.2. tabula.
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Klasifikacijas algoritmu salidzinosa analize

1.2. tabula

Salidzinasanas kritériji, iesp&jamas vértibas (+ vai -)

Vai ir Realizacijai
e Topl0 Rezultatu lietojama Novertgjums
Klasifikacijas . . . -
oo algoritms interpret€jamiba programmatura
algoritmi : o
(vieta (lietota metode) Orange
3 Weka
topa) Canvas
+
4, +(1 . + +
4.5 (1) (induktivie lémuma koki) 4
k-tuvako +
k s + 8 + + 4
g(lr[\rllll\rl’l)u ®) (attaluma metrika)
Naivais +
. +(9 + +
Baijesa ©) (varbiitibas) 4
+
N2 - . . + +
¢ (nosacTjumu likumi) 3
+
neR — + — 2
© (nosactjumu likumi)
+
ZeroR - . + - 2
ero (nosactjumu likumi)

1.6. Uzdevuma definéjums

Ir doti problemvides dati, kuri apraksta informaciju par vesturiskiem notikumiem un to

raksturojosajiem parametriem. Ar piedavatam datu iegiiSanas metodém un algoritmiem tiek

risinats prognozéSanas uzdevums, kuram janosaka analiz€jama objekta vértiba nakotng,

balstoties tikai uz §1 objekta raksturojosajiem parametriem.

Pielietojot datu iegtisanas metodes un algoritmus, ir janosaka piemérotakie, ar kuriem ir

iesp&jams atrisinat problémvidé izvirzitos uzdevumus. Datu iegusanas pieeju kopums, kas

pielietojams konkrétu uzdevumu izpildei ir §ads:

1) Vesturisku notikumu (isas laika rindas) un to raksturojoSo parametru (atribiitu)

pirmapstrade.

2) Likumsakaribu noteikSana vésturiskos datos, veidojot klasterizacijas modeli, ar kura

palidzibu tiek noteiktas lidzigas objektu grupas — Klasteri. Atkariba no problémvides

izvirzita uzdevuma, iesp&jams veidot ieglto lidzigo objektu grupu att€lojumu ar

paraugmodelu palidzibu.
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3) Klasterizacijas rezultata iegiito Iidzigo objektu grupu skaita transformacija uz
raksturojoSo parametru atkariga mainiga (klasu) skaitu.

4) Likumsakaribu noteikS8ana ar Kklasifikacijas palidzibu starp raksturojosajiem
parametriem un klasterizacijas rezultatiem.

5) Klasifikacijas rezultatu interpretacija ar nosacijumu likumiem.

6) Klasterizacijas un klasifikacijas precizitates parbaude.

7) Pétama objekta raksturlicluma noteikSana, lietojot tikai §1 Objekta raksturojosos

parametrus.

1.7. Uzdevuma formala nostadne

Isu laika rindu apstrades process darba formalizéts ka klasterizacijas uzdevums, kura
mérkis ir noteikt lidzigas objektu grupas, péc kuram biitu iesp&jams grupeét objektus
analiz€jamaja datu kopa. Lai parliecinatos par izvéléto metozu piemerotibu, nepiecieSams
izpildit Tsu laika rindu klasterizacijas algoritmu salidzino$o analizi un izvél&ties piem&rotako.
Ir klasterizacijas uzdevumi, kad izvélétas metodes tikai daléji nodroSina $o uzdevumu
atrisinaSanu. Lai pilniba atrisinatu Sos uzdevumus, nepiecieSams izpétit izveletos algoritmus
un izstradat to modifikacijas 1su laika rindu klasterizacijai. Klasterizacijai tiek izmantota
apmaciba bez skolotaja.

Isu laika rindu raksturojoSo parametru apstrades process darba formalizéts ka
klasifikacijas uzdevums, kura mérkis ir apmacibas procesa ar skolotaju, atrast likumsakaribas
starp raksturojosajiem parametriem, to vértibam un mérka atribitiem — klasém, testéSanas
procesa noteikt izmantota klasifikacijas algoritma precizitati, un, lietojot izveidoto
klasifikacijas modeli jeb klasifikatoru, prognozet jauna analiz€jama objekta mérka atribtitu uz

apmacibas procesa izveidota modela bazes.

1.8. Prognozesanas sistemas teorétiskais modelis

Pamatojoties uz uzdevuma formalo nostadni, analiz€jamo datu struktiiru un literatiiras
analizi, tiek piedavats prognozeéSanas sist€émas teorétiskais modelis, kas balstits uz datu
iegiiSanas metodém un algoritmiem (skatit 1.7. att€lu). Analiz€jamajiem datiem, kas sastav no
diviem datu veidiem, 1sam laika rindam un to raksturojoSajiem parametriem, tiek piedavats
veikt datu pirmapstradi. Datu pirmapstrades procesa notiek to objektu izslégSana no
analiz€jamas datu kopas, kuriem ir trikstoSas vértibas. Datu normalizaciju lieto, lai izvairTtos
no atribiitu dominances datu kopa, kas rodas no dazadiem atribtitu vértibu (piemé&ram, atribits

Vecums un atribiits lenakumi) intervalu diapazoniem [1]. RaksturojoSajiem parametriem lieto
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atribiitu informativuma noteikSanu, kas palidz izslégt no datu kopas neinformativus atribiitus,

kuri negativi var ietekmét klasifikacijas precizitati [27]. Klasterizacijas procesa objekti ar

1sam laika rindam tiek apvienoti grupas — Kklasteros péc lidzibas pazimém, lietojot

klasterizacijas algoritmu [64]. Iegttos klasterizacijas rezultatus apvieno ar raksturojoSajiem

parametriem, tad ar klasifikacijas palidzibu nosaka sakaribas starp raksturojosajiem

parametriem (atribiitiem) un klasterizacijas procesa noteikto klasi, lietojot kadu no

klasifikacijas algoritmiem [27, 64].

ANALIZEJAMIE DATI

| Tsas laika rindas

Datu pirmapstrade
(Datu normalizacija)

Klasterizacija

I

Raksturojosie
| parametri

Datu pirmapstrade
(Datu normalizacija un
atribitu informativuma

noteik3ana)

Datu apvienosana

l

Prognozésana
(Raksturojosie
parametri)

Klasifikacija

1.7. att. Prognozesanas sistémas teorétiskais modelis

Jauna analiz€jama objekta meérka atribita jeb klases (prognozéSanas uzdevums)

noteikSana tiek veikta pamatojoties tikai uz $1 objekta raksturojoSajiem parametriem, lietojot

izveidoto klasifikacijas modeli [27, 58, 64, 70].
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1.9. Kopsavilkums un secinajumi

Nodalas ietvaros sniegts ieskats datu iegtiSana. Izklastiti datu iegiiSana risinamie
uzdevumi. lezim&tas promocijas darba risinamas problémas, kas saistitas ar su laika rindu un
to raksturojoSo parametru apstradasanu. Apskatiti risinamie uzdevumi un definéta uzdevumu
formala nostadne.

Apzinatas problémas, kas saistitas ar isu laika rindu un to raksturojo$o parametru
apstradasanu. lezimétas pieejas, metodes un algoritmi, kas biitu pielietojami 1su laika rindu un
to raksturojoSo parametru apstradasanai, izstradajot prognoz€Sanas sist€mas dazadam
problémvidém. Veikta klasterizacijas un klasifikacijas algoritmu salidzino$a analize, nosakot
piemérotakos algoritmus, kuri biitu izmantojami prognozeSanas sisteémas izstradasana.

Pamatojoties uz izvirzito uzdevumu defingjumu un formalo nostadni, izv€létas datu
iegisanas metodes un algoritmi Tsu laika rindu un to raksturojoSo parametru apstradasanai.

Aprakstits prognozeSanas sist€mas teorétiskais modelis, uz kura bazes tika izstradata
reala 1su laika rindu un to raksturojoSo parametru apstrades sist€ma prognozeéSanas

uzdevumiem dazadas problemvides.
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2. PROGNOZESANAS SISTEMAS IZSTRADASANA LIETOTO
METOZU UN TO MODIFIKACIJU APSKATS

Saja nodala ir apskatitas prognozesanas sistému izstradasana izmantotas datu iegi$anas
metodes, algoritmi, algoritmu modifikacijas un aplikoti to darbibas principi. Pirmaja
apaksnodala aprakstitas datu pirmapstrades pieejas. Otraja apakSnodala sniegta informacija
par datu klasterizaciju. Tres$aja apaksnodala izklastiti klasterizacijas algoritmi un darba autora
piedavatas modifikacijas. Ceturtaja apaksnodala dots ieskats datu klasifikacija. Piektaja
apaks$nodala aprakstiti datu klasifikacijas algoritmi. Sestaja apak$nodala sniegts kopsavilkums

par aprakstito metozu un algoritmu pielietojumu prognozeSanas sistemu realizacija.

2.1. Datu pirmapstrade

Dazadas problémvidés ar datu iegasanu risinamie uzdevumi tiek saistiti ar datu kopam,
kas var ietvert troksnainus, pretrunigus vai triikstosus datus. Sadu datu rasanas iemesli var bt
dazadi, pieméram, visbiezak tas ir cilvéka faktors — datu ievades operatora kliidas vai
nepilniga informacija, ka ari tehnologiju nesavietojamiba (pieméram, valodu ipatnibas). Datu
iegusanas tehnologiju pielietosana $adiem neapstradatiem, nesagatavotiem datiem, var novest
pie kludainu rezultatu iegiiSanas, tapéc sakuma datu kopa ir javeic datu pirmapstrade. Ta
ietver vairakas datu apstrades tehnologijas.

Datu pirmapstrade ir viens no darba ietilpigakajiem procesiem datu iegiiSana. Datu
pirmapstrade parasti aiznem aptuveni 80 % laika no visas datu analizes [57]. Datu attirisanas
un transformacijas tehnologijas ir visbiezak pielietotas datu pirmapstrade [1].

Promocijas darba izstradasana tika izmantotas $adas datu pirmapstrades tehnologijas:

datu attiriSana, datu transformacija un atribiitu atlase.

2.1.1. Datu attiriSana

Parasti analiz&jamie dati tiek att€loti taisnstuira tabulas veida, kur kolonas ir atribiiti, bet
rindas — objekti jeb ieraksti. Sada veida dati sakotngji ir jaapstrada, jo tie var ietvert
atribiitus, kuru vertibas, pieméram, visa kolona ir vienadas vai ar1 pilnigi atSkirigas viena no
otras. Tad sada veida atributs vai atribiiti ir jaizslédz no analiz€jamas datu kopas, jo to
vertibas neindividualizé p&tamos objektus [76].

Datu attirisana tiek pielietota, ja datu kopa satur trokspainus, pretrunigus vai trikstoSus

datus. Sada veida datus devé ari par nepilnigiem datiem.
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2.1.1.1. TrikstoSu datu apstrade

Pastav vairakas pieejas trikstoSu datu apstradasanai. Ir pieejas, kas neietekmé kopé€jo

datu struktiiru un nemaina informacijas bitibu, piem&ram:

a) leraksta ignoréSana — pieeja tiek lietota, ja ierakstam nav informacijas par klasi. Ta
nav 1pasi efektiva, ja ieraksts satur vairakus atribiitus, kuriem nav vertibas. Pieeja ir
neefektiva, ja trikstoSo vertibu skaits katram atribiitam ievérojami mainas;

b) manuala vértibu ievadisana — pieeja tiek lietota, ja triikstoSo datu apjoms ir
minimals un tos ievada problémvides eksperts.

Pargjas trukstoSo datu apstrades pieejas ietekmé kop€jo datu struktiru un izmaina

informacijas butibu. Datu iegiSanas procesa iegiitie kopg&jie rezultati var bit atkarigi no $im
jaunajam vértibam, tapéc S§is pieejas netika izmantotas promocijas darba izstradasanas

procesa.

2.1.1.2. Trokspainu datu apstrade

Troksnis ir gadijuma kliida vai neatbilstiba datos (analiz€jama atributa vertiba atrodas
arpus §1 atriblita definéta vértibu apgabala). Troksnis var veidoties, pieméram, devéja vai
uztvergja pieslégsanas (nolasitas vertibas atrodas arpus defingta veértibu diapazona) bridi.
Pastav daZas pieejas trok$na nogludinasanai [1]:

1) Sadalisana grupas. ST pieeja nogludina analiz&jamo vértibu, apliikojot tuvuma eso$as
grupas veértibas un nepiecieSamibas gadijuma aizstaj to ar grupas vid€jo vertibu,
medianas vertibu vai grupas augstako vai zemako robezu atkariba no ta, kurai
analiz€jama vertiba ir tuvak.

2) Regresija. Dati var tikt nogludinati, méginot tos piemérot kadai no funkcijam.
Lineara regresija ir tadas taisnes noteikSana, kurai var piemérot divus mainigos
(atribiitus), lai vienu no tiem izmantotu otra prognoz€Sanai. Daudzkart€ja lineara
regresija ir linearas regresijas paplasinajums, kura ir iesaistiti vairak neka divi
mainigie un dati tiek interpretéti daudzdimensiju telpa. Dati, kas neieklaujas modeli
tiek uzskatiti par troksni.

3) Klasterizacija. NepiederoSus datus var noteikt ari, izmantojot klasterizaciju, kura
vertibas péc lidzibas pazimém tiek apvienotas grupas vai klasteros. Vertibas, kuras
neieklaujas klasteros, var tikt uzskatitas par troksni. Vairak par klasterizaciju lasit

2.2. apakSpunkta.
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2.1.2. Datu transformacija

Datu transformacija nepiecieSama, lai uzlabotu datu ieguves procesa precizitati un
efektivitati, pieméram, noversot kadas datu dalas dominanci vai izveidojot jaunus atribiitus
(piem&ram, apvienojot atributus: cilvéka kermepa masa un augums, un izveidojot jaunu
atribitu — cilvéka kermena masas indekss). Datu transformacija ietver $adas pieejas:

a) nogludinasana — pieeja tiek lietota, lai novérstu troksni;

b) agregacija — pieeja tiek lietota datu kubu (3-dimensiju objekts, kur uz dimensiju
asim izvietojas dati, kas raksturo analiz€jamos faktus, pieméram pardoSanas apjomi,
izteikti ar gabalu skaitu vai naudas vienibam, preces atlikums noliktava, izdevumi
u.tml.) konstruéSanas laika, pielietojot saskaitiS8anas un apvieno$anas operacijas;

C) visparinaSana — pieeja tiek lietota, ja zemaka limena atribati tiek aizstati ar augstaka
Iimena koncepcijam, izmantojot taksonomiju, pieméram, atribits “Iela” tiek
visparinats par atribaitu “Pilséta” vai “Novads”;

d) normalizacija — pieeja tiek lietota, lai atriblita vertibas ar lielu izkliedi tiktu
transformé&tas kada intervala, pieméram no “-1” lidz ’1”;

e) atribtitu konstruésana — pieeja tiek lietota, ja, izveidojot jaunu atribiitu (pieméram
no atribiita “Garums” un “Platums”, izveido jaunu atribiitu “Laukums”), iesp&jams,
tiks uzlabots datu ieguves process.

Visbiezak no datu transformacijas pieejam datu iegtiSanas procesa tiek izmantota

normalizacija, jo analiz€jamo datu atribtitu vértibu diapazoni ir atSkirigi [1, 27, 63].

2.1.2.1. Tsu laika rindu normalizacija

Isu laika rindu datu normalizacijai darba tiek izmantotas divas metodes: z-novertejuma
normalizacija ar standarta novirzi [1] un pieprasijuma normalizacija ar dzives likni [64].
Z-noveértejuma normalizdcija ar standarta novirzi ir izvéleta, jo tiek uzskatita par vienu no
vairak lietotajam datu normalizacijas metodém datu iegtSana [63], bet pieprasijuma
normalizacija ar dzives likni tiek izv€l€ta, jo nozares specialisti iesaka to lietot 1su laika rindu
normaliz&$anai [64].

Z-novértejuma normalizdacija ar standarta novirzi balstas uz laika rindas vidgjas
aritmétiskas vertibas aprékinu péc formulas (2.1), saskaitot laika rindas visu periodu vértibas
(piem&ram, ja rinda sastav no 4 laika periodiem ar vértibam {1, 2, 3, 4}, tad summa bas 10)

un dalot iegtito summu ar periodu skaitu laika rinda.
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T=

2T (2.1)

1 n

L)

kur T;— laika rindas T vértiba laika perioda i;
n — periodu skaits laika rinda;

T, — laika rindas vidé&jais aritmétiskais.

Standarta novirze jeb vidéja kvadratiska novirze raksturo variansu [4] izkliedi ap vid&jo
aritmé@tisko. Standarta novirze ir skaitlis, kam ir tadda pati mérvieniba ka attiecigajam
variantém. Jo lielaka ir varianSu izkliede ap vidgjo aritmétisko, jo lielaka ir standarta
novirze [6]. Standarta novirzes oy, aprekinam izmanto formulu (2.2), kura tiek summétas
visas rindas vértibu un vid&ja aritmétiska starpibu kvadratiskas veértibas, kas dalitas ar periodu

skaitu n-1 un no iegtitas vertibas izvilkta kvadratsakne.

Ot

1 —
R T2, 2.2
2T 22)
kur o7, — standarta novirze laika rindai T;.

No formulas (2.2) izriet, ka n-1 ir brivibas pakapju skaits. Sads nosaukums radies, jo
visam izlases variantém, iznemot vienu, ir iespéja variet (piemeram, ja 4 skaitlu summa ir 10,
tad pirmas tris variantes biis brivi izvélétas 1, 2, 4, bet ceturta stingri noteikta 10-(1+2+4)=3).
Iesp€jami arT citi ierobeZojumi, pie tam to skaits var but dazads. Aprékinot brivibas pakapju
skaitu, izlases (periodu) apjoms jasamazina par tik daudz vienibam, cik ir ierobeZojumu.
Viendimensijas empiriskajiem izlasém parasti ir viens $ads ierobeZojums — izlases vid€jais
aritmétiskais. Tapec brivibas pakapju skaita aprékinasanai $adu izlasu apjomu samazina par
vienu. Ir pieradits, ka, izlases apjomu aizstajot ar brivibas pakapju skaitu, izlases standarta
novirze labak reprezenté generalkopas standarta novirzi. Ja n > 30, atskiriba, kas rodas $os
abu raditaju savstarpgjas aizvietoSanas rezultata, nav liela, un tapéc formula (2.2) n-1 vieta var
lietot n [6].

Savukart, normalizéto vértibu katram periodam T; iegist péc formulas (2.3), kur no
perioda vertibas atnem laika rindas vidgjo aritmé&tisko un dala ar laika rindas standarta novirzi:

=1l (23)

Oy,

kur T/ — normalizéta vertiba.
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Izmantojot z-novértejuma normalizaciju ar standarta novirzi, iegiito normaliz&to veértibu
diapazons svarstas starp negativam un pozitivam vertibam.
Pieprastjumu normalizaciju ar dzives l[tkni aprékina, nemot objekta (laika rindas)

perioda vértibu un dalot to ar $T objekta periodu vértibu summu laika rinda péc formulas (2.4):

yi = n ) (2.4)

Z j:lXj

kur y;— normaliz&ta veértiba laika perioda i;

x; — laika rindas x vértiba laika perioda i;
X; — laika rindas periodu veértibu summa;

n — periodu skaits laika rinda.

S1 pieeja ir IpaSi piemé&rota normalizacijai laika rindam ar vesturisku notikumu
pieprasijumu (piem&ram, precu pardoSanas apjoms pa ménesiem gada laika). legiitas vertibas

tiek normaliz&tas tikai pozitivaja vértibu diapazona [64].

2.1.2.2. Tsu laika rindu raksturojoso atribiitu normalizacija

Tapat ka 1sam laika rindam ar1 to raksturojosSajiem atribiitiem, ja So atribiitu vertibu
diapazoni atskiras (piem&ram, atribita “Preces veids” vértibu diapazons ir no 0 lidz 11, bet
atribtita “Cena” veértibu diapazons no 0,99 Iidz 600), nepiecieSams veikt datu normalizaciju.
RaksturojoSo atribiitu normalizacijai darba tika izmantota z-novertéjuma normalizacija ar
standarta novirzi, kuras galvena atskiriba no Tsu laika rindu normalizacijas pieejas ir ta, ka
periodu vieta (laika rindas), aprékiniem izmanto atribiitus (kolonnas) un periodu skaita n vieta
lieto objektu (ierakstu) skaitu datu kopa, bet citadi formulu (2.1) un (2.3) biitiba nemainas, bet

formulas (2.2) vieta lieto formulu (2.5), ja n>30:

o =«/%icri TR (25)

2.1.3. Isu laika rindu raksturojoso atribiitu atlase

Datu pirmapstrades rezultata sagatavotaja isu laika rindu raksturojoSo atribiitu datu
kopa, parasti, vél joprojam pastav liels atribtitu daudzums, kas var radit ta saucamo dimensiju
lastu vai parapmacibu. Lai izvairitos no $im paradibam un varétu noteikt nozimigakos
atribiitus, tiek pielietotas atribiitu noverteéSanas vai apakSkopas atlases metodes.

Lai uzlabotu klasifikacijas algoritmu iegiito rezultatu precizitati, tiek lietota atribtu
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informativuma parbaude, kuras rezultata no sakotngjas datu kopas tiek izsl€gti neinformativi
atribiiti [28]. Promocijas darba informativako atriblitu noteikSanai tiek lietota CfsSubsetEval
metode, kas tiek uzskatita par vienu no popularakajam atribatu informativuma noteikSanas
metodém, kuru izmanto datu iegtisana [70]. Metode Cfs (Correlation-Based Feature Selection)
ir uz korelaciju balstita atribiitu atlases metode. Tas galvena ideja ir ta, ka atribiitu atlases
rezultata tiek iegiita datu kopa, kuras atribiitiem ir augsta korelacija ar nosakamo klasi, tacu
taja pasa laika ir pec iesp&jas zemaka korelacija atribiitu starpa. Atribiitu kopas noveért&jums
tieck noteikts péc formulas (2.6), kas ir Pirsona korelacijas formula ar standartizétam

vertibam [27]:

P K (2.6)
kur r,— korelacijas koeficients (novértéjums);
k — atributu skaits;
l’_zi — vidgja atribiita — klases korelacija;
E — vidgja atribiita — atribiita korelacija.

Tapat ka liclaka dala atribttu atlases metozu, ari CfsSubsetEval parmeklésanai lieto
BestFirst metodi. BestFirst parmeklésanas metode uzsak darbu ar tuksSu atribiitu sarakstu, tad
tiek generétas visas iesp&jamas atribiitu kombinacijas no viena atribGta. Tiek izvEleta
kombinacija, kurai ir lielakais novertéjums. Talak §1 kombinacija tiek papildinata ar vienu no
atriblitiem visas iesp&jamas kombinacijas. Ja papildinot atriblitus, netiek iegiits novertéjuma
uzlabojums, tad parmekléSana atkapjas par soli atpakal un turpina parmeklét nakamo labako
neapskatito atribiitu kombinaciju. Ja parmekléSanai tiek atvelets pietieckami daudz laika, tad
metode apliiko visu atribiitu sarakstu, tacu parasti parmekl€Sanas laiks tiek ierobezots, noradot
parmekl&jamo kombinaciju skaitu, pie kura vairs netiek sasniegts novértgjuma uzlabojums. S1
metode strada lidzigi ka kalna kapsanas algoritms [27].

Atribitu informativuma parbaudes precizitates vértéSanai tiek lietota k-kartu

skersvalidacija [70].

2.2. Datu klasterizacija

Datu Klasterizacija ir klasteru analize jeb objektu grup&Sana klasteros datu kopa, ta lai
lidziba starp objektiem viena klasteri bitu lielaka neka lidziba starp dazadu klasteru

objektiem. Objektiem klasterT ir jasatur lidzibas pazimes, péc kuram notiek to apvienoSana.
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Salidzinot divus objektus X={X1, X2, ..., xn} un y={y1, Y2, ..., yn}, lidziba tiek noteikta,
pamatojoties uz kadu no lidzibas metrikam vai attaluma meériem. Promocijas darba tiek
analizéti gadijumi, kad laika rindu garums ir vienads. Klasterizacijas algoritmi izmanto
dazadas pieejas klasteru veidosanai. Popularakie no tiem izmanto Uz attaluma vai blivuma
balstitas funkcijas [73]. Klasterizacijas rezultata ieglst informaciju par sagrupétajiem

objektiem klasteri. Isu laika rindu apstradasanas process ir paradits 2.1. attela.

Isas laika rindas —»  Datu pirmapstrade
Klasterizacija L 5 Rezultats
! (legutie klasteri)

2.1. att. Isu laika rindu apstradaSanas process

Pastav vairakas klasterizacijas pieejas, ka veidot klasterus. Viena no pieejam veido
Klasteru hierarhijas, kas apvieno vai sadala klasterus un ierakstus tajos, $adus algoritmus sauc
par hierarhiskajiem klasterizacijas algoritmiem. Cita pieeja mekl€ klasteru centrus un iterativi
ap §iem centriem atrod tuvakos objektus, veidojot klasterus. Sadus algoritmus dévé par
sadalosajiem klasterizacijas algoritmiem. Cita pieeja lieto gadijuma veida sadalijuma kopu,
kura ar blivuma funkcijas palidzibu tiek mekleti klasteri, $ada pieeja balstas uz modeliem.
Retak tiek lietoti klasterizacijas algoritmi, kuru darbiba balstas uz grafiem, blivumu vai
rezgiem, kuri sadala atribiitu telpu. Biezak lietotas klasterizacijas pieejas un to popularakie
algoritmi ir paraditi 2.2. attela.

Prognozesanas sist€mas izstradaSana tiks lietoti tie klasterizacijas algoritmi, kuri tika
atlastti klasterizacijas algoritmu salidzino$as analizes rezultata (skatit 1.1. tabulu). Izveletie

klasterizacijas algoritmi tiks sikak aplukoti nakoSas apakSnodalas ietvaros.

2.3. Klasterizacijas algoritmi un to modifikacijas

Isu laika rindu analiz&jamajas datu kopas nav informacijas par klasém un to saistibu ar
apliikojamiem datiem, tapéc rodas nepiecieSamiba veikt datu analizi, citiem vardiem sakot -
atrast sakaribas datos, kas palidz&tu noteikt analiz€jamajos datos lidzigas objektu grupas —

klasterus.
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SadaloSie, balstiti
uz centriem
(k-vidgjo.
— k-medoidu)
ia;zzﬁc;ﬁ A Hierarhiskie
S Aglomerativie un
(Maksimalas (Ag divizivie)
lidzibas, Gausa) [¥~_| _—7
Klasterizacijas
algoritmi
Balstiti uz grafiem Balstiti uz rezgiem
(CACTUS) v (STING)

Balstiti uz blivumu
(DBSCAN)

2.2. att. Klasterizacijas pieeju un to popularako algoritmu iedalijums

Isu laika rindu salidzinaSanai par piemérotakajiem tiek uzskatiti tie klasterizacijas
algoritmi, kas balstas uz lidzibas mériem, jo tie veic divu objektu (laika rindu) savstarp&ju

salidzinasanu katra laika punkta, nosakot attalumu starp tiem.

2.3.1. K-vidgjo sadalosais algoritms

Sis algoritms pieder pie sadalosas klasterizacijas algoritmiem. Algoritms uzsak darbu,
sanemot M vertibu, kas raksturo klasteru skaitu analiz€jamaja X objektu datu kopa. Katram
klasterim tiek pieskirts centroids jeb smaguma punkts m;, kur 1 <i<m. Sakotngjie centroidi
tiek noteikti gadijuma veida. Talak visi datu kopas objekti tiek pieskirti klasteriem,
pamatojoties uz objektu attalumu 1idz centroidiem. Objekts tiek pieskirts tam klasterim, lidz
kuram attalums ir minimalakais. Par attaluma meéru tiek lietots Eiklida attalums, kas nosaka
divu objektu lidzibu. Pastav dazadi attalumu méri, pieméram Eiklida, Manhetenas, Minkovksi
U. C. PrognozeSanas sisteémas izstradasana tiek lietots Eiklida attaluma mers, jo ka pieradijusi
pétijumi [25], tad analiz&jot dazadas datu kopas k-vidéjo sadalosais algoritms uzrada gandriz

lidzigus rezultatus ar dazadiem attalumu mériem. Eiklida attalums tiek aprékinats péc

d(xi,x-)a/i(xn—x,-t)z, 2.7)

kur X, X; — divi punkti m-dimensiju telpa,;

formulas (2.7):

m — dimensiju (atribiitu) skaits;

d(-) — attaluma funkcija.
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Iteracijas beigas, kad visi objekti ir ieguvusi piederibu kadam no klasteriem, tiek
parrékinati katra klastera centroidi atkariba no tam piederosajiem objektiem, nosakot vidgjo

aritmétisko veértibu starp viena klastera objektiem péc formulas (2.8):

1
mi :_ina (28)
gi
kur m; — i-ta klastera centroids;
X; — i-ta klastera objekti m-dimensiju telpa;

gi — elementu skaits i-ja klasterT.

Dotais process turpinas iterativi, lidz objekti péc kartgjas iteracijas vairs nemaina savu
piederibu centroidiem.

K-vidéjo sadalosais algoritma galvenais trukums ir ta atkariba no sakotng&jas sadales, jo
centroidi tiek izveleti nejausi, tapec klasteru sadale var biit nepreciza. Tapéc lai izvairitos no
neprecizitatém, algoritms tiek pielietots vairakas reizes ar atSkirigiem sakotngjiem
centroidiem, iegttie rezultati tiek salidzinati sava starpa, lai izvélétos labako. Rezultatu

noverteésanai izmanto summeto kvadratisko kjiidu, kuru aprékina péc formulas (2.9):

E :zk:Zdz(x, m), (2.9)

i=1 Xeg;
kur x — dotais daudz dimensiju objekts klasterT cj;
m; — Klastera ¢j daudz dimensiju centroids;
d(-) — attaluma funkcija;
k — Klasteru skaits.

K-vidéjo sadalosa algoritma realizacijas piemérs ir paradits 2.3. attéla ar datu kopu kura
ietilpst 9 objekti, kas sastav no diviem atribitiem {T1, T2} ar normalizé€tam v&rtibam, ka ari
paradita objektu sakotn€ja sadale divdimensiju telpa un brivi izvéletie centroidi. Paraditi
aprekinatie objektu attalumi (no I Iidz IV iteracijai) lidz katram centroidam un ar treknrakstu
izcelts tas objekta attalums, kas atrodas vistuvak kadam no centroidiem. Noraditi arT centroidu
vertibu parrékini péc katras iteracijas. Ta ka péc IV iteracijas objekti vairs nemaina savu
piederibu centroidiem, salidzinot ar III iteraciju, tad algoritms beidz darbu. ST attéla lejas dala
ir paradita kop&jas summeétas kvadratiskas kltidas E aprékins un §is kludas aprékins katra no

klasteriem.

41



Objekta
numurs

O S S

O 0 NS

Objekta
numurs

e B« Y I P R

Atribatu Sakotnéja sadale
normalizétas 15
vertibas PS
T1 T2 * o 1
0136 0752 "
1.247 -0.365 _ >
g -1 0,5 05 1 15
-0,828 -0,812 05 ’ ol
-0.262  -0.812 * *
04 0976 o s
-0,775  -1.259 -1,5
-0.641 0,976 #® Objekti X Centroidi
-0.451 1.199
Anéhmji lid-z cﬁen‘t.roidiem Objekta Anéllll}li Hd? c?nf'roidiem Objekta
péc I iteracijas - péc II iteracijas .
Cl C2 C3 Cl C2 c3
0,488 0,367 0,365 1 0764 0469 1.159 1
2,084 2,100 1,860 2 1299 2246 1,276 2
1,292 1,300 1,069 3 0,590 1452 0,781 3
1.430 1.645 1,380 4 1.160 1.891 0,898 4
1,452 1,629 1,319 5 0853 1,877 0472 5
0,426 0,202  0.476 6 1,055 0,122 1.428 6
1,867 2,077 1,799 7 1478 2326 1,136 7
0,378 0,226 0,534 8 1.168 0,162 1,508 8
0,617 0,402 0,701 9 1,281 0,156 1.656 9

Centroida
numurs

0o
WO -

Centroida
numurs

Cl

c2
c3

Sakotnéjo
centroidu vertibas

T1

-0.6

-0.5
-0.4

0.584
-0.407
-0,155

2
0.6
0.8
0.5

Centroidu vertibas
péc II iteracijas
T

Attalumi lidz centroidiem péc

III iteracijas

Cl
0,984
0,800
0,000
1,671
1,231
1,329
1.909
1,517
1,523

C2

0,351
2,129
1,334
1.837
1,794
0,007
2,265
0,234
0,228

Centroida
numurs

(03]
C2
C3

Centroida
numurs

Centroidu vertibas

pec I iteracijas
Tl T2
0.000 0,000
-0,497 1,050
-0.028  -0.402

Centroidu vertibas
péc III iteracijas

T2 T2
0,082 C1 0916 -0,142
0,976 e2 -0.407 0.976
-0,812 c3 -0.622  -0,961
Objekta Attalumi Iid? CC}]ISOidiCI]l péc

numurs v llBraClJaS

C3 Cl1 C2 C3
1.564 1 1.380 0,351 1.781
1.471 2 0,400 2,129 1,961
1.160 3 0,400 1.334 1,594
0,674 4 1.868 1.837 0,255
0,108 5 1,355 1,794 0,389
1.805 6 1.726 0,007 1,950
0,765 7 2.026 2,265 0,335
1.853 8 1.916 0,234 1,937
2,033 9 1.914 0,228 2,167
[ E=088 | 032 0,23 033

2.3. att. K-vidéjo sadalosa klasterizacijas algoritma darbibas piemérs

Attela 2.4. paradits k-vidéjo sadalosa algoritma klasterizacijas rezultats ar pieméra datu kopu,

kas att€lots divdimensiju telpa.

K-videjo sadalosa algoritma klasterizacijas
s  rezultats
A
A X% 1
05
~ a *
[ e
-1 -0,5 0 0,5 X1 1,5
=
-05
+ Klasteris 1
X 1 A Klasteris 2
Klasteris 3
-5 g
: T % Centroidi

2.4. att. K-vidéjo sadalosa klasterizacijas algoritma noteikta objektu piederiba klasteriem

2.3.2. Aglomerativais hierarhiskais algoritms

Aglomerativais klasterizacijas algoritms pieder pie hierarhiskiem klasterizacijas
algoritmiem. Algoritma galvenais darbibas princips ir pakapeniska objektu apvienoSana
grupas. Sakuma katrs objekts tiek pienemts ka atseviSks klasteris. Vispirms apvieno pasus
tuvakos divus objektus vai objektu grupas, vadoties péc minimala attaluma starp tiem, tad

nakamos tuvakos objektus vai objektu grupas. Process turpinas, kamér visi objekti tiek
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apvienoti viena grupa jeb klastert, kas tad arT norada uz algoritma apstasanas kritériju. Lai

varétu noteikt attalumu jeb tuvumu starp diviem klasteriem un izveidot attalumu matricu,

pielieto ,,tuvaka kaimina” principu attaluma noteikSanai starp objektiem p&c formulas (2.10):
dmin (SI,Sm):mln d(Xi,Xj), (2.10)

% €5
X;€3n

kur d(-) — attaluma funkcija;
Si, Sm — divi dazadi klasteri;

Xi, Xj — divi dazadu klasteru objekti.

Algoritma formalie izpildes soli ir $adi:
1) Aprékinat attalumu matricu.
2) Izmantojot attalumu matricu, atrast divus tuvakos klasterus.
3) Parrékinat attalumu matricu, izmantojot ,,tuvaka kaimina” principul.
4) Parbaudit nosacTjumu: Vvai ir viens kopigs klasteris:
a) ja ir — pariet uz 5. soli;
b) ja nav — pariet uz 2. soli.
5) Beigt algoritma darbu.

6) Ja nepiecieSams, uzzimé&t dendrogrammu.

Klasterizacijas rezultata iegiita dendrogramma ar objektu apvienojumiem noteikta
attaluma, uzskatami parada objektu apvienoSanas secibu katra algoritma iteracijas
soli [63, 70]. Par piemé&rotako klasteru skaitu tiek uzskatits lielakais apvienoSanas attalums
starp objektiem vai objektu grupam (klasteriem), kas dendrogramma paradita ka vertikala
linija (skatit 3.23. att€lu, kur starp attalumiem 4 un 4,5 novilkta vertikala Iinija).

Aglomerativa hierarhiska algoritma darbibas princips ar pieméra palidzibu ir paradits
2.5. att€la, bet 2.1. tabula ir doti datu kopas objektu (klasteru) savstarp&jie attalumi. Tabula ar
treknrakstu iezim&ts minimalais attalums (0,799), kuru objekti {X2, X3} péc I iteracijas tiks
apvienoti viena klaster. P&c I iteracijas attalumu matrica tiek samazinata par vienu dimensiju,
ieglitos rezultatus (skatit 2.2. tabula). Ta ka ir palikusi tikai divi klasteri un ir zinams to

apvienoSanas attalums (0,983), tad algoritms beidz savu darbu.
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2.1. tabula

Attalumu matrica

Objektu numuri X1 | X2 | X3
X1 X 0,983 | 1,242
X2 X 0,799
X3 X

2.2. tabula

Attalumu matrica péc I iteracijas

Objektu numuri X1 | X2,3
X1 X 10,983
X2,3 X

®

2.5. att. Hierarhiska datu klasterizacija

legiitos klasterizacijas rezultatus var att€lot arT hierarhiska apvienojumu diagramma, ko
sauc par dendrogrammu, kas paradita 2.6 attéla, kur uz y ass paraditi klasteru numuri, bet uz

X ass sadalijuma metrikas (attaluma méra) mérvienibas, péc kuram tika apvienoti klasteri.

X2

X3

XL ———F—
0,5 1,0 1,5 2,0

2.6. att. Hierarhiskas datu klasterizacijas dendrogramma
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2.3.3. Maksimalas lidzibas algoritms

Maksimalas lidzibas (EM) algoritms [17, 51] pieder uz modeliem balstitu algoritmu
saimei. Sis algoritms izmanto varbitibas, attadluma méra vietd un analizé sadalfjuma Iiknes
katrai no dimensijam, kur objekti atbilst konkrétam klasterim ar noteiktu varbitibu. So pieeju
deve par nestingro apvienosanu klasteros (soft clustering), jo klasteri var parklaties un tiem
nav izteiktu robezu. Algoritmu var pielietot, kad klasteru robezas nav stingri izteiktas.

Maksimalas lidzibas algoritms sastav no diviem soliem (E un M), kuros tick m&ginats
pielagot funkciju p(X,z) kadai objektu kopai. Iesp&jamiba $ai funkcijai tiek aprékinata pret
parametru 6 péc formulas (2.11):

I(9):ilogz n(x,z;6), (2.11)

kur x — datu kopas X objekts;
Z — latenti gadijuma veida mainigie;
m — objektu skaits datu kopa.
Analiz€jamaja datu kopa X={xj} parametru 6={6} maksimalas lidzibas noveértgjums tiek
noteikts, maksimizgjot maksimalas lidzibas logaritmisko vértibu, kas pirmo reizi tika
reprezentéta A. Dempstera U. C. autoru darba [18].

E soli notiek apaks€jas robezas konstruéSana, bet M solt — §is robeZas optimizeéSana. E

solf katram i tiek uzstadits Q; péc formulas (2.12), lietojot Baijesa varbiitibas:

Qi (Zi) = p(zi | X, 9)’ (2.12)

kur Qi —z vertibu sadalfjums.

M soli tiek maksimizéta funkcijas p robeza, nosakot labakos parametrus péc formulas (2.13):

0= argmaxZZQ(z)log p(QI,( ") ), (2.13)

Neskatoties uz to, ka So algoritmu iesp&jams lietot uzdevumos ar parklajosiem
klasteriem, tomér pastav negativi faktori, kas var ietekmét algoritma lietoSanu: parak liels
parametru daudzums, no kuru inicializacijas ir stipri atkarigs ieglistamais rezultats; nav

izmantojams, ja objektu skaits klasteros ir neliels, jo nevar novertét kovariacijas matricu.
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2.3.4. Modificéts k-vidéjo sadalosais algoritms

Modificetais k-vidéjo sadalosais algoritms tika izstradats, balstoties uz eksperimentu
rezultatiem ar 1sam laika rindam [30, 35] dazadas problemvides, kas pieradija, ka, piem&ram,
klasiskais k-videjo sadalosais algoritms nesp€j noteikt piemé&rotako klasteru skaitu, analiz&jot
isas laika rindas [34, 37]. K-vidéjo sadalosa algoritma iegitie rezultati noradija uz vienotu
tendenci — palielinoties klasteru skaitam, samazinas kopgja klasterizacijas kluda, bet,
pieméram, maksimalds lidzibas algoritms tieSi pret€ji mazako kludu noteica pie minimala
klasteru skaita. Tapéc tika izstradata k-vidéjo sadalosa algoritma modifikacija, kas spgj
noverst augstak minétas nepilnibas.

Sakotngji, tiek ieviests jédziens — maksimalais klasteru skaits, ar kadu tiks klasteriz&ta
analizéjama datu kopa. Sada pieeja nodrosina algoritma atrdarbibas palielinaganos atkiriba
no klasiska k-videjo sadalosa algoritma, kur manuali tiek noteikts klasteru skaits Iidz kuram
algoritms veic objektu sadaliSanu [73]. Veicot klasterizaciju ar kadu no algoritmiem, janosaka
meklgjamo klasteru diapazons (no minimala Iidz maksimalajam skaitam, kur minimalais
skaits parasti ir 2), lai klasterizacijas process biitu efektivs un neaiznemtu daudz laika resursu.
Jaatrod piemérotakais klasteru skaits diapazona no 2 Iidz maksimalajam klasteru skaitam. Sim
maksimumam jabiit pietiekami lielam, lai precizi (iesp&jams noteikt p&c klasterizacijas vid€jas
absolutas kltudas vai kvadratiskas kliidas) veiktu klasterizaciju datu kopa, bet tas nevar bt art
parlieku liels. Sada gadijuma pastav iesp&ja nepareizai rezultatu interpretacijai, jo, pieméram,
izveidotu klasteri algoritms cenSas sadalit vél mazakos klasteros. Tapéc maksimala klasteru
skaita Cpax [64, 70] aprékinam izmanto teorétisko pienémumu, kas tiek aprékinats péc

formulas (2.14):

C,. =+n, (2.14)
kur n— objektu skaits analiz€jamaja datu kopa.

Turpinajuma modificétais k-vidéjo sadalosais algoritms lieto 2.3.1. punkta aprakstito
metodiku, lidz algoritms sasniedz summétas kvadratiskas kliidas aprékinu, tad notiek
algoritma modifikacija. Katram klasterim tiek iegtita attalumu matrica, kura raksturo objektu
(laika rindas {T1, T2, ..., T12}) ¢, attalumus d, (iegtts, izmantojot Eiklida attaluma méru)
lidz tuvakajam centroidam (Skatit 2.3. tabulu). No iegitas attalumu matricas rezultatiem, tiek
aprékinata klasterizacijas kltuda apmacibas datu kopai, izmantojot vidgjas absoliitas novirzes

aprekinu katra klasterT un kop€jas klasterizacijas kliidas aprékinu. Vadoties pé€c minimalas
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aprékinatas kopgjas klasterizacijas kludas vértibas katra no analiz&tajiem Klasteriem, tiek
noteikts piemérotakais klasteru skaits, kas nepiecieSams analiz§jamas datu kopas
klasterizacijai.

Ja analizéjamas datu kopas objektu skaits nav lielaks par 200, tad klasterizacijas
precizitates noveértéjumam jaizmanto 10-kartu skérsvalidacija [43] un klasterizacijas kludas
aprékinasana ir javeic saskana ar 2.3.4.1. apakSpunktu, jo, sadalot datu kopu apmacibas un
test€Sanas kopas, objektu skaits tajas biis neliels, kas var iespaidot klasterizacijas rezultatus.
Savukart, ja ierakstu skaits ir lielaks par 200, tad precizitates noveért€jumam var izmantot
kopas sadaliSanu apmacibas un test€Sanas datu kopas ar proporcijas attiecibu 70 % pret
30 % [70]. Saja gadijuma ari ir javeic klasterizacijas kladas aprékinasana saskana ar
2.3.4.1. apakSpunktu un jaizveido paraugmodeli katram noteiktajam klasterim péc
2.3.4.2. apakSpunkta. Tad jaizpilda testéSanas datu kopas klasterizacija atbilstosi
2.3.4.3. apakSpunktam, bet klasterizacijas kludas aprékins test€Sanas datu kopai tiek veikts

saskana ar 2.3.4.4. apakSpunktu.

2.3.4.1. Klasterizacijas kliidas aprékinasana apmacibas datu kopai

Vidgja absoluta kluda tiek noteikta summgjot katra klasteri objektu attalumu d, lidz
centroidam (skatit 2.3. tabulu) un izdalot iegito attalumu summu ar objektu skaitu klasterT cj
péc formulas (2.15), iegistot vid&jas absolitas novirzes AD; vértibu:

_dy+d, 4. +d,

AD, - : (2.15)

n

kur dj, d, ..., d, — attieciga objekta attalums lidz centroidam;
Cnh — objektu skaits klasterT,

AD; — vidgja absoluita novirze i-taja klasterT.

P&c tam summg katra i-taja klasterT ieglitas vid€jas absoliitas novirzes veértibas AD; un izdala
ar noteikto klasteru skaitu C; analiz€jamaja datu kopa, iegiistot klasterizacijas vidgjo absoliito
klidu MeanAE [52] péc formulas (2.16):

MeanAE AD, + ADé+...+ AD, | (2.16)

kur C; — kopgjais noteiktais klasteru skaits datu kopa;

MeanAE — klasterizacijas videja absolita kluda.

47



2.3. tabula

Objektu attalumi Iidz centroidiem klasterizacijas vid€jas absoliitas kliidas aprékinam

Objekta numurs Periodi Attaluma mérs
c T1|T2|...|T12 d
C1 dl
Co d2
Cn dn

Sada veida pieeja realizé visu datu kopa ietilpstoso objektu attalumu lidz centroidiem
analizi katra no klasteriem, tadejadi nodroSinot klasterizacijas vidgjas absoliitas klidas
aprekinu, ar kuras palidzibu, péc mazakas iegiitas MeanAE vértibas starp klasteriem C; nosaka

to klasteru skaitu, kas butu piemérotakais analiz&jamas datu kopas klasterizacijai.

2.3.4.2. Paraugmodeli klasteros

Paraugmodelis jeb prototips tiek izveidots katram klasterim, kas noteikts klasterizacijas
rezultata. Paraugmodelu skaits ir atkarigs no noteikta piemérotaka Kklasteru skaita.
Paraugmodela ieguta likne, kas izveidota no 6. klastera objektu vidéjam veértibam katra laika
perioda, paradita 2.7. att€la ar sarkanu Iiniju, bet ar pelekam Iinijjam paraditi $1 klastera
objekti. Uz x ass noraditi periodu numuri, bet y ass — isu laika rindu normaliz&tas vértibas.

Iegtitie paraugmodeli raksturo klastera objektu uzvedibu noteikta laika perioda.

Apmacibas datu kopa: paraugmodelis 6. klasterim
0,90

0,80
0,70
0,60
0,50
0,40
0,30
0,20
0,10
0,00
-0,10
-0,20

Normalizets pieprasijums

2.7. att. Izveidotais paraugmodelis (att€lots ar sarkanu liniju) 6. Klasterim
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2.3.4.3. Testesanas datu kopas Kklasterizacija

Testésanas datu kopas klasterizacija balstita uz apmacibas kopas klasterizacija
ieglitajam paraugmodela vidgjam vertibam un testéSanas kopas (isas laika rindas) datiem.
Objekta attalumu lidz attieciga klastera vid€jai vertibai nosaka, aprékinot katra test€Sanas
kopas objekta vértibas (skatit 2.4. tabulu) starpibu lidz attieciga paraugmodela klastera vid&jai
vertibai (Skatit 2.5. tabulu), to kapinot kvadrata un no kvadratu summas izvelkot kvadratsakni

péc formulas (2.17). legiitie rezultati tiek fikseti attalumu matrica, kura paradita 2.6. tabula.

2.4. tabula

Testesanas datu kopas objektu vértibas pa periodiem

Periodi
Objekta numurs T1 | T2 | ... | T12
1 Pl P2 vee P12
2 P13 Pu | ... | P2
m Pn Pn+1 cee Pn+11

Testésanas datu kopas klasterizacija katram analiz€jamajam objektam tiek noteikta
piederiba klasterim péc minimala attaluma [70]. Tiek nemts katrs testéSanas kopas objekts pa
periodiem un izskaitlots ta attalums lidz katra klastera centroidam (apmacibas kopas

paraugmodelim) p&c formulas (2.17):

0., =R -CY +(P,-C, +...+(Pm,Cz,) 247)

]

kur dj; — testeSanas datu kopas objekta i attalums lidz paraugmodelim j;
Pm — objekta m vértiba testéSanas datu kopa perioda n;

C, — no apmacibas datiem iegiita z paraugmodela vidgja veértiba perioda n.

Kad veikti testéSanas datu kopas objektu attalumu meéru aprékini, kuru rezultati
atspoguloti 2.6. tabula, tad janosaka katra objekta minimalais attalums katra rinda d; un iegtta

vertiba jaregistré tabulas lauka Minimalais attalums.
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Apmacibas datu kopas klasterizacijas rezultata

iegiito paraugmodelu vidgjas vertibas katra laika perioda

Apmacibas kopas paraugmodela

jeb klastera numurs Periodi
Nr. T1 T2 . | T12
cl Cly | Cly | ... | Clp
c2 C2; | C2; | ... | C2p
c Cny | Cnz | ... | Cnp

2.5. tabula

2.6. tabula

Testésanas datu kopas attalumu matrica klasteru piederibas noteikSanai

Pieskirta
Obiekta numurs Objekta attalums Iidz attieciga Minimalais kl_ase péc
. klastera centram (paraugmodelim) | attalums minimala
attaluma
Nr. C1 Cc2 Cj di(min) C(j)
d dis di dyj
d2 d24 dz2 dy;
di di,l di,2 diﬁj

Péc iegiita minimala attaluma, kas noteikts katram testéSanas datu kopas objektam, ir

japieskir klastera numurs C(j), kuram no j klasteriem analiz&jamais objekts atrodas vistuvak.

2.3.4.4. Klasterizacijas kludas aprekins testeSanas datu kopai

Lai varétu spriest par test€Sanas kopas klasterizacijas rezultatiem, nepiecieSams veikt

noveértgjumu. To var izdarit, aprékinot vidéjo absolito novirzi MAD (mean absolute

deviation) un vidgjo absoliito klidu MAE (mean absolute error) katra klasteri. Péc tam

summg&jot katra Klastert aprékinatas vidgjas absolutas kludas vertibas. Tada veida tiek panakts

50



novertejums starp neatkarigam datu kopam.

MAD [52, 76] aprékina, summg&jot péc modula starpibu starp apmacibas datu kopas
klasterizacijas rezultata iegiita paraugmodela vid€jo veértibu laika rinda klasterT n un testéSanas
datu kopas objekta vérttbu m un izdalot ar objektu skaitu N attiecigaja klasteri péc
formulas (2.18):

N

1
MAD—NZ

i=1

(cvid, -R, )

, (2.18)

kur Cvid, — ieguta apmacibas kopas paraugmodela vid€ja vértiba klasteri n perioda i;
Pm — reala testéSanas datu kopas objekta m vértiba perioda i;

N — periodu skaits laika rinda.

MAE [52, 76] KlasterT i, kas norada uz kopg&jo kludu klasterT attieciba pret apmacibas
datu kopu, aprékina péc formulas (2.19):

MAD
MAE, == —, (2.19)

kur Kk — objektu skaits testésanas datu kopa klasteri i.

Savukart, kop&jo absoliito kladu TAE (total absolute error) [52, 76] testéSanas datu
kopai aprékina, summgéjot iegiitas vidéjas absolitas kliidas vértibas klasterT i un izdalot
apmacibas datu kopas klasterizacijas rezultata noteikto piemérotako klasteru skaitu n péc

formulas (2.20):

Y MAE,

TAE=H
n

(2.20)

kur MAE; — vidgja absolata kluda i-taja klasterT;

legiistot kopgjas absoliitas klidas noveértejumu, klasteriz&jot testé$anas datu kopu un
valid§jot iegiitos rezultatus pret paraugmodeliem, kuri iegiiti klasteriz&jot apmacibas datu
kopu, var spriest par klasterizacijas rezultatu precizitati. Klasterizacijas procesu testé$anas
datu kopai, ka ari vidéjas absoliitas novirzes, vidgjas absolutas kladas un kopgjas absolatas

kludas aprékinu piem&rus, kas detaliz&ti aprakstiti, skatit 1. pielikuma.
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2.4. Datu Kklasifikacija

Datu klasifikacija ir process, kura tiek izveidots modelis — Klasifikators, kas nosaka
jaunu noveérojumu piederibu grupai jeb klasei, modela apmacibai izmantojot objektu kopu ar
iepriek$ zinamu grupu jeb klaSu piederibu. Klasifikacijas process, kas paradits 2.8. attela,
ietver divus posmus:

a) apmaciba, kur, lietojot apmacibas kopas datus, tiek apmacits klasifikators;

b) testéSana, kur lietojot testéSanas kopas datus, tiek parbaudita klasifikatora precizitate.

Ja klasifikatora precizitate ir bijusi pietiekama (nosaka sisteémas izstradatajs vai

eksperts), tad So Kklasifikatoru iesp&jams talak izmantot jaunu objektu klases

prognozesanai.
Atribiitu atlase
Datu pirmapstrade  —» (Informativuma
noteik$ana)
I Klasifikators !
‘ |
| .- -
Apmicibas datu kopa | Masmaprpambas |
| algoritms |
J I Apmaciba
1‘ L4 | Teste$ana
\ |
Datu pirmapstrade || | Klasifikacyjas modelis |
|
|

T _JVJ

Testésanas datu kopa Rezultats

2.8. att. Datu klasifikacijas process

Parasti apmacibas un testéSanas datu kopas pirms datu analizes tiek veikta datu
pirmapstrade, pieméram, lai izvairitos no atribiitu vertibu diapazonu atSkiribam. Apmacibas
datu kopa iesp&ams veikt ar1 atribiitu informativuma noteikSanu, kas palidz izvairities no
neinformativu atribiitu ieklausanas datu kopa, ka arT samazina dimensiju skaitu, datu apstrades
laiku un izmaksas.

Klasifikacijas uzdevumos, lai noteiktu funkcionalo atkaribu starp atribiitiem, var tikt
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pielietota viena no pieejam, piemeéram:

1)

2)

Klasifikacijas likumi — sastav no divam dalam: nosacijuma un slédziena, ko

apraksta ar JA...TAD ... (IF...THEN ...) likumu. Klasifikacijas likumus sauc ar1 par

nosacijumu likumiem. NosacTljums var sastavét no viena vai vairakiem atribiitiem.

Vairaku atribiitu ieklauSanu nosacijuma var veikt ar operaciju UN(AND), VAI(OR)

un NE(NOT) palidzibu. Sledziens ir atkariga atriblita vertiba vai klasu varbitibas

sadalfjums. Galvena So likumu priekSrociba ir to uztveres vieglums un pieraksts

saprotama valoda. Likumu kopai var viegli pievienot jaunu likumu, bez

nepiecieSamibas korigét eksist&josos. Likumu neatkaribas relativitate saistita ar

iesp€ju, biit pretruna vienam ar otru.

Leémumu koks — grafs ar vairakam virsotném, kas sava starpa ir saistitas ar lokiem.

Pastav tris veida virsotnes:

a) sakne — virsotne, kurai nav ieejosu loku, bet viens vai vairaki izejosi loki;

b) ieksgjais mezgls — virsotne, kurai ir viens ieejoss loks un vismaz divi izejosi
loki;

c) koka lapa — virsotne, kurai ir viens ieejoss loks un nav izejosu loku.

Pieméram, dota datu kopa D={d;, do, ..., dn}, kur n ir objektu skaits datu kopa.
Datu kopa D satur klasu kopu C={ci, Cp, ..., Cn}, Kur m ir klasu skaits, ka ari
atribtitu kopu A={ai, ay, ..., as}, Kur s ir atribatu skaits. Katrs ieraksts datu kopa
sastav no S atribiitu vértibam un vienas klases mainiga veértibas di={ di, di2, .
de,..., Cj}, kur i ir objekta numurs un j — klases vértiba. Lémumu koks nodrosina
likumu att€lojumu sakartota hierarhiska strukttira. Likumi ir skaidrojami ar logisko
«JA ... TAD ...» konstrukciju. Lémuma koka piemérs, kredita izsniegSanas
problémai banka, ir paradits 2.9. attela. No 2.9. attela paradita [émuma koka dazi
iegiitie nosacijumu likumi:

a) JA “Vecums >40"="Ng” TAD “Izglitiba”;

b) JA “Vecums >40"="Ja” TAD “Pieder maja”;

c) JA “Pieder maja”="Ja” TAD “Izsniegt kreditu”.

Lémumu kokus ir vienkarsi lietot, jo tie veido nosacijumu likumus, kas viegli
izprotami, ka ar1 jauna objekta klasifikacijas process ir vizuali uztverams un
saprotams. Jauni objekti tiek klasificeti, virzoties hierarhiski lejup pa koka
struktiiru. ST veida process aiznem noteiktu laiku vienibu, jo dzilaka un sarezgitaka

koka struktiira, jo ilgaks laiks tiek pateréts jauna objekta klasificéSanai.
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Izglitiba

Augstaka |Vid. speciala

/ Viclléjﬁ \ Iendkumi Izsniegt

> 2500 kreditu

Né Ja

Izsniegt

Atteikt \redita

2.9. att. Lémuma koks kredita izsnieg$anas uzdevumam banka

Izveidotajam Iémumu kokam, kas iegiits klasifikatoru apmacot ar apmacibas
datu kopu un péc tam parbaudits ar test€Sanas datu kopu, piemit klasifikacijas
klada, kas rodas no nepareizi klasificétiem un neklasificétiem objektiem. Labiem
klasifikacijas rezultatiem ir jabiit ar mazu klasifikacijas kltdu. Tas ir loti svarigi, jo
ja modela izm@rs ir parak liels, tas rada likumu daudzveidibu, kuri parklaj mazak
objektu skaitu un veicina parapmacibu. Parapmacibas iemesli var bat
dazadi [1, 3, 58]:

a) nepareiza apjoma apmacibas kopas izvéle;

b) trok$painu datu lietoSana;

C) apmacibas pieméru trikums.

3) Matematiskas funkcijas — metodes, kas vairak piemé&rotas nepartrauktu datu
apstradei, izmanto pieeju funkcijas izvélei ar mazako kliidas Itmeni, kuru raksturo

izteiksme (2.21):

minR(F)=— Y c(y, F(x) (2.21)

kur F— visu iespgjamo funkciju kopa;
c(yi,f(xi)) — zaud&jumu funkcija (loss function);
f(xj) — atkariga atribiita vértiba, kas iegita ar funkciju f vektoram x; € F;

Yi — zinama (preciza) atribiita vertiba.

Zaudgjuma funkcija, parasti, ir pozitiva, jo nav iesp&jams iegiit “balvu’ par Joti labu

prognozi. Gadijuma, ja tomér zaud&umu funkcijas veértiba ir negativa, tad to var



labot, ievieSot pozitivu nobidi, kas atkariga no X. Pielietojot So nobidi iesp&jams
iegiit nulles zaud&umus, pie absoliiti precizas prognozes, kad f(x)=y. Sadu
zaudejumu funkcijas ierobezojumu prieksrociba ir vienmér zinams minimums Un

tas, ka §is minimums vienm@r ir sasniedzams, vismaz parim X uny [76].

2.5. Klasifikacijas algoritmi

Pamatojoties uz sakotn&ji izvirzitajiem uzdevumiem, kuri nosaka, ka sist€mas
legiitajiem rezultatiem ir jabiit viegli interpret§jamiem un saprotamiem, ka ar1 veikto
klasifikatoru salidzinoSo analizi, tad datu klasifikacijai labak ir izv€lieties algoritmus, kuri
balstiti uz 1émumu kokiem [58], induktivo secina$anu [14] vai attaluma méru metriku [12]. So
algoritmu iegltie rezultati ir viegli uztverami un interpret€jami, salidzinot, piemé&ram, ar

maksligiem neironu tikliem [65].

2.5.1. C4.5 algoritms

Induktivas apmacibas algoritms C4.5 ir veidots uz algoritma ID3 bazes ar iesp&ju
apstradat diskrétus, nepartrauktus un triikstoSus datus [58].

Par atribiitu izvéles kritériju algoritma C4.5 tiek lietots Information Gain un
GainRatio. Information Gain lauj aprékinat entropijas izmainas, kas iestatos, ja informacijas
stavoklis izmainitos un kliitu zinama dala no $§is informacijas (pieméram, kada atribiita

vértiba). Entropiju E datu kopai D aprékina péc formulas (2.23):

E(D)=-)_ pilog,(p). (2:22)

kur  p» — klasu skaits;

p; — varbitiba, ka ieraksts pieder i-tajai klasei.

Gadijuma, ja pi = 0, tad piepem, ka logy(p;)=0. Information Gain dod priekSroku tiem
atribiitiem, kuriem ir lielaks vértibu skaits. Lai tas nenotiktu, tiek lietots GainRatio, kas
atribtiem ar lielaku skaitu nelauj “dominét”, tos sadalot Information Gain ar pasa entropiju.

Information Gain aprékina péc formulas (2.23)

InformationGain(D,S) = E(D)—zS:P(Di)E(Di), (2.23)

i=1
kur S — potencialais sadales atribiits;

s — atribiita vertibu (stavoklu) skaits;
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D; — datu kopas D dala, kur atribitam S ir vértiba i;

P(Di) — varbitiba, ar kadu atribiits D pieder vértibai i.

GainRatio atrisina iepriek§ ming&to problému, normaliz&jot entropijas samazinajumu ar datu

kopas sadalfjuma metriku Splitinfo [27, 58], kuru aprékina péc formulas (2.24):

(Al

Splitinfo(S) = Z| |A|

log,( (2.24)

A

kur A — datu kopa, kas sadalita A; apakskopas p&c atribiita S;

n — atributu skaits.

Atriblitiem ar lielu vértibu skaitu Splitinfo raditajs bus lielaks, neka citiem iesp&jami
informativakiem atribiitiem ar mazaku vertibu skaitu, So nevienlidzibu iesp&jams kompenset

aprekinot GainRatio [27, 58] péc formulas (2.25):

InformationGain(S)
Splitinfo(S)

GainRatio(X) = (2.25)

Algoritms C4.5 strada iterativi, buivgjot lémuma koku pa limeniem. Lai uzsaktu
lémuma koka konstruéSanu, ir janosaka sadalosais atribiits, aprékinot ieguvumu Information
Gain, kas klas par sakni. Pirms atribiitu sadales tiek aprékinata entropija E pilnai apmacibas
datu kopai D. P&c tam katram atribtitam atseviski, visam iesp&jamam $T atribiita veértibam, tiek
aprékinata entropija péc formulas (2.22), vadoties péc klases atribita vertibas relativa
paradiSanas bieZuma apmacibas datu kopa. Tad katram atribuitam tiek aprékinats informacijas
ieguvums Information Gain péc formulas (2.23). Par sakni klist tas atribiits, kuram
Information Gain raditajs ir bijis liclakais. No saknes, iziet tiesi tik zaru, cik vertibu ir $im
atribitam, ja tiek lietoti atribiiti ar diskrétam veértibam. Lai izvéletos vertibu skaitliskam vai
nepartrauktam atribitam, tiek aplikoti visi blakus esoSie vérttbu pari un aprékinats
Information Gain, péc kura izvé€léts paris ar augstako veértibu. Atribits, kas izv€léts par sakni,
vairs netiks izmantots nakamo lémuma koka lIimenu konstruésana.

Entropijas maksimala E(D)nax vertiba pie divam klaseém ir 1, bet, picaugot klasu

skaitam n, to aprékina p&c formulas (2.26):

E(D)y,, =10, (n). (2.26)

Talak atkal apmacibas datu kopas ieraksti tiek sadaliti péc atribiita vértibam un klasém.

56



Ja kadas atributa vertibas visi ieraksti pieder vienai klasei, tad lémuma koka zara gala tiek
izveidota lapa ar So klasi, bet ja ieraksti pieder dazadam klasém, tad turpinas iterativs process,
mekl&jot informativako atribiitu nakamajam iek$&jam mezglam. Gadijuma, ja Iémuma koka
izveide ir atlicis viens neizmantots atribiits, bet pastav vél citas apakSkopas, kas satur
ierakstus no dazadam klasém, tad Gain vairs nav vérts aprékinat. Algoritms beidz darbu un
zara gala izveido lapu ar domingjoso klasi. Tas nozimg, ka klase tiek pieskita péc zara eso$o
vertibu raksturojosas klases vairakuma.

Algoritms darbibas laika no sakuma veido maksimalo koku, kas wvar izraisit
parapmacibu (klasifikators pielagojas apmacibas kopas datiem un uzrada lielu klidas Itmeni
testeSanas datu kopa darba ar v&l nezinamiem klasific§jamiem objektiem). Lai izvairitos no
parapmacibas, parasti tiek lietota atzaroSana vai koka veidoSanas ierobezojums, kuru izmanto
péc pilna [émuma koka iegtiSanas.

AtzaroSanas laika tiek aplukoti visi apakskoki, kas ietilpst pilna [émuma koka, un tie
tiek aizstati ar lapu vai apakskoka zaru. Algoritms, sava klasiskaja forma, lieto samazinatas
klidas atzaro$anu ar atsevisku testéSanas kopu [44]. ST procesa ietvaros tiek apliikots katrs
apakskoks, vienreiz hierarhiski parvietojoties no koka augSas uz leju, un noveértgjot, vai
apakskoka aizvietoSana ar lapu dos klasifikacijas klidas samazinajumu. Pienemsim, ka ir dots
apakskoks K (skattt 2.10. att€lu), kas izveidots no datu kopas D un sakn€ dala atribiitu A pec
ta veértibam no a; lidz a,. Uzskatisim, ka K; jau ir atzarots un, ka a ir biezak sastopama
atriblita A vertiba, bet L ir lapa ar datu kopas D biezak sastopamo klasi. Nepareizi klasificéto
ierakstu skaits kokam K, apakskokam K; un lapai L tiek apziméts attiecigi ar Ex, Ex, un E,.
Tad algoritms apliko visu koku, nemot véra §adus kladu noveértejumus: Ucp(Ek,|D|), Uce(E
k2|D|), Uce(EL,|D]|), un kur§ no tiem ir mazaks, atstaj apakSkoku K bez izmainam, aizstaj

apakskoku ar ta zaru K vai aizstaj apakSkoku ar lapu.

/N

2.10. att. Apakskoka K struktiira

AtzaroSanas priekSrociba ir ta, ka katrs apakSkoks tiek aplikots vienreiz un §1 pieeja ir

atraka par citam, bet minuss — nepiecieSama atseviska datu kopa koka atzaros$anai [58].
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2.5.2. K-tuvako kaiminu algoritms

K-tuvako kaiminu (KNN) algoritms [63] jauna objekta (test€Sanas kopa) klasifikacijai
izmanto attaluma méru, lai noteiktu “tuvibu” (attalumu) lidz katram objektam apmacibas datu
kopa, izveidojot attalumu matricu x*y, kur y ir apmacibas kopas objektu skaits, bet X —
testéSanas kopas objektu skaits. Klasifikacijas rezultata katram jaunajam objektam no

testéSanas kopas tiek noteikti n tuvakie kaimini, lietojot Eiklida attaluma méru, kuru aprékina

péc formulas (2.7). Tuvako k objektu (kaiminu) skaits tiek aprékinats péc formulas k < \fﬁ :
kur n ir objektu skaits apmacibas datu kopa. Objekti k ar mazako attalumu veido tuvako
kaiminu apakskopu Ly. Klases noteikSana tiek veikta p&c vairakuma principa (domingjosa

klase starp tuvakiem kaiminiem), izmantojot formulu (2.27):

c'=argmax » I(y=c)), (2.27)
v (%,¢jeky)

kur y— klases iezime;
Lx — tuvako kaiminu apakskopa;
Cj — viena no tuvako kaiminu klases iezimém;

I(1) — binara funkcija, ja y=C tad tas arguments ir 1, pret&ja gadijuma 0.

Lai mainiga k izvéle neietekmé&tu klasifikacijas rezultatus, tiek pielietoti svari, ar kuru
palidzibu regulé apmacibas kopas objektu ietekmi uz klasific€jamo objektu. Pielietojot svarus,

klases aprékina formula (2.27) tiek modificéta sadi:

1
c'=argmax ——-I(y=c)), (2.28)
y (Xi,CZjE:Lk)d(X J-,Xi)2 J

kur d (X ' i1 Xi) — attaluma méra vertiba no klasificéjama ieraksta x j I1dz kaiminam X;.

Pastav divas heiristikas, kuras var piemérot jauna objekta klasifikacijai, neaprékinot
svarus. Pirma heiristika nosaka — ja klasifikacijas rezultata visiem tuvakajiem kaiminiem ir
iegiita viena un ta pati klase, tad klasificéjamais objekts iegtst So tuvako kaiminu klasi.
Savukart, otra heiristika nosaka — ja, atmetot talako tuvako kaiminu (piem&ram, ja ir
3 tuvakie kaimini, tad atmet to kaiminu, kura attalums lidz klasific§jamajam objektam ir pats
lielakais), par€jie ieraksti pieder vienai un tai pasai Klasei, tad klasificjamais objekts ieglist S0

atlikuso (pieméra gadijuma — divu) tuvako kaiminu klasi.
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2.5.3. CN2 algoritms
Sakotn&ji CN2 algoritms [14] katra iteracija meklé nosacijumu, kas parklatu lielu
objektu skaitu no vienas klases Ci un dazus objektus no citam klasem Cj, kur C, #C;. Ka

nosacijums kalpo konjukcija, kas veidota no atriblitu vértibam, pieméram, Dzimums=1 UN
Slikta disa=1 UN Atraugas=0 UN Meteorisms =0 UN Svars=73. Kad nosacijums ir atrasts,
algoritms no datu kopas izslédz objektus, kuri parklaj atrasto nosacijumu un pievieno likumu:
JA <nosacijums> TAD <iegiita klase> saraksta beigas. Process turpinas, [idz nav iesp&jams
atrast nevienu likumam atbilstosu nosacijumu. Tad algoritms izverté atrasto nosacijumu,
lietojot novértéjuma funkciju. Viena no novértéjuma funkcijam — entropija E — jo mazaka
entropijas vertiba, jo piemérotaks biis nosacijums. Entropija tiek aprékinata péc
formulas (2.22). Otra novértéjuma funkcija Ratio parbauda atrasta nosacijuma nozimigumu,
kas norada, ka atrastajam likumam piemit atkartojamiba un tas nav ticis atrasts nejausi. ST
funkcija norada uz korelaciju starp atribtitu vértibam un klasi. Lai novértétu Ratio, algoritms
CN2 salidzina aplukoto sadalfjumu starp klasu objektiem, kas atbilst nosacijumam ar gaidamo
sadalfjumu, kas varétu tikt iegfits, ja nosacijums atlasitu objektus nejausa veida. Nozimigumu

Ratio aprékina, izmantojot piemérotibas koeficienta [14] statistiku p&c formulas (2.29):

. v f
Ratio=2)"f, Iogz(g—'), (2.29)

i=1 i

kur f— atpazito objektu klasu biezuma sadalijums, kas atbilst atrastajiem likumiem; (ar
likumu parklato objektu skaits starp klasem);
v — klasu skaits;
g — gaidamais sadalfjums atpazito objektu kopa, kas atlasiti nejausa veida no

kopgja objektu skaita.

2.5.4. Naivais Baijesa algoritms

Naivais Baijesa (Naive Bayes) algoritms [63] lieto Baijesa teorému un veic klasifikaciju,
izmantojot aprioras un nosacitas (aposterioras) varbitibas, kuras tiek aprékinatas, analiz&jot
apmacibas datu kopas objektus. Tiek pienemts, ka klasém ir nenoteikta saistiba ar atribaitiem.

Katram objektam ir dota atribtitu kopa A={ay, ..., ai} un objekti iedalami C={cy, ..., Cj}
klas€s. Apmacibas laika klasifikators katrai atribiita a; vertibai aprékina aprioro varbitibu, kas
norada uz to, ka objekts ar sadu dota atribiita vertibu pieder klasei ¢j, kas tiek aprékinata p&c
formulas (2.30):
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P(ailcj)z%, (2.30)

Kur n — objektu skaits apmacibas datu kopa,

nc — objektu skaits apmacibas datu kopa, kas pieder klasei ;.

Savukart, ja datu kopa pastav atributi ar triikkstos§am veértibam un kadam atribatam klases
nosacita varbutiba ir nulle, tad kopgja P(C|A) varbutiba klasei ari biis nulle. Lietojot vienkarso
dalisanu $adai klases nosacitas varbiitibas noteikSanas metodei, rezultats var biit neprecizs,
seviski, ja ir dazi apmacibas pieméri un liels skaits atribiitu. Vissliktakais gadijums ir tad, ja
apmacibas pieméri neietver kadu atribiita vértibu. Sada gadijuma nav iesp&jams klasificét
jauno objektu, jo vairakam varbtutibam P(C|A) vértiba var bat nulle.

TrukstoSo datu apstrades problému iesp&jams atrisinat, aprékinot nosacitas varbiitibas
katra atriblita &; iesp&jamai vertibai ar klasi ¢j, lietojot m vertésanas metodi pec formulas (2.31):

n, +mp

P(ai|cj):m, (2.31)

kur p — apriora varbitiba, ar kadu atribiita vértiba pieder atribiita a;;
n; — objektu skaits ar atribiita a; un Kklasi ¢;;

m — konstante.

Lai apstradatu nepartrauktus datus, to veértibas ir jadiskretize, vai ir japielieto kadu no
Zinamiem varbitibas sadalfjumiem.
Naivais Baijesa algoritms izvélas visiesp&jamako objekta klasifikaciju Cyg, pie definétiem

atribatiem a;, nosakot varbutigako klasi pec formulas (2.32):

CNB:argngaxP(cj)]m[P(ai|cj). 2.32)
Cje i=1

2.5.5. Klasifikacijas precizitates noverteSana

legtitos klasifikatoru rezultatus nepiecieSams izvertet, lai varétu spriest par pielietota
algoritma lietderibu uzdevuma risinaSana. Lai salidzinatu algoritmu rezultatus, ir
nepiecieSama skaitliska metrika, ar kuras palidzibu varé€tu novertét klasifikacijas precizitati.
Parasti, klasifikacijas novertéSanai izmanto precizitati. Lai noteiktu precizitati divu klasu
uzdevumam (pieméram, medicina klase “C1” raksturo slimos pacientus, bet klase “C0” —

veselos) izveido neskaidribas matricu, ka paradits 2.7.tabula, kur zala krasa ir iekrasoti
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pareizi klasificétie objekti, bet sarkana — kladaini klasificetie objekti. IP klases “C1” objekti,
kas tika klasificeti ka “C1” klases objekti. IN klases “C0” objekti, kas tika klasificéti ka “C0”
klases objekti. KP klases “C1” objekti, kas tika klasificéti ka “C0” klases objekti. KN klases
“C0” objekti, kas tika klasificeti ka “C1” klases objekti.

2.7. tabula

Neskaidribas matrica

Prognozéta Ista klase
klase Pozitivie Negativie
Pozitivie _ IP -
(Istie pozitivie)

IN
(Istie negativie)

Negativie

Ja datu kopa ir vairak par divam klasém, tad precizitates mérisanai izmanto informaciju
no neskaidribas matricas, kuras izmérus S X S, nosaka péc klasu S skaita. lzmantojot
neskaidribas matricu, var aprékinat kopg&jo klasifikatora precizitati (accuracy) KKP, to var
izteikt ka attiecibu starp pareizi klasificétajiem visu klasu objektiem un kopg&jo objektu skaitu,
lietojot 2.7. tabula izmantotos apzim&jumus, péc formulas (2.33):

P+ IN

KKP = — : . (2.33)
IP+ KP+ IN + KN

Kopgjo klasifikatora kladu KKK aprékina, kludaini klasificéto objektu skaitu dalot ar
kopg&jo objektu skaitu péc formulas (2.34):

_ KP+KN
IP+ KP+IN + KN

KKK =1-KKP. (2.34)

Tomer, $adai metrikai piemit viena Tpasiba, kas visiem objektiem datu kopa pieskir
vienadus “svarus”, un kura pie nevienmériga klaSu sadalijuma var iespaidot klasifikatora
rezultatus. IpaSi svarigi tas ir medicinas vai farmakologijas uzdevumu risinasana, lai
sabalansétu klasifikatora sp&ju atpazit gan pozitivo, gan negativo klasi (pieméram, medicina
divu klasu uzdevuma, kur viena klase ir veselie, otra — slimie), tap&c tiek lictota paplaSinata
neskaidribas matrica, skatit 2.8. tabulu, kura tiek doti papildus skaidrojumi par kolonnu un

rindu summu raksturojoSiem lielumiem [74].
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2.8. tabula

Paplasinata neskaidribas matrica

Diagnostikas NosacTjums (piemé&ram, slimibas diagnozes rezultats)
testa

_ Pozitivie Negativie Rinda kopa
rezultats
L. IP+KP (Kopgjais objektu
Pozitivie . .
skaits ar pozitivu testu)
KN+IN (Kopgjais
Negativie IN objektu skaits ar negativu
testu)
IP+KN (Kopgjais KP+IN (Kopgjais o .
Kolonna : . . . K=IP+IN+KP+KN
objektu skaits, kas objektu skaits, kas . . .
kopa . . . . (Kopgjais objektu skaits)
atbilst nosacijumam ) | neatbilst nosacijumam)

No neskaidribas matricas raksturlielumiem, iesp&ams noteikt to ka klasifikators ir
atpazinis pozitivo klasi, kuru raksturo jutigums (sensitivity), kas izteikts ar attiecibu starp
precizi klasific€tajiem pozitivas klases objektiem un kop&jo pozitivas klases objektu skaitu
péc formulas (2.35):

ip

Jutz; = .
utigums TP KN (2.35)

Ka Kklasifikators ir atpazinis negativo klasi, kuru raksturo specifiskums (specificity), kas
izteikts ar attiecibu starp precizi klasificétiem negativas klases objektiem un kopg&jo negativas

klases objektu skaitu péc formulas (2.36):

Specifiskums = — IV

m. (2.36)

Vienlaicigi ar precizitates metrikas izveli, japielieto kada no datu sadaliSanas pieejam:

a) datu kopas sadalisana apmacibas un testéSanas kopas, kur 70 % ierakstu tiek atvéleti
apmdcibas kopai, bet — 30 % testésanas kopai [70]. Apmacibas kopu izmanto
klasifikatora izveidoSanai, bet testéSana kopu — izveidota klasifikatora parbaudei, lai
novertétu klasifikatora precizitati. Pieeja ir efektiva, ja objektu skaits ir pietiekami liels
un testéSanas kopa ir parstavetas visas klases, atribiiti un to iesp&jamas vertibas. Ja Sie
nosacijumi neizpildas, tad biis gadijumi, kad klasifikators nevarés prognozét

iesp&jamo klasi;
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b) datu kopas sadaliSana, lietojot Sk&rsvalidaciju, kur tiek izmantota u kartu
skersvalidacija (u fold cross-validation) vai lzlaist vienu (leave-one-out) pieeja.
Skérsvalidacija sakotngja datu kopa tiek sadalita u apakskopas un klasifikators tiek
apmacits un testéts U reizes. Skérsvalidacija garants, ka objekta piederiba kadai no
apakskopam tiek noteikta nejausa veida. Katrs ieraksts u-1 reizes tiks ieklauts
apmacibas datu kopa un tiesi vienu reizi testéSanas datu kopa. Klasifikatora katras
iteracijas testéSanas rezultati ir jaregistré atseviska neskaidribas matrica, péc tam Sie
rezultati tick summéti [43]. ,,1zlaist vienu” pieeja nodroSina, ka testéSanas kopa katra
karta tiek izmantots tikai viens datu kopas ieraksts, paréjie — apmacibas datu kopa.
Process turpinas, kamer katrs datu kopas ieraksts ir pabijis test€Sanas kopa tiesi vienu
reizi. Pieeja ir efektiva pie neliela ierakstu skaita, jo palielina apmacibas datu kopas
apjomu. Pastav ari trikumi: katra testéSanas datu kopa parstavéta tikai viena klase;
1ena darbiba, jo tiek veiktas u iteracijas [1].

Abas pieejas garant€ noveértejuma droSumu.

Klasifikacijas precizitates salidzinasanai biezi izmanto ari videjas absoliitas klidas un
vidéjas kvadratiskas klidas aprékinu, jo dazadas kliidu aprékinu tehnikas nodroSina precizaku
ieglito rezultatu skaidrojumu un noveértejumu [1, 52].

Vidgjo kvadratisko kltidu RMSE [10], aprekina starp klasifikatora klasificéto un faktisko

klasi pec formulas (2.37), kura reducéta vairaku klasu gadijumam:

RMSE=Jéz(éi(N,-(ci)—N;(ci»Z), (237)

kur N;(C;) — klasificeta klase;
N; (C;) — faktiska klase;
B — objektu skaits;
C — klasu skaits.

So kliidas noveértesanas pieeju parasti izmanto tas vienkar§uma dgl, bet daZos rakstos ta tiek
kritizéta [8, 10]. Vidgjas kvadratiskas kludas aprékinu pielieto, nosakot ticamibas

intervalus [52].
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Vidgjo absoliito klidu MAE procentos [52, 70] aprékina starp Kklasifikatora

klasificétam un faktiskam klasém pé&c formulas (2.38):
1&,18 :
MAE = =3 (= 2 |N; (€)= N (C)). (2.38)
i o

Vidgja absoliita kluda ir mazak jutiga pret lielam kliidam, salidzinot ar vid€jo kvadratisko

kltidu [64].

2.5.6. Jauna objekta prognozesana

Jauna objekta prognozeésana tiek veikta, pamatojoties uz klasifikacijas rezultatiem, kas
ieglti apmacot izmantoto klasifikatoru. Prognozésana vai ari paregosana (nav isti piem&rots
termins procesa norisei) ir jaunu pieméru parbaude izveidotaja klasifikatora. Klasifikatora tiek
padoti jauna (prognoz&jama) objekta raksturojosie parametri (atribtiti) ar noteiktam vértibam,
ka rezultata klasifikators izdara prognozi, nosakot objekta iesp&jamo Klasi. Lai péc iespgjas
vieglak biitu interpret€jami un uzskatami iegitie rezultati, ieteicams izmantot klasifikatorus,
kuri nodroSina saprotamu ieglito rezultatu interpretaciju, ka pieméram, induktivie 1€émumu

koki, klasifikatori, kas izmanto varbutibas vai attalumu meérus.

2.6. Kopsavilkums un secinajumi

Nodala dots ieskats par sist€mas izstradasana lietotajam datu iegtSanas pieejam un
algoritmiem. Izklastita darba autora izstradata k-videjo sadalosa algoritma modifikacija, kas
piedava veikt 1su laika rindu klasterizaciju, nosakot piemé&rotako klasteru skaitu.

Pirms datu analizes procesa ar datu iegiiSanas metodém un algoritmiem ir javeic datu
pirmapstrade, kura notiek analiz€jamo datu kopu sagatavo$ana. Datu pirmapstrade nodrosina
analiz§jamo datu kopu sagatavoSanu kvalitativakam datu analizes procesam. Kvalitates
uzlabojumus var izmérit, nosakot klasifikatora precizitati, pieméram, lietojot neapstradatu un
pirmapstradatu datu kopu. Isu laika rindu sagatavoanas procesd ir javeic periodu
izlidzinaSana, lai varétu veikt salidzinaSanu un trikstoSu v&rtibu atmeSanu. Datu
pirmapstrades procesa laika rindas javeic domingjosu vertibu nolidzinasana, lietojot z-
novértejuma normalizaciju ar standarta novirzi un normalizaciju ar dzives ltkni. Raksturojo$o
parametru informativuma noteikSanai tika lietota CfsSubsetEval metode, bet atribiitu

ar standarta novirzi. Sis pieejas izraudzitas, jo tas ir popularakas datu pirmapstradg.
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Klasterizacijas uzdevuma risinasanai tika izmantoti vairaki algoritmi, tadi ka k-vidéjo
sadalosais, maksimalas lidzibas, aglomerativais hierarhiskais un modificéts k-videjo
sadalosais algoritmi, lai eksperimentali noteiktu piemeérotako Kklasterizacijas algoritmu
izmantoS$anai prognozéS$anas sistému uzbuvé. Klasterizacijas precizitates noveértéSanai tika
ieteikts noteikt piemérotako klasteru skaitu, vadoties pé&c vidgjas absolttas un klasterizacijas
vidéjas absolutas klidas. lzmantoto Klasterizacijas algoritmu izvéle tika noteikta péc
klasterizacijas algoritmu salidzinos$as analizes rezultatiem.

Klasifikacijas uzdevumu atrisinasanai tika izvél&ti vairaki algoritmi, tadi ka CN2, C4.5,
Naivais Bajesa un k-tuvako kaimipu algoritmi, lai eksperimentali noteiktu piemérotako
klasifikacijas algoritmu izmanto$anai prognozeSanas sisttmu uzbiiveé. Klasifikacijas
precizitates noteikSanai tika lietoti neskaidribas matricas raksturlielumi: precizitate, jutigums
un specifiskums. Iegtito rezultatu validacijai tika lietota 10-kartu skérsvalidacija, atmest vienu
vai datu kopas sadalisana apmdcibas un testesanas datu kopas ar attiectbu 70:30 pieejas.
Pielietoto Kklasifikacijas algoritmu izvéle notiek péc klasifikacijas algoritmu salidzino$as
analizes rezultatiem.

“Jauna” objekta klases prognozésana tiek balstita uz noteikta piemérotaka klasifikatora

bazes, kas apmacits ar apmacibas datu kopu un parbaudits ar test€Sanas datu kopu.
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3. APSTRADES SISTEMAS PROGNOZESANAS UZDEVUMIEM

Péc definétas problémas, kuru apraksta teorétiskais modelis, kas paradits 1.7. att€la,
sist€ma risinas 1su laika rindu un to raksturojoso parametru apstradi dazadas problémvides ar
datu iegiisSanas metodém un algoritmiem. Piedavata prognozeSanas sisttma dazadam
problémvidém ir paradita 3.1. att€la. Analiz€jama datu kopa, kas sastav no 1sam laka rindam
un to raksturojo$ajiem parametriem, tick paklauta datu pirmapstrades procesam. Isas laika
rindas tiek noteiktas objektu grupas — Klasteri, lietojot darba autora piedavatu klasterizacijas
algoritma modifikaciju. No iegiitajiem klasteriem tiek veidoti paraugmodeli, kas raksturo
klastera objektu vidgjas vertibas katra laika perioda. Iegtitos klasterizacijas rezultatus (objektu
klasteru numurus) apvieno ar pirmapstradatajiem raksturojosajiem parametriem datu
apvienos$anas blokos. Ja nepieciesams (p&c uzdevuma nosacijumiem), apstradat klasterizacijas
rezultatus ar dazadu klasu skaitu, tad licto darba autora piedavatu klasu transformaciju. Ja
nepiecieSams apvienoto datu kopu sadalit apaksSkopas, tad lieto datu kopas sadaliSanas bloku,
kur sadaliSana tiek veikta péc sadalo$a atributa (nosaka eksperts) vértibu skaita, cik Sim
atribitam ir iesp&jamo vértibu tik apakSkopas H tiks izveidotas. Objektu sadaliSana
apakskopas tiek veikta p&c sadalosa atribiita vértibas. Izveidotajas datu kopas ar klasifikacijas
palidzibu, lietojot klasifikacijas algoritmu, nosaka sakaribas starp raksturojoSajiem
parametriem un klasi. Nosactjumu likumi kalpo divu klasifikatoru rezultatu salidzinasanai vai
zinasanu bazes izveidoSanai, kura tiek glabati likumi par katra objekta klasi, datu kopas
sadalosa atriblita vértibu un klinisko pé&tijumu rezultatu (izteikts ka skaitliska vértiba vai
klase).

Prognozesanas specifika ir atkariga no izvirzita uzdevuma. Prognoz€Sana ar
paraugmodeli ir janosaka ta numurs (klase). To nosaka ar apmacito klasifikatoru, klasificgjot
analiz&jama objekta raksturojoSos parametrus. Noteiktais numurs norada uz paraugmodeli,
kas raksturo analiz€jama objekta pieprasijumu. Cita prognozéSanas pieeja klasifice
analiz€jama objekta raksturojoSos parametrus ar divu klasifikatoru palidzibu un iegttos
rezultatus salidzina, lietojot nosacijumu likumus. Nakama pieeja piedava, izveidot pagaidu
nosacijuma likumu, kas ieguts, klasificgjot analiz€jama objekta raksturojoSos parametrus
nosakot Kklasi, ka otrs parametrs nosacijumam kalpo sadalosa atriblita vertiba. P&c tam no
zinasanu bazes atlasa tos likumus, kuri atbilst izveidotajam pagaidu nosacitajam likumam. No
atlasttajiem likumiem izveidojas statistiskais sadalfjums, no kura ar darba autora piedavatu

pieeju aprékina prognozes vértibu analiz€jamajam objektam.
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3.1. att. Prognozgsanas sistéma dazadam problémvidem



Piedavata prognozesanas sisteéma dazadam problémvidém kalpo ka teorétiskais modelis,
uz kura pamata tika izstradatas precu pieprasijuma, sirds nekrozes riska un baktériju
proliferacijas sindroma prognozésanas sistémas. So sistemu uzbiive sikak ir aprakstita

nakosajos apakspunktos.

3.1. Pieprasijuma prognozeéSanas sistema

Nelielam uzpémumam, kas nodarbojas ar plasi pazistamu zimolu apgérbu
mazumtirdzniecibu, radas nepiecieSamiba izveidot pieprasijumu prognozeésanas sist€ému
(PPS), ar kuras palidzibu biitu iesp&jams noteikt jauna pasittama produkta iesp&jamo
pieprasijuma prognozi nakamajam periodam. Citiem vardiem sakot, veicot jaunas kolekcijas
pasutijumus uz izveidotas sist€émas bazes, varétu prognozet vajadzigo pasiitijuma daudzumu.
Sada prognoze nepiecieSsama, lai neveidotos lieki uzkrajumi noliktavas un uzp@mums
ieckonomé&tu un optimizétu savus apgrozamos lidzeklus [13]. Uzpémuma v&lmes pret
izveidojamo sistému bija $adas: prognozes veidosanai var izmantot tikai preces raksturojosos
parametrus (piem&ram, cena, veids, krasa, izmérs U. C.), iesp&jas izvéleties laika periodu
(gadu) péc kura veikt sist€mas apmacibu, sist€émas izmantoSanas vienkarSiba un iegiito
rezultatu saprotams atspogulojums. Balstoties uz uzpémuma veélmeém, tiek izvirzitas prasibas
izveidojamajai sistémai:

1. Jaapstrada vésturiski precu pieprasijumi ar dazadu darbibas laika periodu un to

raksturojoSie parametri.

2. Javeic raksturojoso parametru analize un atlase.

3. Javeic prognozéSana ar vésturiskiem pieprasijuma datiem un to raksturojoSiem

parametriem.

4. Jaizveido péc iesp€jas vienkarsaka iegiito rezultatu atspoguloSana.

Tradicionalas prognozeSanas sistemas pamatojas uz likumsakaribu mekléSanu laika
rindas, pieméram, piegazu kézu analize [25], tehnisko sistému parametru izmaina [60] vai
ekonomisko indeksu izmaina valiitas kursu svarstibas [22] u. ¢. Tiek pienemts, ka laika rinda
ir stacionara un, jo garaks ir So noverojumus skaits, jo lielaka ir varbiitiba precizak noteikt
likumsakaribas [8].

Tacu realaja dzive pastav uzdevumi, kuros laika rindas garums ir saméra iss lidz 40
periodiem un noteikt taja procesa funkcionéSanas likumsakaribas praktiski nav iesp&jams. Par
sadiem uzdevumiem tiek uzskatiti: preces dzives cikla analize [42], tekstila precu pardoSanas
apjomu analize pie liela piedavajumu klasta un isa dzives cikla [64, 66, 67] u.c. Seit

izveidojas prognozésanas uzdevums, kuram jarisina laika rindu analize ar liela apjoma
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salidzino$i 1sam laika rindam, kur katra apliikojama laika perioda izmainas vesturiskie
pieprasijuma dati. Jauna produkta prognoze ir javeic, lietojot tikai preces raksturojoSos
parametrus (cena, tips, krasa u.tml.). Tapéc lietderigi ir lictot klasterizaciju, kas vésturiskus
precu pieprasijuma datus péc lidzibas pazimém [68] apvieno grupas vai klasteros [18, 20, 29],
uz kuru bazes izveido pieprasijumu paraugmodelus. Ar izveidotiem pieprasijuma
paraugmodeliem tiek noteikta saite starp v€sturiskiem precu pieprasijuma datiem un $0 precu
raksturojosajiem parametriem.

Klasterizacijas rezultata ieglitie paraugmodeli, aizvieto realo objektu pieprasijuma
noveért§jumu klaster1 un tiek apvienoti ar preces raksturojoSajiem parametriem. Analizgjot
ieglitas pieprasijuma paraugmodelu kopas ar induktivajiem 1émuma kokiem [58], tiek iegiitas
zinaSanas nosacijumu likumu veida, kur likuma nosacijuma dala raksturo preces
pieprasijumu, bet slédziena dala — produkta raksturojoSos parametrus [70, 76]. Jaunas preces
iespgjamais pieprasijums (prognoze) tiek noteikts péc klasterizacijas rezultata iegita
paraugmodela. Paraugmodela numurs (klastera numurs) tiek noteikts klasifikacijas procesa,
izmantojot induktivos 1&émuma kokus, projicgjot uz tiem jaunas preces raksturojoSos
parametrus. lzstradajamajai prognozeSanas sist€mai ir janodrosina augsta precizitate, tapec tas

izveides procesa ir jacensas samazinat gan klasterizacijas, gan klasifikacijas kltudas.

3.1.1. PPS uzdevuma nostadne

Pieprasijuma prognozésanas sist€ma uznémuma pasttijumu optimizacijai pamatojas uz
iepriek$€jo gadu preCu pieprasijuma pieredzi un jauna pasitama produkta (preces)
raksturojoSajiem datiem ar sadiem parametriem: preces cena, tips, sezonalitate, kolekcijas
ilgums (ménesos), krasa, izmérs u. C. Lai izveidotu PPS, ir jarealize $adi uzdevumi:

1. Vésturisku pieprasijumu datu apkopoSana.

2. Atlasito datu sagatavoSana datu iegtiSanas procesiem.

3. Sagatavoto datu pirmapstrade.

4. Piemérotaka klasteru skaita noteikSana vesturiskas pieprasijumu laika rindas.

5. legtto klasterizacijas rezultatu analize.

6. Klasterizacijas rezultatu apvienoSana ar produkta aprakstoSajiem datiem, piem&ram,

preces cena, tips, sezonalitate, krasa, izmérs U. C.

7. Klasifikacijas procesu un rezultatu analize.

8. Izveidotas sistemas precizitates parbaude.

9. Jauna produkta pieprasijuma prognozesana.

10. Iegiito rezultatu atspoguloSana.
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3.1.2. PPS uzbiive

PPS uzbiive ir paradita 3.2. atte€la. Uzsakot darbu (apmacibas process), sist€mai ir
jasanem vésturiskais pieprasijumu periods (gads={2006}), kuru ievada lietotajs — eksperts,
balstoties uz savu pieredzi. P&c perioda sanemsanas sist€ma izveido vaicajumu (pieméram,
SELECT PRECE 2006.ID, PAR PR 2006.Janvars, ..., PAR PR 2006 Decembris,
PRECE_2006.Veids, PRECE_2006.Tips, PRECE_2006_Cena FROM PAR_PR_2006 LEFT
JOIN PRECE_2006 ON PAR_PR_2006.[ID]=PRECE_2006.[1D]), kuru nodod datu bazei ar
valodas PL/SQL palidzibu. Datu baze glaba informaciju par precu pieprasijumu dazados laika
periodos, precu veidiem, izmé&riem, krasam, cenam, pavadzimém, piegadatajiem, klientiem,
svitrkodiem U. c. Visi vaicajumi sastav no teikumiem, un Sos teikumus ievada operators
SELECT. Operators FROM norada, no kadas tabulas tiks izgiti dati. Operators LEFT JOIN
norada, ar kadu tabulu notiks datu apvienoSana, bet operators ON — pé&c kadiem laukiem
notiks tabulu apvienos$ana. Vaicajuma izpildes rezultata tiek atlasita datu kopa, kas talak
nodota datu sagatavosanas blokam, kura informacija sadalas divas datu plismas. Pirmo veido
1sas laika rindas (preces identifikators un §Is preces pieprasijums gada griezuma pa
ménesiem), bet otro — raksturojosie parametri (preces identifikators, veids, tips un cena), kas
talak nonak prognozeSanas sistémas moduli.

Prognozesanas sisttmas moduli Tsas laika rindas tiek paklautas datu pirmapstradei,
kuras rezultata dati tiek attiriti no trokSnainam vértibam (objekti ar $ada veida vértibam tiek
izslegti no datu kopas) un normalizéti (izlidzinati vertibu diapazoni). Ar klasterizacijas
algoritmu nosaka sakaribas starp isam laika rindam, kuras péc lidzibas pazimém apvieno
grupas jeb klasteros. Piemérotako klasteru skaitu nosaka klasterizacijas algoritms, péc
minimalas klasterizacijas absolutas kltidas. Tad katram noteiktajam klasterim tiek izveidots
paraugmodelis, kas raksturo klastera objektu vid€jas vertibas katra laika perioda.

Arl otra datu plisma ir paklauta datu pirmapstradei, kuras rezultata no raksturojoSo
parametru datu kopas tiek izslégti objekti ar trukstoSam veértibam un normaliz&tas atribiitu
veértibas. Péc tam noteikti informativakie atribiiti (neinformativakie atributi tiek izslégti no
datu kopas), lietojot CfsSubsetEval metodi, bet atribitu parmeklésanai BestFirst metodi.

Talak viena datu kopa apvieno pirmapstradatos raksturojoSos parametrus un klastera
numuru, kas objektam noteikts klasterizacijas procesa. ApvienoSana tiek veikta péc objektu
identifikacijas numuriem. Ar apvienoto datu kopu tiek veikta klasifikacija, lietojot induktivos
léemuma kokus, rezultata nosakot sakaribas starp paraugmodeli (klastera numuru) un

raksturojosajiem parametriem.
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P&c apmacibas procesa pabeigSanas ir iesp&jams veikt jauna produkta pieprasijuma
prognozi. Sist€éma tiek ievaditi jauna produkta raksturojoSie parametri (veids={2}, tips={6},
cena={1,00}). Uz Kklasifikacijas procesa “uzbuvéta” induktiva lémuma koka, projic€jot taja
(prognoz&sanas process) jauna prognoze€jama produkta raksturojoSos parametrus, nosaka $1
produkta klasi (pieméram, “C1”’). Datu projicé$ana notiek, virzoties no 1émuma koka saknes
uz leju pa koka Iimeniem, Iidz tiek sasniegta apaks€ja ItTmena koka lapa ar klases numuru.
legiitas klases numurs (pieméram, “C1”’) norada uz attiecigo paraugmodeli, kas noteikts
klasterizacijas procesa rezultata. Paraugmodelis (C1) norada kads biis prognozéta produkta,
kura raksturojoSie parametri tika ievaditi sistema ieprieks, iesp€jamais pieprasijums 12

ménesiem (periodiem no T1 lidz T12) nakotng [40].

Vesturisku pieprasijuma un to raksturojoso parametru datu pirmapstrade

Vesturisko pieprasijuma datu (isas laika rindas) pirmapstrade ir svarigs datu apstrades
posms, jo no ta bus atkariga turpmak iegiito rezultatu precizitate sisteéma. Ve&sturiskos
pieprasijuma datus, ja tas ir nepiecieSams, attira no trokSpainam un nepiedero$am vértibam.
Piem&ram, ja objektam 12 m&nesu perioda ir tikai viens pardoSanas fakts, tad $ads objekts tiek
izslégts no analiz€jamas datu kopas, Jo tas nesatur informaciju, no kuras varétu tikt iegitas
jaunas zinaSanas. Lai izvairitos no domingjosam vertibam 1sas laika rindas, tiek pielietota datu
normalizacija.
novirzi, kuras darbiba aprakstita 2.1.2.1. apakSpunkta, un pieprasijumu normalizaciju ar
dzives ltkni, kuru aprékina péc formulas (2.4), eksperimentali nosakot piemérotako, kuru
turpmak varétu izmantot pieprasijumu prognozesanas sisteéma.

Pirms uzsakt datu pirmapstradi raksturojoSajos parametros, ir javeic So parametru
agregacijas stavoklu noteikSana uzp@muma ka paradits 3.3. att€la, kas tiek saskanota ar
sistémas pasititaju. Protams, pastav aril alternativi risindjumi, piemeram, uzpémuma
pastitjumu eksperts var strikti nodefinét parametru agregacijas stavoklus, péc kuriem ir
javeido prognozesanas sist€éma, bet §ada veida risinajumi var izradities neprecizi, jo pastav ta
saucamais cilvéka faktors, kas var radit neviennozimigu faktu interpretaciju. Tapec tiek veikta
raksturojoSo parametru informativuma noteikSana. Datu pirmapstrades procesa no
raksturojoso parametru datu kopas, tiek izslegti tie objekti, kuriem ir nepilniga informacija —
iztrikst kada atribtita vértiba. Ja nepiecieSsama domingjosu atribiitu vértibu izlidzinasana, tiek
pielietota datu normalizacija, izmantojot Z-novertejuma normalizdaciju ar standarta novirzi

(skatit 2.1.2.1. apakSpunktu). Turpinajuma tiek veikta atribiitu informativuma noteikSana [64].
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Raksturojoso parametru savstarp&ja mijiedarbiba ietekmé klasifikatora precizitates rezultatus
jo precizak tiek noteikta raksturojoso parametru agregacija vai informativums, jo precizaki ir
iegitie Kklasifikacijas rezultati [64]. Tiek wuzskatits, ka piegades sist€émas efektivitate
uzpémuma ir tie$i atkariga no komercprognozes rezultata [23]. Agregacijas stavok]us

uznémuma defin€ eksperts.

\eids (sez.;
nesez.)

Tips (jakas; bikses;
)
Cena (1,00; 1,99; ...)

Krasa (balta; melna; ...)

Izmérs (XS; S; M; ...)

3.3. att. Atribiitu agregacijas stavoklu noteikSana uznémuma

Vésturisku pieprasijumu klasterizacija un klasteru paraugmodelu izveide

Pieprastjumu apvienosana klasteros jeb klasterizacija tiek realiz€ta ta, lai grupa
apvienotu tos veésturiskos pieprasijumus, kuriem ir lidziga strukttra, lietojot Eiklida attaluma
méru [70]. Sadu apvienojuma tehniku nodrofina Kk—vidéjo sadalosais algoritms [63],
maksimalas lidzibas algoritms [51] un darba autora izstradatais modificétais k-videjo
sadalosais algoritms, kur§ aprakstits 2.3.2. apakSpunkta. Ar klasterizacijas palidzibu tiek
noteiktas, kuras no precu pieprasijuma datu pirmapstrades pieejam ir piemérotakas isu laika
rindu analizei.

Klasterizacijas algoritmu iegiitie rezultati pie dazadu klasteru skaita ir savstarpgji
jasalidzina un jaizvélas piemérotakais algoritms pieprasijuma prognoze$anas sist€émas
izstradasana, ka ar1 janosaka piemérotakais klasteru skaits, kas nepiecieSams datu kopas
klasterizacijai. lesp€jams, ka lietotd pieeja, piemeérotaka klasteru skaita noteikSanai, nav
vienigais risinajums, bet ar izveletajiem klasterizacijas algoritmiem tas ir vienigais cels, ka
noteikt piemérotako klasteru skaitu. Kad piemérotakais klasterizacijas algoritms un klasteru
skaits ir noteikts, tad katram noteiktajam klasterim tiek izveidots paraugmodelis, kura piemérs
paradits 3.4. attéla, kas attélo klastera objektu vid&jas pieprasijumu vértibas katra laika
punkta.

legiitie paraugmodeli turpmak tiek pielietoti jauna produkta pieprasijuma prognozesana.

Sie paraugmodeli raksturos jauna prognozgjama produkta iespgjamo pieprasijumu nakotng.
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3.4. att. Klasterizacijas rezultata iegiito klasteru paraugmodeli

Dazadu datu plasmu apvienoSana

Dazadu datu plismu apvienoSanas procediira tiek veikta ar objektu raksturojosajiem
parametriem (preces tips, cena un veids), pievienojot objekta klasterizacijas rezultata iegito
klasi peéc to identifikacijas numuriem. Izveidoto datu kopu turpmak izmanto klasifikatora
apmacibai, meklgjot sakaribas starp klasém un raksturojosajiem parametriem.

Dazadu datu plismu apvienoSanas procediira tiek veikta, apvienojot objekta
raksturojosos parametrus (preces tips, cena un veids) un klastera numuru, kas objektam
noteikts klasterizacijas procesa. ApvienoSana tiek veikta péc objektu identifikacijas

numuriem.

PPS izveide izmantotie klasifikatori

Klasifikacijas procesa ar klasifikatora palidzibu, izmantojot apmacibas kopas datus, tiek
noteiktas sakaribas starp preces raksturojoSajiem parametriem un klasterizacijas procesa
ieglito klasi. Lai analiz€tu izveidota Klasifikatora veiktsp&ju, nepieciesams klasifikatoru
parbaudit ar test€Sanas kopas datiem un veikt iegiito datu analizi. Klasifikacijas precizitates
salidzinaSanai izmantoti vairaki klasifikatori, lai eksperimentali noteiktu piemérotako PPS:

e ZeroR algoritms atrod datu kopa biezak izmantoto klasi [76];
e OneR algoritms veido vienkarSus likumus, veidojot asociacijas, N0 kuram izskaitlo

mazako klasifikacijas kladu [63];
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e JRip algoritms veido secigus parklajuma likumus, kas tiek iegtti secigi (pa vienam),
kur katrs likums dotajai klasei parklas vairakus $1s klases objektus. Secigie parklajuma
algoritmi ir visplasak pielietotie disjunktivo likuma kopu klasifikacijai [63];

e Naivais Baijesa algoritms lieto klases aprioro un nosacito varbiitibu aprékinu [63];

e IBk (k-tuvako kaiminu) algoritms jauna ieraksta klasifikacijai izmanto attaluma
funkciju [15];

e J48 (algoritma nosaukums datu analizes rika Weka) induktivais lémumu koku
algoritms (C4.5) [58].

Precizitates noveértésanai klasifikatora apmacibai tiek lietota apmacibas datu kopa, bet

klasifikatora parbaudei testé€Sanas datu kopa. Izmantoto datu kopu apraksts ir dots zemak.

3.1.3. PPS eksperimentu norise un iegiitie rezultati

PPS izstradaSanas procesa tika veikta virkne eksperimentu, lai noteiktu sistéma
izmantojamo algoritmu vai pieeju izvéles pamatotibu. VEsturisku pieprasijumu normalizacijai
izmanto z-novértéjuma normalizaciju ar standarta novirzi un normalizaciju ar dzives likni,
eksperimentali nosakot piemérotako. Raksturojoso parametru informativuma noteiksanai tika
sadalosais, maksimalas lidztbas un modificéts k-vidéjo sadalosai algoritmi, ar kuru palidzibu
noteikts piemérotakais algoritms un klasteru skaits 1su laika rindu Kklasterizacijai.
Klasterizacijas rezultati tika apvienoti ar raksturojo$ajiem parametriem un ar dazadu
klasifikatoru palidzibu noteikts piemérotakais, apmacot klasifikatoru ar apmacibas datu kopu
un parbaudot klasifikatora precizitati ar test€Sanas datu kopu. Uz izveidota klasifikatora
apmacibas procesa iegiito rezultatu bazes tika veikta “jauna” produkta prognoze, izmantojot
tikai preces raksturojoSos parametrus. Eksperimentu veik$anai tika izmantots

programmnodro$inajums OrangeCanvas, Statistica un MS Office Excel.

PPS izmantoto datu kopu apraksts

Eksperimentos tika izmantoti reali apgérbu mazumtirdzniecibas uznémuma vésturiski
pieprasijuma dati par 2005. gadu, kuri satur&ja 423 objektus péc datu attiriSanas procesa, kas
tika izmantoti modela apmacibai un 149 objekti par 2006. gadu — modela testéSanai. Lai tos
var€tu izmantot salidzinasanai ar izveidotajiem paraugmodeliem, to dzives ilgums reducéts
lidz 12 periodiem (ménesSiem). Apmacibas un testéSanas datu kopas saturja ari produktu
raksturojosos parametrus (preces veids, tips un cena) katram objektam. Preces veids raksturo

sezonalus(1) un nesezonalus(2) produktus. Savukart, preces tipi bija $adi: jakas(1); vestes(2);
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bikses(3); krekli(4); dzemperi(5); somas(6); jostas(7); sSorti(8); T-krekli(9), apavi(10) un
dazadi(11).

Vesturisku pieprasijuma datu normalizacija

Sakotngji, vesturisku pieprasijumu apmacibas datu kopas normalizacijai tika izmantota
z-novértejuma normalizacija ar standarta novirzi, kKas parasti tiek pielietota datu iegiiSana
domingjosu atribiitu vertibu nolidzinasanai, ja nav zinamas maksimalas vertibu robezas. Ka
otra pieeja tika izmantota pardosanas apjomu normalizacija ar dzives likni, kas tika izmantota
citu autoru darbos [64] lidzigu datu struktiru normalizacijai. Eksperimentali veicot
klasterizaciju, lietojot k-vidéjo sadaloso algoritmu ar desmit klasteriem (eksperimentali
noteikts ka piemeérotakais), dazadam normalizacijas pieejam un izmantojot 10-kartu
skersvalidaciju, un nosakot apmacibas kludas, tika secinats, ka labakus rezultatus uzrada
vesturisku pieprasijuma datu normalizacija ar dzives [ltkni, Kuras iegiito rezultatu novert&jums

klasifikacija ir paradits 3.5. attela.

Summary for k-means clustering (B_Dati_A)
Mumber of clusters: 10
Total number of training cases: 423
Algorithm | k-Meansl
Distance method Euclidean distances
Initial centers Maximize initial distance
MD casewise deletion Yes
Cross-validation 10 folds
Testing sample 0
Training cases 423
Training error 0,283546
Mumber of clusters 10

3.5. att. PardoSanas apjomu datu kopas normalizacija ar dzives likni

Savukart, pieeja, kas izmantoja z-novértejuma normalizaciju ar standarta novirzi, Kuras
iegiitie rezultati ir paraditi 3.6. attela, uzrada lielaku kludas Itmeni (3,28), neka pieejas

normalizacija ar dzives ltkni noteikta klida (0,28).
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Summary for k-means clustering (Laika_rindas_Z-novert-norm)
Mumber of clusters: 10
Total number of training cases: 423
Algorithm | k-Meansl]
Distance method Euclidean distances
Initial centers Maximize initial distance
MD casewise deletion Yes
Cross-validation 10 folds
Testing sample 0
Training cases 423
Training error 3.281848
Mumber of clusters 10

3.6. att. PardoSanas apjomu datu kopas z-novértejuma normalizacija ar standarta novirzi

Vadoties pec vesturisku pieprasijuma datu ar dazadu normalizacijas pieeju veiktajiem
eksperimentiem, par piemerotako PPS izstrade tiek uzskatita normalizacijas pieeja ar dzives

ltkni.

Vesturisku pieprasijuma datu klasterizacija

Klasterizacijas process ar apmacibas datu kopu tika veikts, pielietojot k-vidéjo sadaloso
un maksimalas lidzibas algoritmus. legttie ar k-vidéjo sadaloso algoritmu rezultati paraditi
3.7. att€la un ar maksimalas lidzibas algoritmu — 3.8. att€la. Logaritmiskas ticamibas
samazinajums pie 17 klastera (skatit 3.8. att€lu), iesp&jams, rodas tapéc ka pie §1 klasteru

skaita, salidzinot ar citiem klasterim, ir neliels objektu skaits, kuriem Baijesa varbiitiba bija 1.

0,45
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2
T~

" 0,35
0,3
0,25

Klasterizacijas videja absoliita
=
7y
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o

e
T

0,05

23 4 5 6 7 8 9 101112 13 14 15 16 17 18 19 20 21

Klasteru skaits

3.7. att. K-vidéjo sadalosa algoritma klasterizacijas kliidas noveértéjums

pie dazadu klasteru skaita
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legttie rezultati parada, ka noteiktais piemérotakais klasteru skaits abos gadijumos ir
maksimalais 21, jo vidgja absoliita klasterizacijas kltida ir janem p&c minimalas vertibas, bet
logaritmiska ticamiba — p&c maksimalas vertibas. Abi klasterizacijas algoritmi nespgj veikt
klasteru analizi, apstradajot vesturiskas pieprasijuma vértibas — Tsas laika rindas. Gadijuma
ar k-videjo sadaloso algoritmu, pieaugot klasteru skaitam, klida samazinas, bet ar maksimalas
lidzibas algoritmu, pieaugot klasteru skaitam, logaritmiska ticamiba palielinas. Tas norada, ka
Sie klasterizacijas algoritmi nav robusti, un nozimé&, ka tie nesp&j veikt precizu datu
klasterizaciju. Tapéc tika izmantots modificets k-vidéjo sadalosais algoritms, lai noteiktu

piemérotako klasteru skaitu, kas biitu nepiecieSams apmacibas datu kopas klasterizacijai.

Logaritmiska ticamiba
7

2 3 4 5 6 7 8 9 10111213 1415 16 18 19 20 21

-10 :
Klasteru skaits

3.8. att. Maksimalas lidzibas algoritma logaritmiskas ticamibas novert&jums

pie dazadu klasteru skaita

Piemérotakais klasteru skaits ar modificetu k-videjo sadaloso algoritmu tiek noteikts,
vadoties péc 2.3.4. un 2.3.4.1. apakSpunktos aprakstitas metodikas, nosakot klasterizacijas

vidgjo absoliito klidu, kuras rezultati paraditi 3.9. attela.
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3.9. att. Klasterizacijas kludas aprékins pie dazadu klasteru skaitu

P&c klasterizacijas vid€jas absoliitas kludas aprékinu rezultatu analizes, redzams, ka pie
10 Klasteriem ir sasniegts pirmais véra nemamais minimums, un ta ka turpmak poligona
svarstibas ir niecigas, tad par piemé&rotako klasteru skaitu apmacibas datu kopas klasterizacijai
tiek piepemts 10. Apmacibas datu kopas klasterizacijas rezultati, ar noteikto piemérotako
Klasteru skaitu, ir redzami 3.10. att€la, kur ar sarkanu krasu ir paraditi paraugmodeli, bet ar

peleéku — pargjie attieciga klastera objekti.

Kliidas aprekins starp paraugmodeli un testeSanas datu kopu

Ta ka ir svarigi noteikt klasterizacijas rezultata iegiito paraugmodelu precizitati, tad
javeic to novertjums ar testésanas kopas datiem. Sada pieeja tiek lietota, jo nav iespgjams
PPS Kklasterizacijas modela iegltos rezultatus salidzinat ar klasiskajiem laika rindu
prognozéSanas modelu rezultatiem [64]. Klasiskie prognozésanas modeli lieto laika rindu
analizi, meklgjot sakaribas laika rindas ilgaka laika posma, bet PPS analizg laika rindas, kuru
garums ir 1ss un unikals (neatkartojas). Testésanas datu kopas klasterizacija tika noteikta katra
tas objekta piederiba kadam no paraugmodeliem (iegiiti apmacibas datu kopas klasterizacijas
rezultata), aprékinot FEiklida attalumu. Testé€Sanas datu kopas objekts savu piederibu
paraugmodelim ieglis péc mazaka attaluma lidz kadam no paraugmodeliem. Paraugmodelu
att€lojums ar testéSanas kopas datiem ir paradits 3.11. attela, kur ar sarkanu krasu ir att€loti
paraugmodeli, bet ar peleku — testéSanas kopas objekti. Pilns kludu aprékinu metodikas
pielietojums ar pieméru pa soliem ir paradits 1. pielikuma.

Péc veiktajiem aprékiniem, nosakot vid€jo absoliito klidu (0,0546), test€Sanas datu
kopas objektus salidzinot ar apmacibas procesa iegiitajiem paraugmodeliem, tika iegiits
modela efektivitates novertejums. Noteikta kopgja absoliita kliida norada, ka testéSanas kopas
objekti ar pietickami augstu precizitati ir “atradusi” piederibu apmacibas procesa noteiktajiem

paraugmodeliem, arT vizuali aplukojot 3.11. att€lu, ir nov&rojama $ada tendence. legtais
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novertejums pamato, klasterizacijas procesa noteikto piemérotaka klasteru skaita izv€les

piem&rotibu.

PPS piemérotaka klasifikatora noteikSana un precizitates novertéjums

Lai izvelétos piemérotako klasifikatoru PPS uzbiivei, ir nepiecieSams veikt virkni
eksperimentu. Klasifikatora precizitates novért€Sanai tiek izmantoti algoritmi, kas atlasiti
salidzino$as analizes rezultata (skatit 1.5.apakSpunktu), lai p&€c precizitates test€Sanas
rezultatiem noteiktu atbilstosako klasifikacijas algoritmu, kuru varétu izmantot PPS.

Klasifikatoru precizitates salidzinaSanai tika lietoti vidéjas absolatas kltdas un vidgjas
kvadratiskas kltidas aprékini, jo dazadas klidu aprékinu tehnikas nodro$ina precizaku iegiito
rezultatu interpretaciju [64]. Precizitates novertéSanai klasifikatoru apmaca, lietojot
apmacibas datu kopu, bet parbaudei — test€Sanas datu kopu. ProgrammnodroSinajuma
OrangeCanvas tika no vairakiem Kklasifikacijas algoritmiem izveidots modelis, ar kura
palidzibu veikti eksperimenti piemérotaka klasifikatora noteikSanai. legiitie rezultati ir
paraditi 3.1. tabula, no kuras redzams, ka zemako kltdas vértibu ar abam kliidas novértgjuma

metodém, uzradija C4.5 algoritms.
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Normalizéts pieprasfjums

Apmacibas datu Kopa: paraugmodelis 1. klasterim Apmaicibas datu kopa: paraugmodelis 2. Klasterim
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Normalizéts pieprasjiums

Apmacibas datu Kopa: paraugmodelis 9. Klasterim
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3.10. att. Apmacibas datu kopas klasterizacijas rezultata iegttie klasteru paraugmodeli
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3.1. tabula

Dazadu klasifikatoru uzraditas klidas ar testésanas datu kopu

Kladas Klasifikators
novertéjuma ZeroR | OneR | JRip Na?_Va‘S k-tuvako C4.5
veids Baijesa kaiminu
Vidgja
kvadratiska klada | 0,295 0,375 | 0,284 0,282 0,298 0,264
(RMSE)
Vidgja absoluta
174 14,1 16,1 15,6 16,0 12,9
klada (MAE)

Iegitie induktiva lémuma koka raksturojoSie parametri ir paraditi 3.2.tabula, bet

izveidotais induktivais lémumu koks redzams 3.12. att€la. P&c klasifikacijas precizitates

rezultatiem PPS-a tiek izmantots C4.5 algoritms.

3.2. tabula

Izveidota induktiva lémumu koka raksturojosie parametri

Klasu skaits

Objektu skaits

Atributu skaits

Lapu skaits

Iek$gjo mezglu
skaits

10

423

4

38

75
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TesteSanas dati: paraugmodelis 1. klasterim

TesteSanas dati: paraugmodelis 2. klasterim
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TestéSanas dati: paraugmodelis 8. klasterim

TesteSanas dati: paraugmodelis 9. klasterim
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3.11. att. Testeésanas datu kopas objektu sadalijums p&c noteiktas piederibas pa

paraugmodelim, kas noteikti apmacibas kopas klasterizacijas rezultata
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Jauna produkta pieprasijuma prognozéeSana

Prognozesanas procesa gaita shematiski ir paradita 3.13. attela. Jauna produkta
pieprasijums tiek prognozéts uz klasifikacijas procesa iegita klasifikacijas koka, kur§ paradits
3.12. attela, projicgjot uz ta jauna produkta raksturojoSos parametrus (preces tips, cena un
veids). Pienemsim, ka jauna produkta raksturojosie parametri ir $adi: Produkta veids=2
(sezonals), Preces tips=3 (bikses) un Cena=56,69. Raksturojosic parametri tiek projicéti uz
induktivo 1émumu koku, virzoties pa to no saknes uz leju, zara virzienu izvéloties péc
parametra vértibas. Process turpinas lidz tiek sasniegta kada no induktiva 1€@muma koka

lapam.

JAUNU DATU JAUNA PRODUKTA
KLASIFIKACIJA PIEPRASTJUMA DIAGRAMMA
ids ~
Jauna produkta Vellf ; /\ N Va
aprakstosie dati: Cena — N Y -
; . P 300 412,00 2 C4
Veids, Cena, Tips U\. s
g D Jd O -
C2 C4 Cl C2 C1 3

3.13. att. Jauna produkta pieprasijuma prognoze

Iegiita lapa norada uz paraugmodeli (C5), kas tika noteikts klasterizacijas procesa un ir
redzams 3.14. att€la ar sarkanu liniju, kads biis prognozéta jauna produkta iesp&jamais
pieprasijums 12 méneSiem. Pilnu raksturojoSo parametru projic€Sanu uz induktivo [émumu

koku ir redzams 3.15. attéla.

Apmacibas datu kopa: paraugmodelis 5. klasterim
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Normaliz&ts pieprasijums

—

3.14. att. Jauna produkta iespgjamais pieprasijums — prognoze

Uz §is prognozes pamata léméjpersona var pienem lémumu par jauna produkta
pasiitijuma apjoma daudzumu, kas biis nepiecieSams turpmak tirdzniecibai uznémuma. No
iegitas liknes léméjpersona var izdarit secindjumus, ka jauna produkta iesp&jamais

pieprasijums biis aktuals visu gadu ar augSupejosSu tendenci pavasara un vasaras meénesos.
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3.15. att. Jauna produkta raksturojos$o parametru projicé$na uz induktiva lémumu koka
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3.1.4. Kopsavilkums un secinajumi par PPS

Izveidota PPS [29], ar kuru iesp&ams noteikt jauna pasiitama produkta pieprasijuma

prognozi nakamajiem 12 méneSiem. legiitais prognozes rezultats palidz 1€méjpersonai

pienemt 1émumu, veicot jaunu produktu pasttijumus. Eksperimenti parada, ka izveidota PPS

sp&j apstradat atSkirigas datu struktiiras — 7sas laka rindas un to raksturojoSos parametrus.

legtitie rezultati, kas atteloti paraugmodelu veida, ir viegli interpret€jami sist€mas lietotajam.

No veiktajiem eksperimentiem un iegiitajiem rezultatiem var secinat, ka:

a)

b)

d)

f)

normaliz€jot tirdzniecibas pieprasijuma datus, labakus rezultatus uzrada
normalizacija ar dzives likni pieeja, kas skaidrojams ar to, ka z-novértéjuma
normalizacija ar standarta novirzi normaliz€ laika rindas veértibas negativa un
pozitiva vertibu diapazona, bet normalizacija ar dzives ltkni — tikai pozitiva
vertibu diapazona;

pctot klasterizacijas algoritmus, eksperimentali tika noteikts, ka k-vidéjo sadalosa
un maksimalas lidzibas algoritmu iegtitos rezultatus tiesa veida pielietot PPS-a nav
iesp&jams, tapéc tika izstradata k-vidéjo sadalosa algoritma modifikacija, kas lava
noteikt piem&rotako klasteru skaitu analiz&jamajai datu kopai,

eksperimentali tika noteikts testéSanas datu kopas klasterizacijas precizitates
novert&jums attieciba pret iegiitajiem apmacibas datu kopas paraugmodeliem;
eksperimentali tika noteiktas dazadu klasifikatoru raditas kludas. Lai iegitie
rezultati bitu precizak novértéjami, tika izmantotas vidgjas absoliitas klidas un
vidgjas kvadratiskas kludas aprékinu pieejas. legitie rezultati paradija, ka PPS-ai
jaizmanto C4.5 algoritms, kas balstas uz induktivajiem lémuma kokiem, jo $1
algoritma raditas klasifikacijas kliidas bija mazakas;

iegiitie klasifikacijas rezultati, kas tiek att€loti induktivo lémumu koku veida, loti
uzskatami ataino klasifikacijas procesa butibu un ir viegli saprotami un uztverami
arT lietotajam, kas nav datu analizes specialists;

izveidotas PPS rezultatu interpretacija, kas iegiito prognozi attélo paraugmodela
(Iiknes) veida, ir viegli uztverama un Saprotama sist€mas lietotajam, jo skaidri

parada prognozgjama produkta pieprasijumu nakamajiem 12 ménesiem.
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3.2. Sirds nekrozes riska prognozéesanas sistéma

Sirds nekrozes riska prognozésanas sistémas (SNRPS) ietvaros tick piedavats risinagjums
bioinformatikas nozares specialistiem, ka efektivak apstradat Tsas laika rindas ar datu
iegtsanas metodém un algoritmiem. Tradicionali, farmakologiskajos pé&tijumos iegito
rezultatu novertéjums tiek veikts ar visparpienemtu nozares metodologiju [6]. Iegiito rezultatu
analize un novert§jums, parasti, tieck pamatots ar matematiskas statistikas pieejam.
Bioinformatikas nozaré — farmakologija, risinot uzdevumus, kas saistiti ar licla apjoma un
laikietilpigiem eksperimentiem, tiek ieguti jauni dati, kuri tiek uzkrati. Balstoties uz Siem
uzkratajiem datiem, pielietojot datu ieglisanas tehnologijas, iesp&jams iegiit jaunas zinasanas,
uz kuru bazes farmakologi, interpretgjot iegiitos rezultatus, varétu uzlabot pétijumu rezultatu
precizitati, ka arT samazinat eksperimentu apjomu, kuros ir iesaistiti dzivnieki (laboratorijas
zurkas).

Sistémas izstradasanas procesa tiek analizéti farmakologisko pétijumu laboratorisko
izmekl&jumu dati, kas iegiti, izmantojot izolétas sirds i§€mijas-reperfiizijas modeli [48,49].
Eksperimenti veikti, izmantojot Wistar linijas Zurkas, kam noteiktu laika periodu (astonu
ned€lu garuma) ievaditas pétamas sirds darbibu stimul&josas vielas, kuras pievienotas
partikai. Katra dzivnieku grupa tiek barota noteiktu laika periodu ar vienu no pétamas vielas
veidiem. Farmakologisko pétijjumu mérkis ir noteikt p&tamo vielu efektivitati sirds $tnu
aizsardzibai pret iS€mijas-reperfuzijas bojajumu, nosakot sirds nekrozes (atmiruSo audu)
daudzumu. Pe&tijjumos izmantotais Mildronats® ir Latvija izstradats antii$€misks lidzeklis,
kas, optimizgjot sirds energijas metabolismu [16], aizsarga $tinas no i§€miskiem bojajumiem
slimniekiem ar stenokardiju, hronisku sirds mazsp&ju, smadzenu asinsrites trauc€jumiem, un
uzlabo fiziskas slodzes toleranci un intelektualas funkcijas isémijas gadijuma [16, 61].
Eksperimenti ar dzivnieku sirdim tika veikti atbilsto$i Eiropas Savienibas dzivnieku
aizsardzibas &tikas noteikumiem [49]. So eksperimentu, vai ka to sauc farmakologijas nozares
specialisti, “Izoléta sirds”, rezultata fikséti merfjumi par sirds kontrakcijas speku noteikta
laika posma.

“Izolétas sirds” eksperiments tika veikts péc tehnologijas, kas aprakstita zinatniskaja
raksta [47]. Farmakologiska eksperimenta mérkis ir noteikt atmiruSo sirds audu (nekrozes)
procentualo attiecibu, kas atkariga no p&tamas vielas veidiem, ar kuriem tika baroti dzivnieki.

Izolétas sirds eksperimentus iesp&jams sadalit trTs posmos, kuri ir paraditi 3.16. attéla:

a) sirds adaptacijas periods (Preperation stage), kas ilgst 20 min., kad izol&taja sirdi

ievieto zondi sirds kontrakcijas sp€ka un sirds ritma nolasiSanai,

b) oklizija (Period of occlusion) — lejupejosas koronaras artérijas nosieSana, kas ilgst
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40 min.;
c) reperfuzija (Period of reperfusion) — asins vadu atbrivo$ana, kas ilgst 120 min.

200 -
150 -

100 -

50 -

Preperaionstage____________
Period of occlusion|
Period of reperfusion

3.16. att. Izol&tas sirds eksperimentu norises posmi

Sirds kontrakcijas spéka un sirds ritma registréSanai okliizijas laika tiek izmantota
firmas ADInstruments aparatiira un programmnodro§indjums, nolasot datus ar intervalu 60
sekundes, iegtistot datu kopu, kas sastav no 40 laika nolasijumiem okloizijas perioda (katru
miniti tiek registréts sirds kontrakcijas spéks) ar sirds kontrakcijas spéka izmainam, un veido
pirmo datu grupu. Iegitas datu kopas vértibas ir laika rindas, bet ta ka to novérojumu ilgums
ir parak iss un tas neatkartojas, tad S§is vértibas ir uzskatamas par 1sam laika rindam.
Analizgjot Tsas laika rindas ir praktiski neiespgami noteikt tajas funkcionéSanas
likumsakaribas, tapec §ada veida uzdevumi ir uzskatami par griiti formaliz€jamiem. Pie Sada
veida uzdevumiem pieskaitami, piem&ram, génu un proteinu ekspresijas analize [21, 24] u. C.
Otra datu grupa ir laboratorijas dzivniekus raksturojoSie parametri un farmakologisko
eksperimentu laika iegttais sirds nekrozes riska noveértg§jums. RaksturojoSie parametri
apraksta laboratorijas dzivnieka, pieméram, svaru, p&tamo vielu, asins plazmas analizes
parametrus un sirds nekrozes risku. Raksturojosos parametros ir jaatrod likumsakaribas. Seit
izveidojas probléma, starp Tsam laika rindam un to raksturojoSajiem parametriem, kura ir
jaatrisina ar datu iegtiSanas metodém un algoritmiem. Pastav vairakas pieejas, kas izmanto
dazadu datu iegtSanas metozu kombinéSanu, kuras nodroSina nepartrauktu un diskrétu datu
apstradi ar mérki iegt jaunas zinasanas [40, 64].

Ar Kklasterizacijas palidzibu, analiz&jot 1sas laika rindas, iesp&ams noteikt lidzigas
objektu grupas. Sis atrastas grupas pievieno raksturojo$o parametru datu kopai, kura ar
klasifikacijas palidzibu meklé sakaribas nosacijumu likumu forma[27]. leghtajiem
nosacijumu likumiem pievieno farmakologiskajos eksperimentos noteikto sirds nekrozes riska
novertéjumu, veidojot nosacijumu likumu bazi (objekta klasifikacijas rezultata tiek veidots

viens likums). Dzivnieka sirds nekrozes riska prognoze tiek veikta, pamatojoties uz
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raksturojosajiem parametriem (tiek ievaditi sist€éma), izveidoto nosacijumu likumu bazi, no
kuras tiek atlasits statistiskais sadalfjums, péc kuras aprékina sirds nekrozes risku. Sadai
prognozesanas sistémai ir nepiecieSams darboties ar augstu precizitati, tapec tas izstrades

laika ir jaminimiz€ ka klasterizacijas ta arT klasifikacijas kludas.

3.2.1. SNRPS uzdevuma nostadne

Farmakologisko pétijumu institits, kas nodarbojas ar medikamentu izstradi sirds
darbibas funkciju uzlaboSanai un veic laboratoriskus eksperimentus sirds nekrozes riska
noteikSanai, izvirzija uzdevumu izstradat sirds nekrozes riska prognozéSanas sistému, kura
var€tu noteikt iesp&jamo sirds nekrozes risku, tikai ar laboratorijas dzivnieka raksturojosajiem
parametriem. Sadas sistémas izveide palidzétu farmakologijas nozares specialistiem ietaupit
laiku petijumu rezultatu iegiSanai un eksperimentos iesaistit mazaku laboratorijas dzivnieku
skaitu. P&c izvirzitajiem kriterijiem, Sirds nekrozes riska prognozeésanas sistémai ir jarealizé
sadi uzdevumi:

1. Jaapstrada sirds kontrakcijas speka dati, izveidojot 1sas laika rindas.

2. Javeic 1su laika rindu pirmapstrade un to sagatavosSana datu analizes procesam.

3. Laika rindas ir janosaka lidzibas pazimes ar klasteru analizes palidzibu.

4. Janosaka informativakie raksturojosie parametri, lietojot atribGtu informativuma

noteikSanu.

5. Jaapvieno Kklasterizacijas rezultati ar laboratorijas dzivnieka atlasitajiem
raksturojosajiem parametru datiem, nosakot sakaribas starp S§Im grupam ar
klasifikacijas palidzibu.

6. Jaizveido nosacijumu likumi no klasifikacijas rezultatiem un farmakologisko
eksperimentu rezultata iegiita sirds nekrozes riska novertéjuma.

7. Japarbauda izveidotas sistémas precizitate.

8. Jarealizé “jauna” laboratorijas dzivnieka sirds nekrozes riska prognozésana.

9. Jaatspogulo iegiitie rezultati.

Lai realiz€tu izvirzitos uzdevumus, javeic virkne pétijumu, kas saistiti ar datu

Klasterizaciju un klasifikaciju.

3.2.2. SNRPS uzbiive

Sakotngji, tiek veikta Tsu laika rindu pirmapstrade, kura tiek atmesti pirmais un pédg€jais
merfjums, lai izvairitos no iespg&jama troksna (kltidaini radijumi). Tad tiek izveidota laika
rinda ar 38 periodiem katram datu kopas objektam, atlasot datus par sirds kontrakcijas speku.

Datu normalizacija tiek veikta, izmantojot normalizaciju ar dzives likni [40, 64] un z-
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novértejuma normalizaciju ar standarta novirzi [1] pieejas, kuras tika izmantotas ari PPS
izstradaSana. Sirds nekrozes riska prognozéSanas sistémas darbibas princips paradits
3.17. att€la. Tas uzbiive balstas uz vairaku datu iegiiSanas metozu pielietoSanu. Matematiskas
statistiskas metozu pieejas ir ierobeZotas, risinot uzdevumus, kur jaanalizé sakaribas starp
1sam laika rindam. Tapéc $adu uzdevumu atrisinasanai tiek pielietotas datu iegiiSanas pieejas,
kuras tiek uzskatitas par piemérotakam [76]. Isas laika rindas tiek klasterizétas ar modificétu
k-videjo algoritmu, nosakot piemérotako klasteru skaitu, kas nepiecieSams Iidzigu objektu
apvienoSanai klasteros. Individa raksturojosajos parametros tick mekl&ta atribiitu savstarp&ja
korelacija, nosakot to mijiedarbibas pakapi un atlasot informativakos atribiitus talakajai datu
analizei. RaksturojoSo atribuitu datu kopa tiek sadalita piecas vienadas apakskopas, tadel, ka
baribai pievieno piecu veidu petamas vielas. Sadalitajam apakskopam pievieno klasterizacijas
rezultata iegtto klasi, vadoties p&c objekta identifikatora. Katrai no izveidotajam apakskopam
ar klasifikacijas palidzibu tiek noteikta saikne starp klasterizacija iegtito objekta klasi un st
objekta raksturojoSajiem parametriem, izmantojot induktivo 1€émumu koku algoritmu
C4.5 [58]. Objekta klasifikacijas procesa, no uzbuvéta lémuma koka, tiek iegiits nosacijuma
likums ,,JJA ...UN ... TAD ...” veida, kas glaba informaciju par klasterizacija iegito klasi,
pétamas vielas grupu un farmakologiskajos eksperimentos iegiito sirds nekrozes riska
novertéjumu. legttie nosacijumu likumi tiek saglabati zinasanu bazg.

Sirds nekrozes riska prognozésana tiek veikta, ievadot sisttma “jauna” individa
raksturojoSos parametrus. Vadoties péc pétamas vielas grupas, raksturojosie parametri tiek
projicéti uz attiecigo Klasifikatoru, iegtistot klases vértibu un izveidojot nosacijumu “JA ...
UN ...” (pieméram, JA Grupa=2 UN Klase=C2), kas tiek nodots zinasanu bazei. Talak no
zinasanu bazes tiek atlasiti visi tie gadijumi, kas atbilst izveidotajam nosacijumam (JA
Grupa=2 UN Klase=C2). Katrs nosacijums tick papildinats ar atrasto informaciju zinasanu
baze, veidojot pagaidu nosacijumu likumu kopu “JA ... UN ... TAD”, pieméram:

e JA Grupa=2 UN Klase=C2 TAD Risks=27;
e JA Grupa=2 UN Klase=C2 TAD Risks=32;
e JA Grupa=2 UN Klase=C2 TAD Risks=54;
e JA Grupa=2 UN Klase=C2 TAD Risks=32;

“ey

JA Grupa=2 UN Klase=C2 TAD Risks= 40

No atlasitas pagaidu nosacijumu likumu kopas izveidojas sirds nekrozes riska paradiSanas
biezuma statistika (statistiskais sadalfjums), kas veido riska sadalijuma funkciju, no kuras

iegtistam, cik reizes attieciga riska vértiba paradas pagaidu likumu kopa.
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3.17. att. Sirds nekrozes riska prognozesanas sistémas uzbiive

92



Sirds nekrozes riska noteikSanai tiek lietots matematiskas ceribas aprékins un darba autora
piedavata pieeja, kas balstita uz attaluma aprékinu metrikas. Matematiskas ceribas aprékinam
tiek izmantots sirds nekrozes riska statistiskais sadalfjums, kur katrai bieZuma statistikas
vertibai pieskir varbitibu péc riska biezuma skaita, jo biezak §1 vértiba ir sastopama pagaidu
nosacijumu likumu kopa, jo varbiitiba bus lielaka. Talak, saskaitot katras riska aprékinatas
matematiskas ceribas vértibas, tiek ieglta sirds nekrozes riska prognoze. Darba autora
izstradata pieeja lieto attalumu aprékinu starp riska paradiSanas biezuma skaitu un riska
vertibam. ST pieeja ir detalizéti aprakstita apak$punkta “Sirds nekrozes riska prognozésana”

un paradita 3.10. tabula.

Sirds kontrakcijas spéka pirmapstrades process

Datu pirmapstrades procesa veic laika rindu atlasi un datu normalizaciju, ka paradits
3.18. attela. Datu atlases procesa nepartraukti dati (iegiti ar specialas programmatiiras
palidzibu, kas registré sirds kontrakcijas spéku katras 0,25 sekundes 40 minGi$u garuma, no
Siem datiem tiek atlasiti 40 me&rfjumi ar 60 sekunzu intensitati) tiek sadaliti periodos, atmetot
pirma un pedgja perioda atlasitas laika rindu vertibas, jo tas var saturét kludainus radijums,
kas saistiti ar koronaro asinsvadu nosie$anu vai atbrivosanu. Atlasttajam laika rindam tiek

pielietota datu normalizacija.

NEPARTRAUKTI DATI
D
1 | AASAASAANAANANNN
2 \WVIVIANNAANANNAN/
0 [ AN
DATU ATLASE i
D Tl T2 T40
1 130,45 | 82,11 148,34
2 121,34 162,30 161,30
n | 17091 | 16148 . 157,78

DATU PIRMAPSTRADE \ 4

D T1 T2 T38

1 | 2,7053 | -0,2911 1,7302
0,8718 | 1,3082 1,2944

n | 04241 | 0,4081 0,4731

3.18. att. Nepartrauktu datu pirmapstrades process
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Lai noteiktu piemérotako datu normalizacijas pieeju, sist€mas ietvaros tiek piedavats
aprob@t z-novertéejuma normalizaciju ar standarta novirzi Un pieprasijumu normalizdciju ar

dzives ltkni (skatit 2.1.2.1. apakSpunktu).

Sirds kontrakcijas spéka klasterizacija

Sirds kontrakcijas speka izmainas laika periodos tiek definétas ka sas laika rindas. Isu
laika rindu apvienoSana grupas ir realizéta tada veida, lai viena grupa atrastos tie objekti, kas
ir Iidzigi pec liknes struktiiras un formas [68]. Lidziba starp diviem objektiem tiek salidzinata
katra laika punkta un noteikta ar attaluma méra palidzibu. Sist€mas izveidoSanas procesa tiek
eksperimentali testéti dazadi klasterizacijas algoritmi: K-videjais sadalosais algoritms (skatit
2.3.1. apakSpunktu);  maksimalas  lidzibas — algoritms  (skatit  2.3.3. apakS$punktu);
aglomerativais hierarhiskais (skatit 2.3.2. apakSpunktu) un darba autora izstradatais
modificéts k-vidéjo sadalosais algoritms (skatit 2.3.4. apakSpunktu). Ar Klasterizacijas
algoritmu ir janosaka piemérotakais klasteru skaits, kas biitu izmantojams analiz&jamas datu
kopas klasterizacijai. Klasterizacijas rezultata Iidzigas laika rindas tiek apvienotas klasteros.

Svarigi, lai pielietotais algoritms nodroSinatu klasterizacijas noturibu jeb robustumu [35].

Nepartrauktu un diskrétu datu apvienoSana

Diskré&ti dati apraksta individa raksturojoSos parametrus (Svars, Grupa — baribas tips ar
kadu barots dzivnieks, asins plazmas parametri: Taukskabes, Holesterins, Glikoze,
Trigliceridi, Butirobetains un sirds nekrozes Risks). Nepartraukti dati raksturo isas laika
rindas, kas att€lo sirds kontrakcijas sp€ka izmainas noteikta laika perioda. Klasterizacijas
rezultata iegiito klasi, kas raksturo individa piederibu noteiktai objektu grupai, pievieno S§1
individa diskrétajiem datiem, vadoties p&c identifikacijas numura, ar $adu pieeju tiek
atrisinata 1su laika rindu un to raksturojo$o parametru apstrade. P&c informativako atributu
atlases un analizes rezultatiem tiek noteikts, ka péc atribita Grupa notiek datu kopas
sadaliSana apaksSkopas. ApakSkopu skaits tiek noteikts p€c izveleéta atribiita vertibu skaita
(datu kopa sastopami 5 dazadi baribas tipu veidi — pé&tama viela). Vadoties péc atribiita
Grupa vertibam objekti tiek iedaliti apakskopas. Jauniegiitas datu kopas tiek izmantotas
klasifikacijas procesa, lai noteiktu sakaribas starp raksturojosajiem parametriem un
klasterizacija iegtito klasi. Parametrs Risks, kas raksturo sirds nekrozes riska noveértéjumu,
kurs$ iegiits farmakologisko pétfjumu rezultata, izveidojamas datu kopas netiek ieklauts. Sis
parametrs tiks izmantots nosacijjumu likumu veidoSanai, to nevar izmantot sist€émas

apmacibas procesa, jO tas raksturo sirds nekrozes riska novertéjumu.
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Sirds nekrozes riska klasifikacija

Sirds nekrozes riska klasifikacijas procesam ir janosaka likumsakaribas starp individa
raksturojofajiem parametriem un klasterizacijas procesa iegiitajiem rezultatiem. Sadas
likumsakaribas iesp&jams noteikt, pielietojot klasifikacijas algoritmus, Kkuri atlasiti
salidzinoSas analizes rezultata, kas sikak aprakstita 1.5. apakSpunkta. Pastav nosacijums, ka
algoritma iegiitajiem rezultatiem ir jabut viegli interpret€jamiem. Tap&c par pamatu tiek
izveleti vairaki algoritmi, tadi ka Naivais Baijess, kas lieto aprioras un nosacitas varbiitibas;
KNN — izmanto attalumus; C4.5 — balstits uz induktivajiem lémumu kokiem, no kuriem
eksperimentali tika noteikts piemérotakais sirds nekrozes riska klasifikacijai, vadoties péc

Klasifikatoru precizitates noveértgjuma.

Riska bieZuma paradiSanas statistika

No pagaidu nosacijumu likumu kopas (pieméram, {JA Grupa=2 UN Klase=C2 TAD
Risks=27; JA Grupa=2 UN Klase=C2 TAD Risks=32; JA Grupa=2 UN Klase=C2 TAD
Risks=54; JA Grupa=2 UN Klase=C2 TAD Risks=32; ...}), kas raksturo klasterizacijas
rezultata iegtto individa klasi Cp, p&tamo vielu — Grupa un sirds nekrozes risku — Risks,
izveido riska statistisko sadalfjumu, kur riska vértiba 27 ir bijusi sastopama pagaidu
nosacijumu likumu kopa vienu reizi. Visiem pagaidu nosacijumu likumiem tika izveidotas

lidzigas izteiksmes, kuras ar piem&ru paraditas 3.3. tabula.
3.3. tabula

Riska paradiSanas biezuma statistika

Riska paradisanas biezuma skaits (RPBS) | 1 | 2 | 1
Riska vértiba (Risks) 27 132 | 54

3.2.3. SNRPS eksperimenti un iegiitie rezultati

Eksperimentu izpildiSanai tika izmantota $ada programmatira: ADInstruments
LabChart 7 View, Microsoft Excel 2010, Weka 3.6.3, Statistica 8.0. un Orange Canvas 2.0,
kura tika izveidots modelis, kas paradits 3.19. attela, ar kura palidzibu izpilditi eksperimenti

klasifikacijas un klasterizacijas uzdevumu veikSanai.
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3.19. att. Izveidotais modelis Orange Canvas vidé eksperimentu veikSanai

SNRPS eksperimentu norise un izmantotie dati

Eksperimentiem izmantota datu kopa, kas sastavéja no 92 objektiem, kas raksturoja
sirds kontrakcijas spéka vertibas iSémijas stadija (isas laika rindas) un So objektu
raksturojosajiem parametriem. Isu laika rindu garums péc datu attiriSanas bija 38 periodi, kas
tika nolasiti ar specializétas aparatiiras palidzibu, izmantojot programmatiru LabChart
7 View. ST aparatiira Jauj fiksét sirds kontrakcijas speka izmainas ar intensitati 0,25 sekundes.
Nolasijumi registréti katras 60 sekundes 40 mintG$u garuma, atmetot pirmo un pédgjo
nolastjumu. Sirds kontrakcijas speka vertibas katra laika perioda tiek izteiktas ar dzivsudraba
staba augstumu (mmHg). legtitas 1sas laika rindas tika normaliz&tas, pielietojot z-novertéjuma
normalizaciju ar standarta novirzi un normalizaciju ar dzives likni pieejas, iegustot kKatrai no
tam divas dazadas datu kopas, ar kuram eksperiment&jot tika noteikts, ka piemérotaka bija
normalizacija ar dzives likni. 1zveidotas datu kopas tika klasterizétas ar k-videjo sadaloso,
maksimalas lidzibas, aglomerativo hierarhisko un modificétu k-videjo sadaloso algoritmiem.
legiitie rezultati tika analizeti un mekl&ta piemérotaka klasterizacijas pieeja, un eksperimentali
tika noskaidrots, ka tas ir modificéts k-vidéjo sadalosais algoritmiem. Tapat katrs objekts tika
raksturots ar raksturojoSiem parametriem (atribiitiem), tadiem ka: Grupa(Atr.1.) — pé&tamas
vielas tips, ar kuru tika baroti individi; Svars(Atr.2.); asins plazmas parametri:
Karnitins(Atr.3.), Trigliceridi(Atr.4.), Taukskabes(Atr.5.), Glikoze(Atr.6.), Holesterins(Atr.7.),
Butirobetains(Atr.8.) un Risks(Klase) — sirds nekrozes riska noveért€jums, kas iegits
farmakologisko pétjjumu rezultata. Raksturojosajos parametros tika mekléta informativako
atribiitu kopa, kas biitu pielietojama klasifikatora uzbivé. Piemérotakais klasifikators tika
izvelets pec klasifikacijas precizitates rezultatiem. Eksperimentali starp Naivo Baijesa, k-
tuvako kaimipu, C4.5 un CN2 algoritmiem noteikts, ka piemérotakais ir C4.5 algoritms. No
ieglitajiem klasifikacijas rezultatiem tika veidoti nosacijumu likumi, kas tika uzglabati datu

bazé. Prognozesanas procesa tika noteikts sirds nekrozes risks “jaunam” individam.
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Sirds kontrakcijas spéka datu pirmapstrade

Pielietojot LabChart 7 View programmatiiru, katram individam (laboratorijas zurkai)
tika atlasiti sirds kontrakcijas spéka dati 40 miniiSu garuma no okliizijas perioda. Sirds
kontrakcijas speka mérfjumu grafiki, dazadiem individiem ir paraditi 3.20. un 3.21. attélos,
kur ar raustitu vertikalu liniju ir noraditas mérijumu sakuma un beigu fazes, skatoties no
kreisas puses uz labo. Sakuma faze norada uz okliziju, bet beigu faze — reperfuziju. Ka
redzams no Siem att€liem, tad paradito individu sirzu kontrakcijas spéku izmainas ir izteikti
atSkirigas gan sirds kontrakcijas speka amplitiidas Iimena zina, gan sirds kontrakcijas speka
liknes uzvedibas zina laika griezuma. Novérojams ir arT dazads trokSnu (pikveida) limenis

abiem grafikiem.
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3.20. att. Sirds kontrakcijas speka mé&rfjumu grafiks (84. individs)

Pielietota programmatiira nodroSinaja datu nolasiSanu noteikta laika perioda un

troksnainu (pikveida) vértibu atmeSanu, izmantojot iebtivéto matematisko analizatoru.
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3.21. att. Sirds kontrakcijas speka mérfjjumu grafiks (92. individs)

Sagatavotie dati tika normaliz&ti, pielietojot z-normalizdaciju ar standarta novirzi un
normalizaciju ar dzives likni, iegtstot divas datu kopas ar sirds kontrakcijas spéka
mérijumiem, kas tiek raksturoti ka isas laika rindas. Analiz&jot abas izveidotas datu kopas,

tika noteikta piemérotaka su laika rindu normalizacijas pieeja (skatit nakoso apaksnodalu).
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Sirds kontrakcijas spéka datu klasterizacija

Datu Kklasterizacijai tika izmantoti k-videjo sadalosais, maksimalas lidzibas,
aglomerativais hierarhiskais un modificéts k-videjo sadalosais algoritmi, lai noteiktu
piemérotako, kas biitu izmantojams par pamatu sirds nekrozes riska prognozesanai.

Klasteriz€jot datu kopas ar k-vidéjo sadaloso algoritmu, tika izmantots pienemts
klasteru skaita diapazons, kur minimalais klasteru skaits ir 2, bet maksimalais — aprékinats
pec formulas (2.14) un bija 9. Par objekta attaluma méru lidz tuvakajam centroidam, tika
lietots Eiklida attalums, kuru aprékina péc formulas (2.7). Eksperimentiem tika izmantota
programmatiira Orange Canvas, kuras iegitie klasterizacijas rezultati ir paraditi 3.22. attela,
pa kreisi datu kopa, kas tika normalizéta, lietojot z-normalizaciju ar standarta novirzi, pa labi
— normalizaciju ar dzives litkni. Abam datu kopam bija identiski uzstadijumi eksperimentu
veiksanai: klasteru skaits no 2 Iidz 9; novért&jums (scoring) — attalumu lidz centroidiem (jo
mazaka vértiba, jo labaks noveért§jums); distances mérs (distance measures) — FEiklida
attalums; inicializacija — nejausa veida; algoritma atkartojumi (restarts) — 20 reizes;
klasterizacijas atskaite (optimization report)- izvaditas novértéjumu vértibas (Score) pie
klastera numura k, labakais rezultats (best) iezimé&ts ar punktu. Eksperimenti ar katru no datu
kopam tika atkartoti 20 reizes katram klasteru skaitam, ik reizi centroidus izvéloties péc

nejausibas principa.

[ k-Means Clustering [ [B k-Means Clustering =8 =
Clusters (k) Optimization Report Clusters (k) Optimization Report
*) Fixed |2 k Best Score O Fixed |2 |5 k Best Score
@ Optimized 2 113.0 @ Optimized 2 a1

From 2 = From 2 =
3 109.6 3 91.5
To 9 > To 9 -
5 1057 5 876
Settings Settings
Distance measures 6 104.2 Distance measures 6 8.6
[Eucidean -] 7 s |Eucidean -] 7 o
Initialization Initialization
IRandnm - I 8 L {Randum - J 8 £
Restarts 20 3 9 = 897 Restarts 0 : 9 = 829
Cluster IDs Cluster IDs
Append duster indices Append duster indices
Name  Cluster Name  Cluster
pice e (Comotvbuie
Run Run
Run after any change Run after any change
[ Run Clustering ] I Run Clustering ]
I Report ] { Report I

3.22. att. Klasterizacijas rezultati ar k-videjo sadaloso algoritmu programma OrangeCanvas
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Lidzigi eksperimenti ar k-vidéjo sadaloso algoritmu tika veikti programma Weka, kas
klasterizacijas rezultatu salidzinasanai lieto summeétas kvadratiskas kliidas aprekinu. legiitie
klasterizacijas rezultati tika novertéti péc summeétas kvadratiskas kludas, kas paradita
3.4. tabula, no kuras redzams, ka precizakos rezultatus (85,79) uzradijusi pieeja, normalizgjot
datus ar dzives likni. Abam pieejam mazaka kltida sasniegta pie 9 klasteriem, kas norada uz
klasterizacijas algoritma nepiem&rotibu Tsu laika rindu klasterizacijai, jo palielinoties klasteru

skaitam, samazinas klada.

3.4. tabula
K-videjo sadalosa algoritma summéta kvadratiska kltida
Klasteru skaits
No“gi‘ézzcﬁas 2 3 4 5 6 7 8 9

Z-novertgjuma
normalizacija
ar standarta
novirzi

141,67 | 138,42 | 128,36 | 125,89 | 122,64 | 120,56 | 116,34 | 113,92

Normalizacija

_ .| 115,73 | 112,99 | 101,81 | 96,36 | 92,54 | 89,44 | 87,39 85,79
ar dzives likni

Eksperimenti tika turpinati programma Statistica 8 ar Maksimalas lidzibas algoritmu,
kas klasterizacijas rezultatu salidzinaSanai lieto logaritmisko ticamibu. Klasterizacijas procesa
pirmajai datu kopai, pielietojot z-novértejuma normalizaciju ar standarta novirzi noteica
piemérotako klasteru skatu — 9, bet otrajai datu kopai, pielietojot normalizaciju ar dzives
ltkni noteica ka piemérotakos — 8 klasterus péc logaritmiskas ticamibas, rezultati paraditi

3.5. tabula.

3.5. tabula
Maksimalas lidzibas algoritma logaritmiska ticamiba
Klasteru skaits
Nonzé‘ézzdjas 2 3 4 5 6 7 8 9

Z-novertejuma

normalizacija | _jq 64 | 4864 | -47.03 | -47,39 | -46,36 | -45.47 | -45.25 | -44.13
ar standarta

novirzi
Normalizacija | 4,4 49 | 14540 | 148,42 | 149,06 | 150,06 | 150,32 | 151,13 | 150,87
ar dzives likni
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Ka parada rezultati, tad arT Sis klasterizacijas algoritms nesp&j noteikt piemérotako klasteru
skaitu, jo, piecaugot to skaitam palielinas logaritmiska ticamiba, kas rada Saubas par algoritma
robustumu.

Aglomerativais hierarhiskais algoritms ar abam normalizacijas pieejam ka piemé&rotakos
noteica 3 Klasterus, izmantojot klasteru apvienoSanas metodi Ward’s linkage [69]. Varda
metode lieto objektu attalumu kvadratu summas pieaugumu starp klasteriem un to
centroidiem, kuru iegist klasteru apvienojuma rezultata. lzmantojot z-novértéjuma
normalizaciju ar standarta novirzi, Kur algoritma apstasanas kriterijs ir attalums no 5 lidz 4,2,
ieziméts ar melnu vertikalu nepartrauktu Iiniju, paradits 3.23. att€la. Apstasanas kritériju
nosaka lielakais attalums datu kopa starp objektiem vai to grupam. Ka redzams no S$1 pasa
attéla, tad ir noteikti 3 klasteri, kas ir ieziméti dazadas krasas. Grafika X ass norada attaluma
vertibu, bet y ass — objektu numurus. Zila linija grafika norada, kuri objekti vai objektu

grupas tiek apvienotas.
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3.23. att. Datu kopas klasterizacija ar aglomerativo hierarhisko algoritmu, izmantojot

Z-novertejuma normalizdciju ar standarta novirzi

100



Savukart, otra pieeja, kas izmanto normalizaciju ar dzives likni, Kur algoritma
apstasanas kriterijs ir attalums no 5,8 Iidz 3,8, iezZzim&ts ar melnu vertikalu nepartrauktu Iiniju,
paradits 3.24. attela. Pie §1 sadalfjuma arT ir noteikti 3 klasteri, bet treSaja klasterT ir apvienoti
tikai 3 objekti. Un ari §T algoritma ieglitie rezultati ir pretrunigi veért€jami. Rezultati nedod
priekSroku nevienai no normalizacijas pieejam un arl objektu piederiba klasteriem ir

pretruniga.
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3.24. att. Datu kopas klasterizacija ar aglomerativo hierarhisko algoritmu, izmantojot

normalizaciju ar dzives likni

Tapéc tiek pielietots vel viens klasterizacijas algoritms — modificéts k-vidéjo sadalosais
algoritms. Ar So algoritmu katram Klasterim aprékina absolaito kladu péc formulas (2.15) un
vid&jo absoluito kladu péc formulas (2.16), iegiitie rezultati atspoguloti 3.6. tabula. Balstoties
uz vidgjas absolutas kladas novértejumu, tiek noteikta piemérotaka normalizacijas pieeja —

normalizacija ar dzives ltkni un piemérotakais klasteru skaits — 5, ka paradits 3.25. attéla.
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3.6. tabula

Modificeta k-videjo sadalosa algoritma vidéja absolata kluda

Klasteru skaits

Normalizacijas

.. 2 3 4 5 6 7 8 9
pieeja

Z-novertgjuma
normalizacija
ar standarta
NOVirzi

1,233 | 1,192 | 1,158 | 1,150 | 1,128 | 1,095 | 1,093 | 0,946

Normalizacija

_ ~ .| 1,026 1,017 | 1,026 0,59 0,644 0,91 0,824 0,615
ar dzives likni

1,40

1,20 'b*.—‘._., = 4.\.—.\
1,00 o —— —&

0,80 \ S -

N~ N

0,40

lada

]

Klasterizacijas vidgja absoliita k

0,20

0,00

2 3 4 5 6 7 8 9
Klasteru skaits

—+—Novertéjuma normalizicija ar dzives likni —B=Z-novertgjuma normalizicija ar standarta novirzi

3.25. att. Klasterizacija ar modificétu k-videjo algoritmu noteikta videja absoluta klida

Individa raksturojoSo parametru informativuma noteikSana

Datu klasifikacija ir atkariga no atribitu informativuma. Ja starp atribtiem pastav
korelacija, tad uzskata, ka atribuiti savstarpgji ir saistiti [70]. Savukart, ja atribaiti nekorel€, tas
nozimé, ka starp Siem atribiitiem ir vaja saite un tiem nav nozimes pielietot klasifikaciju.
Tapéc eksperimentali pirms klasifikacijas procesa uzsakSanas, ir javeic atribiitu
informativuma noteik$ana vai to sadaliSana p&c atribiitu svariguma (agregacija). Ta ka
programmatiira Weka piedava plasas atribttu atlases iesp€jas, tad p&tijumos tika izmantota
CfsSubsetEval atribttu noveértéjuma un BestFirst parmeklésanas metodes, kas tiek biezi

lietotas datu ieglisana atribiitu informativuma noteiksanai [70]. Tika iegtti $adi rezultati:
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Taukskabes, Holesterins, Karnitins uzradija 100 %, Glikoze 90 %, Svars 80 %, un
Butirobetains 20 % korelaciju, bet Trigliceridi un Grupa 0 %. P&dgjos divus parametrus péc
logikas vajadz&ja atmest, bet parametrs Grupa satur loti svarigu informaciju par pétamas
vielas veidiem, kas ir §1 pétijuma pamata, tad $is parametrs tika saglabats. Tad tika pienemts
lémums sadalit pilno datu kopu apakskopas, balstoties p&c parametra Grupa vertibam,
iegilistot piecas apakskopas. Sada datu kopas sadali$ana, lauj atbrivoties no neinformativa
atribiita izmantosanas klasifikatora apmacibas procesa un taja pat laika patur svarigu
informaciju par pé€tamo vielu, kas talak tiks izmantota nosacfjumu likumu veidoSanai.
Rezultata sesi atlasitie laboratorijas dzivnieka raksturojosie atribaiti talak tika izmantoti

klasifikacijas uzdevuma.

SNRPS piemérotaka klasifikatora noteikS§ana

Piemérotaka Kklasifikatora izvélei tika veikts eksperimentu kopums, izmantojot
pirmapstradato datu kopu ar informativakajiem atribiitiem, pievienojot katram objektam datu
kopa klasterizacija noteikto klasi. Tika izveidots modelis, kura iesp&jams mainit klasteru
skaitu, veicot klasterizaciju ar k-vidéjo sadaloso un modificetu k-videjo sadaloso algoritmiem.
Klasifikacijas procesa tika lietoti Naivais Baijesa, k-tuvako kaiminu, C4.5, CN2 algoritmi, kas
izveleti  salidzinosas analizes rezultata (skatit 1.5. apakSpunktu) un  10-kartu
Skérsvalidacija [43]. Pielietojot izveidoto modeli, tika noteikts piemérotakais klasifikacijas
algoritms sist€émas izveidei, pamatojoties uz klasifikacijas precizitates novert€jumu visa
klasteru diapazona. Ka rada klasifikacijas precizitates novert€jums, kas paradits 3.7. tabula,
labakie rezultati ir sasniegti ar induktivo 1émumu koku algoritmu C4.5, tapec $is algoritms
tika izmantots turpmako eksperimentu gaita un kluva par pamatu SNRPS izveidé. Tapat ari
jaatzime, ka induktivie Ilémumu koki ir viegli interpret€jami iegtito rezultatu atspoguloSanai,
JO uz tiem var uzskatami veikt “jauna” individa raksturojoso parametru klasifikaciju.
Klasifikacija iegutais rezultats 1. apakSkopai ir paradits 3.26. attéla, kur, lietojot C4.5
algoritmu, uzbtvéts induktivais lémuma koks no 1. apakskopas 18 objektiem. Pargjos

klasifikatora izveidotos induktivos 1émuma kokus citam apakskopam skatit 2. pielikuma.

SNRPS precizitates noveértéjums

Izveidotas SNRPS precizitate tiek parbaudita, izmantojot Naivo Baijesa, k-tuvako
kaimipu, C4.5, CN2 algoritmus, ar katru no izveidotajam apakskopam, pielietojot 10-karzu
skersvalidaciju, kuras pielietoSana palidz izvairities no klasifikatora pielagosanas apmacibas

kopas datiem.
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>8.7

Karnitins

Glikoze

3.26. att. Klasifikacijas rezultata iegttais induktivais Iémuma koks 1. apakSkopai

legutie klasifikatora precizitates noveértgjuma rezultati, paraditi 3.7. tabula, no kuras
redzams, ka piedavata SNRPS sasniedz visaugstako precizitati, izmantojot C4.5 algoritmu,
vadoties péc aprekinatas vidgjas vertibas starp visam apakSkopam. Lai parliecinatos par
apakskopu izveides precizitati, tika veikti eksperimenti ar piemérotako klasifikatoru
nesadalitai datu kopai. Ka redzams no 3.7. tabulas, tad nesadalitas datu kopas precizitate ir
zemaka ka vidgja vertiba sadalitam apakSkopam, kas norada, ka izv€léta datu kopas
sadaliSanas pieeja lauj palielinat klasifikatora precizitati un ir pielietojama SNRP sistéma.
Eksperimenti paradija, ka datu kopas sadaliSana apakskopas palidz uzlabot klasifikacijas
precizitati par 0,1. Klasifikacijas precizitates starpiba starp C4.5 un CN2 algoritmiem,

protams, ir nieciga, tom&r precizitates amplitida starp apakskopam C4.5 algoritmam ir

<=8.7

mazaka, tapéc par piemerotako SNRPS izstradasana tika izvélets C4.5 algoritms.

Ar Klasifikacijas algoritmiem, lietojot modificéta k-vidéjo sadalosa algoritma atrasto

piemérotako klasu skaitu, noteikta klasifikatoru precizitate

Klasifikators

[ s [ e | e
1. apakskopa 0,45 0,7 0,65 0,6
2. apakskopa 0,25 0,3 0,2 0,15
3. apakskopa 0,25 0,6 0,4 0,5
4. apakskopa 0,45 0,55 0,3 0,75
5. apakskopa 0,2 0,25 0,5 0,3
Vidgja vertiba 0,32 0,48 0,41 0,46

Nesadaltta datu kopa 0,38
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legiito rezultatu salidzinaSanai tika veikti papildus eksperimenti, aizstajot modificetu
k-videjo sadaloso algoritmu ar k-videjo sadaloso algoritmu, ka redzams no rezultatiem, kas
paraditi 3.8. tabula, tad iegtta klasifikatoru precizitate ir samazinajusies par 0,21, salidzinot ar
iepriek$€jiem rezultatiem 3.7.tabula, kur klasterizacijai tika izmantots modificéts k-vidéjo
sadalosais algoritms. Nesadalitas datu kopas precizitate $aja gadijuma ir augstaka ka vidgja
vertiba sadalitam apakSkopam. No iegiitajiem rezultatiem secinams, ka 1su laika rindu
klasterizacijai piemé&rotakais ir modificéts k-videjo sadalosais algoritms, bet klasifikacijai —

C4.5 algoritms.
3.8. tabula

Ar Klasifikacijas algoritmiem, lietojot k-vidéjo sadaloso algoritmu ar ieprieks atrasto

piemérotako klaSu skaitu, noteikta klasifikatoru precizitate

Klasifikators

aiesn | 5| uimim | 2
1. apakskopa 0,35 0,45 0,4 0,1
2. apakskopa 0 0,1 0,05 0,05
3. apakskopa 0,45 0,35 0,4 0,2
4. apakskopa 0,05 0,05 0,2 0,05
5. apakskopa 0,27 0,4 0,25 0,25
Vidgja vertiba 0,224 0,27 0,26 0,13

Nesadalita datu kopa 0,3

Sirds nekrozes riska prognozesana

Sirds nekrozes riska prognoze tiek veikta, pamatojoties uz klasifikacijas procesa iegiita
lémuma koka un “jauna” individa raksturojosajiem parametriem. Lai prognozetu iespg&jamo
sirds nekrozes risku “jaunajam” individam, kura raksturojosie parametri ir $adi: Grupa=2;
Glikoze=9,4; Taukskabes=0,2; Svars=334; Holesterins=53; Butirobetains=1,1, tiek izvélets
klasifikators p&c atriblita Grupa vertibas, kura ir 2. Uz otra klasifikatora, kas noteikts
apmacibas procesa, tiek projicéti pargjie raksturojosie parametri (iznpemot atribiitu Grupa),
“uzbtivetais” 1émuma koks paradits 3.27. att€la. Virzoties secigi pa limeniem no koka saknes
uz leju, tiek sasniegta Iémuma koka lapa, kas norada uz iegiito rezultatu — prognozes klasi.
Koka zara vertibas tiek salidzinatas ar analiz€jama individa atribiita vertibu, nosakot virzibas

celu, kas 3.27. att€la iezZiméts ar treknrakstu, Iidz tiek sasniegta viena no induktiva lémuma
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koka lapam, kas norada uz klasi (C2). Tad péc “jaunaja” individa atribiita vértibas (Grupa=2)
un klasifikacija noteiktas klases (C2), no zinasanu bazes izgist pagaidu nosacTjumu likumus
ar Riska verttbam (JA Grupa=2 un Klase=C2 TAD Risks=27), kuri parklaj min&tos
nosacijumus. NO izgitajiem pagaidu nosacTjumu likumiem izveido riska statistisko
sadalijjumu. No iegiita riska statistiska sadalfjuma tiek noteikts iesp&jamais sirds nekrozes
risks “jaunam” individam. Pilns “jauna” individa riska prognozéS$anas process ir paradits

3.28. attela.

Glikoze
Taukskabes Svars

<=0.1 >0.1

Taukskabes Holesterins

3.27. att. “Jauna” individa klasifikacijas process (raksturojoso parametru projekcija) uz

apmacibas procesa izveidota induktiva 1émuma koka 2. apakSkopai

KLASIFIKACIJA
«JAUNA» INDIVIDA Atr2 o
RAKSTUROJOSIE PARAMETRI At
> 39 12 6
a O C
2 C3 C1

PAGAIDU NOSACITUMU LIKUMI
JA Grupa=2 UN Klase=C2 TAD 27

2

JA Grupa=2 AND Klase=C2 TAD 35

JA Grupa=2 AND Klase=C2 TAD 43

STATISTISKAIS SADALITUMS l
e |
| Riska vertiba ( g l
sKa vertiba (ar =
. . N 27 29 32 34 35 38 40 43 47 2}
Sirds nekrozes riska klasi C2) P E E |
. - < g5
noteik$ana Riska 52 [1 ’_‘HHH [
| paradisanas S U A T S A - 2 S O O ST |
| skaits iad Riska noverotas vertibas

3.28. att. Sirds nekrozes riska prognozgsanas process “jaunam” individam

Iesp&jamo risku var noteikt vairakos veidos: viens — ar matematisko ceribu, nosakot
visiesp&jamako risku péc ta statistiska sadalijuma, otrais — nosakot riska vértibu péc
paradiSanas biezuma attaluma novertejuma un starpibas aprékina starp analiz€amo un
minimalo vértibu.

Nosakot visiesp&jamako risku, matematiska ceriba [77] tiek aprékinata $adi: pemot

iegtito riska statistisko sadalijumu, péc kura katra riska vértibai atkariba no tas paradiSanas
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biezuma (atlasitajos pagaidu nosacijumu likumos) tiek pieskita varbiitiba, kas paradita
3.9. tabula, kura tiek sareizinata ar riska vertibu. Sirds nekrozes riska vértiba “jaunajam”
individam tiek noteikta, summgjot visas iegitas matematiskakas ceribas vértibas, rezultatu

noapalojot 11dz veselai vertibai. legiitais rezultats norada uz visiesp&jamako riska veértibu 37.

3.9. tabula
Matematiskas ceribas aprékins
Aprekini Summa

(noapalota)
Riska parédiiéanﬁs 1 1 3 1 2 2 1 4 1
biezuma skaits
Riska veértibas 27 | 29 | 32 | 34 | 35 | 38 | 40 | 43 | 47
Varbitiba 0,06 | 0,06 | 0,19 | 0,06 | 0,13 | 0,13 | 0,06 | 0,25 | 0,06
Matematiska ceriba | 1,62 | 1,74 | 6,08 | 2,04 | 455 | 4,94 | 2,40 | 10,8 | 2,82 37

Otra pieeja piedava iesp&jamas vertibas noteikt péc riska paradisanas biezuma, lietojot
darba autora piedavatu attalumu metriku, sakotng&ji aprékinot attalumu péc modula starp riska
vertibam (|27-29|=2; [29-32=3; ..., |43-47|=4), iegitic rezultati tiek registréti lauka Attalums
starp riska vertibam, kas paraditi 3.10. tabula.

Talak tiek aprékinata starpiba starp riska paradiSanas bieZuma skaita (RPBS) minimalo
vertibu 1 un riska paradiSanas biezuma skaitu, rezultatus registréjot lauka Starpiba starp
RPBS min un RPBS vertibam. Talak tiek summétas lauku Attalums starp riska vertibam un
Starpiba starp RPBS min un RPBS vértibam vértibas un izvélas tos laukus, kuriem summéta
veértiba bijusi vismazaka (pieméra gadijuma summa ir 0, kas iekrasota ar treknrakstu
3.10. tabula). legttais rezultats — noteikta sirds nekrozes riska vértiba vai vértibas (35 un/vai
43) sim jaunajam individam — laboratorijas dzivniekam. Lietojot pieeju ar matematiskas
ceribas aprékinu, tiek ieglita konkréta riska prognozes veértiba, bet, lietojot uz attalumu méru
balstitu pieeju, var iegiit novertéjuma veértibu intervalu (35; 43). Intervals tiek veidots uz
zinasanu baze esoso vértibu pamata. Rezultata iegistot intervalu (35; 43), tas tiek interpreté&ts,
aizstajot to ar vidgjo vertibu 39. Piemérotaka ir uz attalumiem izveidota pieeja, jo pie lielas

statistiska sadaltfjuma izkliedes, 1 pieeja uzradis precizakus rezultatus.
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3.10. tabula

Iesp&jama sirds nekrozes riska aprékins péc riska paradisanas biezuma attaluma noveértéjuma

Apréekini

Riska paradiSanas biezuma skaits (RPBS) 111 (31|22 |1|4]|1
Riska veértibas 27 |29 32|34 35|38 |40 |43 |47
Attalums starp riska vertibam - 121312113 |2]3)|4
Starpiba starp RPBS minun RPBS vérttbam | O | 0 |2 | 0 |-1|-1] 0 [-3| 0
Summa: Attalums + starpiba 2112|022 |0]4
Novertgjums 35 43
Novertejuma videja vertiba 39

3.2.4. Kopsavilkums un secinajumi par SNRPS

Rezultata izveidota SNRPS [34], ar kuras palidzibu iesp&jams prognozet “jauna”
individa sirds nekrozes riska vertibu. legiitais prognozes rezultats norada uz sirds nekrozes
risku individam, kas barots ar noteiktu p&tamas vielas veidu, neveicot kirurgisku iejauksanos.
Eksperimenti, lietojot klasterizaciju un Kklasifikaciju parada, ka izveidota SNRPS spgj
apstradat atSkirigas datu struktiras — Tsas laka rindas un individa raksturojosos parametrus.
legiitie rezultati ir viegli interpret€jami sisteémas lietotajam.

Eksperimentali tika noskaidrots, ka, normaliz€jot sirds kontrakcijas speka datus, labakus
rezultatus paradija pieeja — normalizacija ar dzives likni, kas skaidrojams ar to, ka
Z-novertejuma normalizacija ar standarta novirzi vertibas normaliz€ negativa un pozitiva
vertibu diapazona, bet normalizacija ar dzives ltkni — tikai pozitiva veértibu diapazona, uz ko
noradija So pieeju vid€jas absoliitas kltidas novertéjums, klasteriz&jot datu kopu ar modificéetu
k-videjo algoritmu.

Klasterizacijas algoritmi uzradija atSkirigus rezultatus. Maksimalas lidzibas algoritms,
klasteriz&jot abas datu kopas, paradija vienotu tendenci — palielinoties klasteru skaitam,
pieaug logaritmiska ticamiba. legitie rezultati norada, ka maksimalas lidzibas algoritms nav
piemérots 1su laika rindu apstradei.

Klasiskais k-vidéjo sadalosais algoritms ari uzradija vienotu tendenci kladu
noveértéSanas rezultatos — pieaugot klasteru skaitam, samazinas klasterizacijas kop€ja klada.
Tika izmantotas dazadas attaluma méra metrikas, bet uzlabojumu sasniegto rezultatu zina
nebija. Visas izmantotas metrikas uzradija vienotu tendenci. NO iegltajiem rezultatiem

secinams, ka ari k-videéjo sadalosais algoritms nav isti piemérots su laika rindu apstradei.
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Aglomerativais hierarhiskais algoritms, izmantojot dazadas normalizacijas pieejas,
uzradija lidzigas tendences, nosakot vienadu klasteru skaitu. Vizuali apliikojot iegiitas
dendrogrammas, tika secinats, ka klasterizacijas rezultatiem piemit tikai informativs raksturs
un iegutie rezultati nav pielietojami izstradajamaja sistéma.

Modificétais k-videjo sadalosais algoritms pec ieguto rezultatu un vidgjas absoliitas
klidas aprékina ir piemérotakais starp analizétajiem klasterizacijas algoritmiem. Sis
algoritms, izmantojot pieprasijuma normalizaciju ar dzives likni, uzradija labakos rezultatus,
vadoties pec vid€jas absolutas klasterizacijas kliidas noveértéjuma. Tapec Sis algoritms tika
izvelets par pamatu sirds nekrozes riska prognozésanas sist€émas izveidei.

No iegiitajiem eksperimentu rezultatiem var apgalvot, ka izveidota SNRPS, kas saistita
ar sirds mazsp&jas diagnostic€Sanu, ir efektiva, jo palidz atrak un efektivak iegut
farmakologisko  pétijumu rezultatus, ekonomgjot eksperimentu laiku un izmantoto
laboratorijas dzivnieku skaitu.

Eksperimenti paradija, ka izveidota sisttma nodroS§ina sirds nekrozes riska
prognozesanu, tikai uz sistéma ievaditajiem “jauna” laboratorijas dzivnieka raksturojoSiem
parametriem. Starp dzivnieka raksturojo$ajiem parametriem, kurus raksturo astoni atribiti,
tika veikta informativuma noteikSana. Rezultata tika atlasiti seSi atributi, kas tika izmantoti
turpmakajos eksperimentos. Bet viens atribiits Grupa, kas tika izslégts no datu kopas, kluva
par apakskopu sadaliSanas krit€riju (p€tamas vielas veids), jo atribiits satur svarigu pétijuma
informaciju.

Eksperimentali tika noteikts piemérotakais klasifikators apakskopu klasifikacijai, kas
bija C4.5 algoritms, kura iegttic rezultati ir viegli interpretéjami lietotajiem, jo lieto
induktivos 1émumu kokus. Izveidotas SNRPS precizitate tika noteikta, pielietojot 10-kartu
Skersvalidaciju, jo pie neliela objektu skaita nav lietderigi datu kopu sadalit apmacibas un
testéSanas kopas, jo tas vél vairak samazinas apmacibas kopas izméru.

Darba netika izpildita ieglito rezultatu salidzinosa analize ar lidzigam sistémam, jo tadas

nebija atrodamas analizétaja zinatniskaja literattra.

3.3. Bakteriju proliferacijas sindroma noteikSanas sistéma

Cilvéka gremoSanas sist€éma ir ideali apstakli dazadu bakteriju eksistencei. Cilveks ir
simbiotiska biitne, kas savu eksistenci var nodroSinat tikai sadarbojoties ar §1m baktérijam.
Gremosanas traktda mito$o baktériju sugu dazadiba ir loti liela. So mazo mikroorganismu
kopé€ja masa cilveka kerment ir ievérojama — 2 lidz 4 kilogrami. GremoSanas trakta mitoSo

bakteriju aptuvenais kopg€jais skaits ir ap 10*. Sis baktériju daudzums apméram 10 reizes
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parsniedz cilvéka organisma $tinu skaitu.

Baktériju proliferacija tievaja zarna ir S§is zarnas kolonizacija ar resnas zarnas
mikroorganismiem, kas var radit plasu klinisko spektru, sakot no viegliem un nekonkrétiem
simptomiem, lidz smagiem gremoS$anas traucéjumiem. Par baktériju proliferaciju tievaja zarna
tas sakumstadija, kad baktérijas parvietojas no resnas zarnas uz tievas zarnas sakumdalu,
stidzibas parasti ir tikai individiem ar hroniskam gremosSanas trakta slimibam. Simptomi, ko
rada baktériju proliferacija tievaja zarna, ir loti netipiski. Sie slimnieki sidzas par zarnu
diskomfortu, pastiprinatu gazu veidoSanos (meteorisms), nekartigu védera izeju. Medicina
tiek lietota virkne testu, lai noteiktu parmérigu baktériju augSanas sindromu tievajas zarnas
(Small intestine bacterial overgrowth (SIBO)). Sis sindroms ir sastopams biezak neka tiek
diagnosticéts. Sindroma attistibu var izraisit kunga skabes barjeras traucgjumi, ka ari tievo
zarnu disbakteriozes attistiba p&c antibiotiku lictoSanas. Bez tam zinatniskas publikacijas, kas
norada uz §1 sindroma klatesamibu individiem, kuriem tika diagnosticéts kairinatu zarnu
sindroms [56], ka arT ir pétjjums, kas norada uz tieSu SIBO ietekmi karinatu zarnu
sindroma [50].

Bakteriju proliferacijas sindroma (BPS) noteikSanai diagnostikas testi tiek iedaliti
invazivajos un neinvazivajos testos. Invazivajos testos tiek veikta pacienta intubacija un zarnu
sulas aspiracija no tievas zarnas, bet neinvazivie testi nosaka bakt€riju vielmainas produkta
koncentraciju plazma, urina vai izelpa. TukSas zarnas aspirata uzs€jums ir uzskatams par
“zelta standarta” diagnostikas testu. To ieglst, izmantojot pacienta intubaciju un zarnas
aspiraciju dazadas zarnu vietas. Skidruma daudzums, savak3anas vieta un mikrobiologisko
testu tehniskas detalas, ka arT izslégsanas vértibas BPS noteik$anai vél nav standartizétas [20],
tapéc Sobrid kliniskaja praks€ tiek izmantoti glikozes (GET) un laktulozes (LET) elpas testi.
Kliniski BPS diagnostikas algoritms nosaka, ka individam sakotngji tiek veikts GET tests. Ja
tas ir izradijies pozitivs, tad tiek veikts LET tests. Tikai abu pozitivu rezultatu gadijuma
individam diagnosticé BPS. Elpas testos izmanto noteiktu Gdenraza koncentraciju izelpas
gaisa. Udenradi un metanu veido tievo zarnu piesarnojosas baktérijas, fermentgjot
intraluminalus substratus (oglhidratus). Visbiezak izmantojamie Hy-ET substrati BPS
diagnoze ir glikoze un laktuloze. Pirmais ir monosaharids, kas pilnigi uzsiicas proksimalaja
tievaja zarna, otrais ir slikti absorbéts disaharids, kas sasniedz aklo zarnu. Abus substratus
fermente piesarnojoso bakteriju flora tievaja zarna ar denraza izstradi. Individiem, kas cies$
no BPS, glikozes elpas tests (GET) parasti uzrada vienu ,,agro” maksimalo tdenraza
izdaliSanos. Vismaz 6 stundas pirms testa veikSanas individam ir jaatturas no &dienreizes.

Vismaz 30 mintes pirms substrata uzpems$anas individam ir jaatturas no smékeéSanas un
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fiziskas slodzes. Alveolarais gaiss, t.i., péd€ja dala no vienas izelpas (aptuveni 150 ml), tiek
lietota mérjjumam. GET procedura: 75 g glikozes, kas ir izskidinata 400 ml tdens, ievada
orali [46]. Daudzumu pagatavo atbilstosi attiecibai 1 g glikozes/1 kg kermena svara. 1zelpas
paraugi tiek ievakti nekav€joties pirms procediiras, ka ar1 katras 20 mintites p&c substrata
ienemsanas 3 stundu laika. Ja H, koncentracija palielinas vairak ka A = 20 Pm, tad pienem, ka
tests ir pozitivs un ir apstiprinats BPS tievaja zarna.

Meérijumu novértésana lieto H; koncentraciju atkariba no laika (salidzinajuma ar Hp
koncentraciju ieelpotaja gaisa). Parasti ta sauktais nogrieztais lielums A, t.i. starpiba starp
maksimalo Hj koncentraciju elpa noteikta laika p&c substrata ievadisanas un Hj koncentraciju
tiesi pirms substrata ievadiSanas, tiek izmantota ka diagnozes kriterijs. Ja §1 starpiba parsniedz
kritisko vértibu A*, ir japienem noteiktas metaboliskas anomalijas iesp&jamiba. Ta ka kungi
jebkura substrata atrasanas laiks izpleSas loti plasa intervala pat normaliem cilvékiem, tad
parasti H, veidoSanas nesakas bridi, kad substrats jau ir izgajis cauri kupgim un
divpadsmitpirkstu zarnai. Elpas testu mérijjumi nedrikst tikt izbeigti pirms H, koncentracija
elpa nav sasniegusi maksimumu.

Ta ka GET un LET testi ir laikietilpigi, tad tie prasa ilgu pirmssagatavo$anas procesu,
kas parasti individiem izraisa negativu atticksmi pret So procediiru. Tapéc mérkis ir piedavat
alternativas pieejas BPS noteikSanai tievaja zarna, izmantojot datu iegliSanas metodes un
algoritmus. No izmekl§jumu rezultatiem, veicot GET testus un atbildot uz anketESanas
jautajumiem par individa paSsajiitas novert€§jumu, tiek piedavata sisteéma, kas nosaka BPS
tievaja zarna. GET testu rezultati ir uzskatami par isam laika rindam [21], jo nolasijumu
skaits vienai laika rindai sastav no 10 periodiem (laika intervaliem), kas iegiiti no izelpas
paraugiem (ievakti nekavgjoties pirms procediiras, ka arT katras 20 miniites péc substrata
iepemSanas 3 stundu laika). Individa paSsajitas noveértgjums tiek aprakstits ar virkni
jautajumu, uz kuriem atbildes sniedz individs GET testa izpildes laika. Jautajumus uzdod

kvalificéts medicinas darbinieks un atbildes registré speciala protokola.

3.3.1. BPS noteikSanas sistemas uzdevuma nostadne

Lai nodrosinatu kvalitativaku medicinisko apriipi un neraditu individiem negativu
attieksmi pret veicamo testu, nepiecieSams izstradat pieeju, kura nodrosina BPS noteikSanu
tievaja zarna, pielietojot datu iegiiSanu. lzmantojot datu iegusanu, izstradat sisttmu BPS
noteikSanai tievaja zarna. Izstradatajai sist€émai janodroSina $adi nosacijumi:

1. Noteikt BPS tievaja zarna p&c vésturiskiem GET testu rezultatiem — Tsas laika rindas

un individa passajitas novert€jumu raksturojosos parametros;
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2. Jaunam individam BPS noteikSana tievaja zarna ir jabalsta uz esoSO paSsajiitas
novertgjumu;

3. Iegitajiem rezultatiem ir jabat viegli interpretéjamiem.

Lai realizétu izvirzitos uzdevumus, nepiecieSams izveidot sist€ému, kas nodrosina un izpilda:

1. Tsu laika rindu apstradi (GET testu rezultati) ar klasterizacijas algoritmiem, un izverte
ieglitos rezultatus;

2. Individa apraksto$o un pa$sajiitas noveértéjuma informativako atribiitu atlasi;

3. Klasterizacijas rezultatu (klaSu) transformaciju, atbilstosi klinisko rezultatu klasu
struktiirai;

4. Noteikto informativako atribiitu apstradi, pielietojot klasifikacijas algoritmus;

5. BPS noteik$anu tievaja zarna “jaunam” individam tikai ar passajitas novertéjuma

atribatiem.

3.3.2. BPS noteikSanas sistémas darbibas princips

No izvirzitajiem uzdevumiem, piedavatajai sistémai, kas paradita 3.29. att€la, ir
jaapstrada divu veidu datu plismas. Viena ir GET testu vésturiskie rezultati, kas att€loti ka
1sas laika rindas ar desmit laika intervaliem, otra — individa paSsajiitas noveértgjums, kuru
raksturo atribaiti: dzimums; slikta diisa; atraugas; meteorisms; pilnuma sajita un klinisko
izmeklgjumu rezultati, kuru raksturo atribiits klase. Sistémai javeic: informativako atribiitu
atlasi, datu klasterizaciju, piemé&rotaka klasteru skaita noteikSanu, klasu transformaciju, jaunas
datu kopas izveidi, apvienojot dazadas datu struktiiras, divu veidu datu plasmu klasifikaciju
un BPS noteikSanu.

Atribiitu informativuma noteik$anai, tiek lietotas CfsSubsetEval atribtitu noveértgjuma un
BestFirst parmeklésanas metodes, kas biezi tiek izmantotas datu iegisana [70]. Péc individa
passajitas noverté&juma un raksturojoso informativako atribiitu atlases datu kopai, kura darba
ietvaros tiks apziméta ar DS1, pievieno klinisko izmeklgjumu rezultatus (atribiits klase —
kliniski apstiprinats bakteriju proliferacijas sindroms). Izveidota datu kopa DS1 tiek nodota
1. klasifikatoram, lietojot k-tuvako kaiminu, C4.5 un CN2 klasifikacijas algoritmus, nosaka
sakaribas starp individa raksturojoajiem parametriem un klasém. Isas laika rindas tiek
apstradatas klasterizacijas modeli, lietojot modificetu k-videjo sadaloso algoritmu, tiek
noteikts piemeérotakais klasteru skaits datu kopas klasterizacijai. Klasterizacijas rezultata
iegitas klases transformacijas modeli tiek parveidotas uz klinisko izmekl&jumu klaSu
strukttiru. Iegtta klaSu struktiira, vadoties péc individa identifikacijas numura, tiek pievienota

atlasttajai informativako atribtitu kopai, kas darba ietvaros tiks apziméta ar DS2, kas talak tiek
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apstradata 2. klasifikatora, lietojot k-tuvako kaiminu, C4.5 un CN2 klasifikacijas algoritmus,
nosakot sakaribas starp individa raksturojoSajiem parametriem un klasterizacijas rezultatiem.
No 1. klasifikatora, kas apstrada DS1 datu kopu, tiek iegiti rezultati, kas raksturo saikni starp
individa passajiitas novertéjuma raksturojosiem parametriem un kliniskajiem rezultatiem. No
2. klasifikatora, kas apstrada DS2 datu kopu, tiek ieguti rezultati, kuri raksturo saikni starp
elpas testu mérjjumiem un klasterizacija iegiito klasi, kura tiek reduc@ta uz klinisko rezultatu
klaSu struktiiru.

Divu dazadu datu plismu apstrades modelis nodroSina to, ka iegttic rezultati tiek
analizeti no dazadam pusém. Tiek iegiti divi neatkarigi novert€jumi, kuru rezultatus salidzina
BPS noteikSanas modeli, kas izvada pazinojumu vai individam ir nepiecieSama talaka
izmeklesana. Sis piedavatais divu plismu apstrades modelis garantg, ja individs negodpratigi
atbildgjis uz paSsajiitas noveért€juma jautajumiem, pastav iespeja, ka otrs klasifikators atklas

nepatiesi sniegtas zinas.

Individa paSsajiitas novertéjuma informativako atribiitu atlase

Individa raksturojosajos un passajiitas novert€§juma atribiitos tick mekl&ti tie atribiti,
kuri veido informativu atribtitu kopu. Datu klasifikacija, lai klasifikators uz raditu augstaku
precizitati, nepiecieSsams izmantot datu kopu, kura atribati ir informativi. Tapéc pirms
klasifikacijas procesa uzsakSanas ir eksperimentali javeic atribiitu informativuma noteikSana
vai to sadaliSana p&c atribiitu svariguma. Atriblitu informativuma noteik$anai p&tijumos tika
izmantota CfsSubsetEval atribtitu novértéjuma un BestFirst parmeklésanas metodes [70]. Péc
atribitu atlases informativakajiem atributiem tiek pievienota klinisko pétijumu rezultata
iegiita klase, vadoties péc individa identifikacijas numura. Izveidota DS1 datu kopa tiek

nodota 1. klasifikatoram.
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Izelpas tidenraZa koncentracijas datu klasterizacija

Izelpas udenraza koncentraciju, kas formalizéta ka Tsas laika rindas, analiz€ ar
klasterizacijas palidzibu, nosakot lidzibu starp laika rindam, savstarp&ji salidzinot tas katra
laika punkta. Ka pieradija p€tijumi ar pieprasijuma prognoze€Sanas sistemu, kas aprakstita
3.1.3. apakSpunkta, wun sirds nekrozes prognoz€Sanas sisttmu, kas aprakstits
3.2.3. apaks$punkta, tad piemérotakais 1su laika rindu klasterizacijas algoritms ir modificéts k-
videjo sadalosais algoritms, kura darbibas princips ir izklastits 2.3.4. apak$punkta.

Klasterizacijas algoritmam ir janosaka piemérotakais klasteru skaits, kas biitu
izmantojams analiz€jamas datu kopas klasterizacijai. Svarigi, lai pielictotais algoritms

nodros$inatu klasterizacijas noturibu jeb robustumu [35].

KlasSu transformacija

Klasu transformacijas modeli, kas paradits 3.29. att€la, tiek realiz€ta klasterizacija
ieglito klasu parveidoSana atbilstosi klinisko rezultatu klasu struktiirai. Piem@ram, ja
klasterizacijas rezultata ir iegiitas piecas klases (klasterizacija iegitie klasteri no “C1” lidz
“C5”), bet klinisko rezultatu struktira sastav no divam klasém (“C1” un “C2”), tad tiek
veidota jauna struktiira (transforméta klase, sastav no “C0” un “C1”). Jauna struktiira, kuras
izveidosana paradita 3.11.tabula, nosaka, ka katram klasterizacijas rezultata iegtitajam
Klasterim tiek aprékinats (saskatiti objekti katra no klasteriem) objektu skaits, kas atbilst
klinisko pétijumu klasu struktirai. Transforméta klase tiek pieskirta péc lielaka aprekinata

objektu skaita, kas 3.11. tabula iezimé&ts ar treknrakstu, klinisko p&tijumu klasu struktiira.
3.11. tabula

KlaSu transformacija

_ Klinisko rezultatu Transformata klase
Klasterizacija iegiitie klaSu struktiira
Klasteri Objektu skaits | Objektu skaits _
ar klasi “C0” ar klasi “C1” Max(CO;C1)
C1 2 11 C1
C2 0 1 C1
C3 45 9 CO
C4 19 7 Co
C5 0 1 C1
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Datu savieno$anas modelis

Datu savienoSanas modeli informativakajiem atributiem, kas ieglti no individa
raksturojosajiem un pa$sajiitas novertéjuma atribiitiem, tiek pievienota klase, kura noteikta
transformacijas modeli, parveidojot klasterizacijas rezultatus atbilstosi klinisko rezultatu klasu
struktiirai. Datu savieno$ana notiek péc individa identifikacijas numura. Izveidota datu kopa

tieck apzimé&ta ar DS2 un nodota 2. klasifikatoram (skatit 3.29. attélu.).

BPS datu Klasifikacija

Pec sakotngji izvirzitajiem uzdevumiem, kuri nosaka, ka sisteémas iegiltajiem
rezultatiem ir jabit viegli interpret§jamiem un saprotamiem, tapec datu klasifikacijai labak ir
izvélieties tadus algoritmus ka C4.5, lieto induktivos lémumu kokus [58], CN2, lieto
induktivo secinasanu [14] un k-tuvako kaiminu (KNN), lieto attaluma méru metriku [12]. So
algoritmu iegutie rezultati ir viegli uztverami un interpret€jami, salidzinot, pieméram, ar
neironu tikliem. Klasifikacija kalpo par pamatu, lai noteiktu sakaribas starp individa
aprakstoSajiem passajiitas novertéjuma atribiitiem un klasterizacija iegiitajiem rezultatiem,
apstradajot datu kopu DS2 ar 2. klasifikatoru. Savukart, apstradajot datu kopu DS1 ar
1. klasifikatoru, tiek noteiktas sakaribas starp individa raksturojosajiem paSsajitas
novertejuma atribiitiem un klinisko diagnozi (GET elpas testa rezultati). Katra izveidota datu
kopa tiek analizéta atseviska klasifikatora, un $o klasifikatoru iegiitie rezultati tieck nodoti BPS
noteikSanas modelim. Klasifikatoros eksperimentali tiek lietoti C4.5, CN2 un k-tuvako
kaiminu algoritmi, lai péc to precizitates rezultatiem izvélétos piemérotako Klasifikatoru

problémsfeéras uzdevumu realizacijai.

BPS noteikSana

BPS noteikSsanas modeli no Klasifikatoru (1. Klasifikators un 2. Kklasifikators)
sanemtajiem rezultatiem ar nosacijuma likumu tiek noteikts BPS. Ar nosacijuma likumu
(pieméram, JA 1.klasifikators="C0” UN 2.klasifikators="C0” TAD BPS="Negativs”) tiek
salidzinati divi klasifikatoru rezultati, ja 1. klasifikatora klasifikacijas rezultats ir klase CO un
2. klasifikatora klasifikacijas rezultats ir “C0”, tad sist€ma izvada pazinojumu, ka individa
BPS testa rezultats ir negativs un nav nepiecieSana talaka izmekl&Sana. Ja viena vai abos
klasifikatoros rezultats ir klase “Cl”, tad sisttma izvada pazipojumu, ka individam ir

nepiecieSams veikt talaku izmeklesanu, veicot glikozes testu.
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3.3.3. Eksperimenti ar BPS datu kopu un iegiito rezultatu analize

P&tfjumiem tika izmantoti brivi pieejamie datu iegtisanas riki Weka un Orange Canvas,
kurus izmantojot veikti eksperimenti, nosakot:

a) informativakos individa raksturojoSos un passajitas noveért€juma atribiitus;

b) ar klasterizaciju piemérotako klasteru skaitu H, koncentracijas datos izelpa;

€) piemérotako klasifikatoru;

d) “jauna” individa BPS.

Eksperimentu veikSanai klasteriz€jot Tsu laika rindas, tika izmantota darba autora izstradata

programmatiira, kas realizé datu apstradi modificétam K-vidéjo sadalosajam algoritmam.

BPS noteikSanas sistémas datu kopas apraksts

Eksperimentiem izmantoti dati no retrospektiva pétijuma, kura ieklauti abu dzimumu
individi bez vecuma ierobezojuma. P&tijuma piedalijas 95 individi, kuriem tika veikti glikozes
elpas testi. Tika izstradats protokols, kura ietverts: glikozes elpas testa tidenraza nolasijums
bez CO, korekcijas laika perioda no 0 Iidz 180 miniatém ar intervalu 20 minttes, ka ari
individa svars un vecums ieklausanas bridi pétijuma; dzimums (Virietis-0; Sieviete-1);
glikozes testa slédziens jeb kliniska pétijuma rezultats — klase (Negativs-0; Pozitivs-1);
individa paSsajiitas novértéjuma parametri: Slikta dasa (Feeling sick) (Ir-1; Nav-0); Atraugas
(Eructation) (Ir-1; Nav-0); Meteorisms (Flatulence) — gazu uzkrasanas (Ir-1; Nav-0) un
Pilnuma sajuta (Fullness) (Ir-1; Nav-0). Negativs glikozes testa rezultats norada, ka talaka
parbaude nav nepiecieSama, bet pozitivs rezultats — individam ir nepiecieSama papildus

izmeklésana.

Informativako atributu noteikSana

Izmantojot datu apstrades riku Weka tika noteikti informativakie atributi, lietojot
CfsSubsetEval atribitu novertéjuma un BestFirst parmeklésanas metodes. No sakotn&jas datu
kopas, kura bija septini atributi — Dzimums, Svars, Vecums, Slikta diisa, Atraugas,
Meteorisms, Pilnuma sajiita, tika atlasiti pieci atribati: Slikta diisa (100 %), Dzimums (70 %),
Pilnuma sajita (50 %), Svars (40 %) un Atraugas (40 %). Iegttie rezultati ickavas norada, cik
procentos gadijumu atribiits ir ticis ieklauts atribiitu kombinacijas ar lielako novertejumu.

Atlasitie atribiiti tika izmantoti turpmakajos eksperimentos.

117



Izelpas tidenraza koncentracijas klasterizacija

Eksperimentu gaita tika noteikts piemé&rotakais klasteru skaits, kas jaizvélas datu kopas
klasterizacijai, vadoties p&c vidgjas klasterizacijas kludas pie dazadu klasteru skaita. Ka
redzams no 3.12. tabulas, tad piemérotakais klasteru skaits ir pieci, jo pie §1 klasteru skaita
tiek sasniegta mazaka vid¢ja absoluta klada (MAE).

3.12. tabula
Klasterizacijas rezultati ar modificétu k-videjo sadaloso algoritmu
Klasteru skaits
2 3 4 5 6 7 8 9
Vidgja
absolata | 0,335 | 0,329 | 0,283 | 0,125 | 0,146 | 0,183 | 0,167 | 0,154
kluda

Rezultati norada ar1 uz klasterizacijas robustumu, pielietojot So algoritmu 1su laika rindu
apstradei, kas nav iegiistams pielietojot, pieméram, klasisko k-vidéjo sadaloso algoritmu, kura

iegltie rezultati paraditi 3.13. tabula.

3.13. tabula
Klasterizacijas rezultati ar k-vidéjo sadaloso algoritmu
Klasteru skaits
2 3 4 5 6 7 8 9
Summeéta
kvadratiska | 20,56 | 19,15 | 17,42 | 15,93 | 15,23 | 14,74 | 13,76 | 12,59
kluda

Klasifikacijas algoritmu precizitates salidzinos$a analize

Lai noteiktu piemérotako klasifikacijas algoritmu, kuru var€tu izmantot par pamatu
realiz€jamas sistémas izveide, tika veikta virkne eksperimentu ar C4.5, CN2 un k-tuvako
kaiminu klasifikacijas algoritmiem. legitie klasifikacijas eksperimentu rezultati ir paraditi

3.14. tabula, lietojot 1. Kklasifikatoru ar DS1 datu kopu un dazadam precizitates

novertésanas pieejam.
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3.14. tabula

Klasifikacijas rezultati ar DS1 datu kopu

Klasifikcijas 10-kartas Skersvalidacija Izlaist vienu
algoritmi KlaSIﬁk_é‘CIJaS Jutigums | Specifiskums Klas‘ﬁk?‘cuas Jutigums | Specifiskums
precizitate precizitate
C45 0,65 0,87 0,08 0,64 0,87 0,04
kNN 0,63 0,86 0,04 0,68 0,87 0,12
CN2 0,67 0,91 0,04 0,63 0,86 0,04

Novérojams, ka izmantotie klasifikatori labak ir atpazinu$i negativo Klasi (“C0”) —
individus, kuriem nav nepiecieSam talaka izmekl&Sana. Ja raugas no izvirzita darba
uzdevuma, tad sasniegts pozitivs rezultats, bet, ja skatas — cik labi klasifikators ir atpazinis
pozitivo klasi (“C1”), tad rezultats nav iepriecinoss, jo specifiskums, piem&ram C4.5
algoritmam ar 10-kartu Skérsvalidaciju ir tikai 0,08.

Nakosaja eksperimenta, lietojot 2. klasifikatoru ar DS2 datu kopu, tika iegtti rezultati,
kuri paraditi Error! Reference source not found.. tabula. Rezultati parada, ka KNN algoritms
vienlidz labi ir atpazinis gan pozitivo, gan negativo klasi. CN2 algoritms uzrada gandriz
100 % negativas klases atpazistamibu, ta¢u pozitivas klases atpazistamibu varétu véleties
augstaku. Savukart, C4.5 algoritms ar abam precizitates novért€juma pieejam uzradija
lidzigus rezultatus, atpazistot negativo klasi, jutigums bija attiecigi 0,65 un 0,69, bet —

pozitivo klasi, specifiskums bija 0,39 abos gadijumos.
3.15. tabula

Klasifikacijas rezultati ar DS2 datu kopu

Klasifikacijas 10-kartas skersvalidacija Izlaist vienu
algoritmi Klasifikacijas | j,5oums | Specifiskums | Klasifikacijas |5 q00ms | Specifiskums
precizitate precizitate
C4.5 0,53 0,65 0,39 0,55 0,69 0,39
kNN 0,46 0,51 0,39 0,42 0,43 0,41
CN2 0,6 0,98 0,16 0,63 0,98 0,23

Ta ka C4.5 algoritms uzradija salidzino$i vienadus rezultatus ar abam precizitates
novértéjuma pieejam, klasificgjot DS1 un DS2 datu kopas attiecigi ar 1. klasifikatoru un
2. klasifikatoru, par pamatu datu kopu klasifikacijai BPS noteikSanas sist€éma tika izvel&ts

C4.5 algoritms, kura iegiitais klasifikacijas koks ar 1. klasifikatoru ir paradits 3.30. attgla.
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" 1
Dzimums Dzimums
1/\0> 0 1
Atraugas ( Ca ‘/CO Atraugas
o/
0 1. 0 1
’/(‘0 } Pilnuma /C 0 f/ c1)
N/ sajuta \_/ \_/
1 0
< P
[ C1) [ CO )
\_ N

3.30. att. “Uzbuvéetais” klasifikacijas koks 1. klasifikatoram ar DS1 datu kopu

legtais klasifikacijas koks ar 2. klasifikatoru ir paradits 3.31 attela.
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3.31. att. “Uzbuvétais” klasifikacijas koks 2. klasifikatoram ar DS2 datu kopu

Pétijumi paradija, ka, eksperimentgjot ar C4.5, CN2 un k-tuvako kaiminu klasifikacijas

algoritmiem un precizitates novértéSanas pieejam, ir iesp&jams noteikt piemérotako

klasifikacijas algoritmu, kas nepiecieSams BPS noteikSanas sist€émas izstradasanai.

BPS noteik$ana “jaunam” individam

BPS noteikSana “jaunam” individam tiek veikta uz klasifikatora apmacibas rezultata

iegiitiem klasifikacijas kokiem, uz kuriem tiek projicéti “jauna” individa raksturojoSo un

passajiitas novert§juma atribiitu veértibas, sasniedzot kadu no klasifikacijas koka lapam, kas

raksturo iegiito rezultatu klases norada uz rezultatu (klasi). Pienemsim, ka “jauna” individa

raksturojoSie un paSsajitas novért€juma atributi ir $adi: Svars=57, Vecums=33, Dzimums=1,

Slikta disa=0, Atraugas=0, Meteorisms=0 un Pilnuma sajiita=1. Apmacibas rezultata iegutie
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klasifikacijas koki ir paraditi 3.32. un 3.33. attélos pa kreisi, bet “jauna” individa raksturojosie
un paSsajitas novertéjuma atribati, kas ir projicéti uz ieguto klasifikacijas koku (skatit
3.32. un 3.33.) — attélos pa labi. Ar izceltu liniju tiek noradits ce]$ un nakamo koka limeni,
vadoties péc attieciga atributa vértibas. Pieméra gadijuma tika iegtta klase ,,C0”, kas norada
uz negativu rezultaitu — individam nav nepiecieSama talaka izmekl€Sana. Ja projekcijas
rezultata netiek noteikta klase, citiem vardiem sakot, nav sasniegta neviena no klasifikacijas

koka lapam, tad iegiitais rezultats tiek pielidzinats klasei ,,C1” — individam ir nepiecieSams

Slikta dfisa
0

veikt talaku izmeklésanu.

—
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_A O\ —— D/\l\
N N
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— .
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3.32. att. Jauna individa raksturojo$o atribiitu vertibu projicé$ana uz iegiito lémumu koku, kas

ieguts klasifikacijas rezultata ar 1. klasifikatoru un DS1 datu kopu
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3.33. att. Jauna individa raksturojosSo atribiitu vértibu projic€Sana uz iegiito lemumu koku, kas

iegits klasifikacijas rezultata ar 2. klasifikatoru un DS2 datu kopu
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3.3.4. Kopsavilkums un secinajumi par BPS noteikSanas sistemu

Rezultata izveidota BPS noteikSanas sisteéma [39], ar kuru iesp&ams noteikt vai
individam ir nepiecieSams veikt laktulozes testu. Eksperimenti paradija, ka izveidota BPS
noteikSanas sistéma ir sp&jiga apstradat dazadas datu struktiiras — Tisas laika rindas un
individa raksturojo$os parametrus. legiitic rezultati ir viegli uztverami (BPS pozitivs vai
negativs) sisteémas lietotajam.

P&tijumi paradija, ka, lietojot datu iegisanas metodes un algoritmus, iesp&jams izveidot
BPS noteiksanas sistému, nepaklaujot individu garai un nepatikamai mediciniskai procedrai.

Klasteriz€jot 1sas laika rindas ar modificétu k-videjo sadaloso algoritmu tika noteikts
piemérotakais klasteru skaits péc vid€jas absoluitas kliidas aprékina.

Darba autora piedavata pieeja nodroSina klasterizacija ieguto klasu struktiru
transformaciju vienota kltnisko izmekl&jumu klasu strukttra.

Lietojot C4.5, CN2 un Kk-tuvako kaiminu algoritmus, eksperimentali tika noteikts
piemérotakais klasifikators DS1 un DS2 datu kopu klasifikacijai, kas bija C4.5 algoritms.
Izveidotas BPS noteikSanas sistémas precizitate tika noteikta, pielietojot 10-kartu
Skersvalidaciju, jo pie neliela objektu skaita nav lietderigi datu kopu sadalit apmacibas un
test€Sanas kopas, ta ka tas vél vairak samazinas apmacibas kopas izméru.

Divu klasifikatoru izmanto$ana rezultata var ar lielaku ticamibu noteikt BPS tievaja
zarna, jo tiek nemti véra individa paSsajutas novertejuma faktori un vesturiski elpas testu
rezultati. Ja individs ir negodpratigi atbild€jis uz paSsajiitas novertgjuma jautajumiem, tad
pastav iesp€ja, ka klasifikators, kur§ apmacits ar datiem par H, koncentraciju izelpa, klasifices
paaugstinatu Hy Itmeni izelpa, kas noradis uz pozitivu BPS.

Eksperimentos ar klasifikatoriem tika noskaidrots, ka izveidota sistéma labak atpazit
negativo Kklasi — individus, kuriem nav nepiecieSama talaka izmekléSana, kas bitiba ir
izveidotas sistémas mérkis — atlasit individus, kuriem netiek lieki t€réti veselibas apriipes
resursi un finanséjums, ka art individi netiek paklauti garam un nepatikamam izmekl&juma
procesam. Protams, lai piedavato sisttmu integrétu veselibas apriipes vai gastroenterologijas
skrininga sistémas ta vél ir japilnveido, iegustot lielaku individu populacijas kopu, kas
iesp&jams uzlabotu negativas klases atpazistamibu.

Péc individu populacijas grupas palielinasanas un eksperimentiem ar izveidoto modeli
tiks izstradats sist€émas prototips, ar domu to integrét veselibas apriipes iestadé talakai

testesSanai.
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4. PROGNOZESANAS SISTEMAS IZSTRADASANAS VADLINIJAS

Sis nodalas ietvaros tiek aprakstitas prognozé$anas sistémas izstradasanas vadlinijas
(PSIV), kas raditas, balstoties uz iegito pieredzi lidzigu sist€ému izveide, par kuram tiek
stastits ieprieksgja nodala. PSIV sniedz paskaidrojumus, ka realizét datu apstrades sist€mas,
kur par datu avotu kalpo 1sas laika rindas un to raksturojoSie parametri, balstoties uz iegiito
pieredzi Iidzigu sist€ému izveidoSana. Vadlinijas veidotas, balstoties uz ieglito pieredzi precu
pieprasijumu, sirds nekrozes riska un baktériju proliferacijas sindroma prognozesanas sist€tmu
izstradasana. Vadlinijas norada izpilditajam, kadu modela struktiiru ieteicams veidot,
balstoties uz pasiititaja iesniegto datu aprakstu. Pasiititajs ir persona vai organizacija, kas
defin€ prasibas un iesniedz analiz€jamo datu aprakstu. Izpilditajs ir persona vai organizacija,
kas noverte iesniegtas prasibas, izanaliz€ tas un sniedz pasititajam atbildi. Ja puses vienojas
par nakamo soli, tad izpilditajs uz iesniegto prasibu pamata izstrada piemérotako sist€mas
risinajumu, balstoties uz vadlinijam. P& prognozésanas sist€mas risinajuma izvéles,
izstradatajs realizé sisttmu un veic tas darbibas parbaudi, vadoties péc klasifikacijas
precizitates novert€juma. Ja novertejums ir pietiekoss, izpilditajs veic sisteémas ievieSanu un

integraciju pasititaja informacijas sist€mas.
4.1. PrognozeSanas sistémas struktiira

PrognozeSanas sisteémas struktira ir paradita 4.1. att€la, ta sastav no pieciem
izstradasanas posmiem. Pirmaja posma tiek veikta prasibu defin€Sana, kas ietver pasiititaja un
izpilditaja dialogu, analiz€jot pasutitaja piestadito datu atbilstibu izstradajamajai sist€mai un
izvirzitajam uzdevumam — prognozes mérkim. Otraja posma notiek piemeérotaka sist€mas
izstradaSanas scenarija izvéle. TreSaja posma tiek izstradats sistémas koncepts. Ceturtaja
posma notiek izstradata sist€émas koncepta test€Sana, ja §1 izveidota koncepta precizitate ir
pietickoSa, tad koncepts tiek parveidots sisttema. Piektaja posma tiek veikta izveidotas

sisteémas integracija pasiititaja informacijas sistéma.

I posms III posms IV posms V posms
IT posms o L o

Prasibu > I L Sisteémas > Sistémas P Sistémas
— Scenarija izvele R — .

definésana izstradasana testé8ana ievieSana

4.1. att. Prognoz&Sanas sistémas izstradasanas posmi

Prasibu definéSanas posms izversta veida paradits 4.2. att€la, kur pasititajs iesniedz

izpilditajam analiz€jamo datu kopumu un defin€ prognozes mérki. Lai izveidotu
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prognozeSanas sisteému, analiz€§jamiem datiem ir jasatur vesturisku notikumu veértibas un to
raksturojosie parametri. Vésturiskas notikumu vértibas tiek definétas ka isas laika rindas, to
novérojumu periodiem ir jabiit nelieliem un unikaliem. Ve&sturisko notikumu vértibu
diapazona atbilstibu analiz€jamiem procesiem nodroSina ar datu pirmapstrades palidzibu.
RaksturojoSie parametri apraksta vesturisku notikumu vértibu T1pasibas. Raksturojoso
parametru (atribtitu) vértibu diapazons var biit gan nepartraukts, gan diskréts, pieméram,
preces cena un preces veids. RaksturojoSo parametru atbilstibu analiz€jamiem procesiem
nodroSina ar datu pirmapstrades palidzibu. Pasiititajs var ar1 strikti definét (sakartot pec
nozimiguma) raksturojoSos parametrus, tad izstradatajam ir javeic attiecigi soli sist€émas
izstradasanas vadliniju izvelg.

PRASIBU DEFINESANA

| Isas laika rindas: RaksturojoSo parametru ‘
‘ vésturisku notikumu josop

| - . . nozimiguma defin&Sana
.| vertibu laika periodu un et _
un iesp&jamo vértibu

mérfjumu diapazonu :
apraksts |

apraksts ‘
\
»  Pasiititajs Izpilditajs
v
Atteikuma N& Izvirzito prasibu atbilstibas
iemesls Atbilstiba parbaude piedavato datu striktiram
un verttbam

4.2. att. Prognoz&sanas sistémas prasibu definésana (I posms)

Prognozes mérkim ir jabuit skaidri definétam, ta sasniegSanai jalieto tikai “jauna”
analiz€jama objekta raksturojosSie parametri. Gadijuma, ja sist€tmas apmacibas procesa, ir
jalieto noteikts vesturisku notikumu periods (isas laika rindas par noteiktu laika periodu,
pieméram, precu pardoSanas apjoms par 2012. gadu), tad pasititdjam japieprasa S$is iesp&jas
integréSana sistéma. P&c pasiititaja iesniegto prasibu defin€Sanas, izpilditajs noveérte datu
struktiiru atbilstibu izvirzitajam mérkim, ja ir atbilstiba, tad var pariet pie nakama posma
izpildes, ja né, tad izpilditajs izveido atskaiti par atteikuma iemeslu un veic neatbilstibas

noversanu sadarbiba ar pasutitaju.
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4.2. PrognozeSanas sistémas scenarija izvéle

Prognozésanas sistémas scenarija izvéle sakas no lietotaja datu bazes (skatit 4.3. att€lu),
no kuras ar vaicajuma palidzibu tiek atlasita analizei nepiecieSama informacija (v€sturiskas
sas laika rindas un to raksturojoSie parametri), kas nonak datu sadaliSanas bloka. Datu
sadaliSanas bloka tiek izdalitas divas datu pliismas: vesturiskas laika rindas un to raksturojosie
parametri. Vesturiskam laika rindam ir iesp&ja pielietot datu sagatavoSanu un/vai datu
pirmapstradi. Datu sagatavoSanas procesa tiek piedavats veikt periodu izlidzinasanu,
iztrikstoSu vertibu apstradasanu. Datu normalizacijas procesa tiek piedavats veikt domingjoSu
vertibu normalizaciju ar dzives likni. L1dzigu objektu grupu noteikSana tiek veikta ar klasteru
analizi, pielietojot modificétu k-videjo sadaloso algoritmu, nosakot piemé&rotako klasteru
skaitu datu kopas klasterizacijai. Vadoties péc uzdevuma specifikas, ir iesp&ams veikt
klasterizacijas procesa iegiito klasu skaita transformaciju uz raksturojoSo parametru klasu
skaitu. Iespjams ari klasterizacijas rezultatus parveidot paraugmodelos, kas attelo klasteru
vidgjas vertibas katra laika perioda. RaksturojoSo parametru datu sagatavoSanas procesa tiek
piedavats veikt iztrukstoSu vertibu apstradasanu, datu normalizaciju, pielietojot z-novértejuma
normalizaciju ar standarta novirzi, un datu diskretizaciju. RaksturojoSo parametru
klasifikacijas procesam tiek piedavatas vairakas iespgjas:

a) klasifikacijai izmantot datu kopu, kas sastav no raksturojoSajiem parametriem un $o
parametru raksturojo$as klases (noteikta klinisko, farmakologisko vai citu pétijumu
rezultata un tiek uzskatita par “zelta standartu™);

b) ja nepiecieSsams, veikt raksturojoso parametru datu kopas sadaliSsanu apak$kopas,
vadoties péc atribiitu nozimiguma sadalijuma, kas noteikts eksperimentali, vai ari to
ir defingjis pasititajs;

¢) Kklasifikacijai izmantot datu kopu, kas sastav no raksturojoSajiem parametriem un

klasterizacija iegutas klases.

Dazadu datu tipu apvienoSana tiek realiz€ta, ja izvéleta pieeja, kas aprakstita apakSpunktos
“b” un “c”. Sakaribu noteikSanai starp dazadu struktiru datiem jeb klasifikacijai, tiek
piedavats izmantot C4.5 algoritmu, atkariba no uzdevuma specifikas klasifikatoru skaits var
mainities.

NosacTjumu likumu veidoSana balstas uz vairaku procesu darbibas rezultatu apkoposanu
JA ... UN ... TAD ... likumu veida, kur:

a) pirmais nosacijums ir izveidotas apakSkopas sadalo$a parametra vértiba (pieméram,

analiz€jamas vielas veids — atribiits Grupa, kas pievienots baribai; vertibu
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b)

diapazons 1-5);

otrais nosacijums ir analiz€jama objekta klase (iegtta klasterizacijas rezultata);

c) slédziens — atribiits Risks ir objekta “zelta standarta” veértiba.

Katra objekta klasifikacijas rezultata tiek izveidots viens nosacijumu likums, kas tiek
saglabats likumu datu bazg, pieméram JA Grupa=1 UN Klase=C2 TAD Risks=35.

Promocijas darba dazadam problémvideém izstradato sist€ému scenariju att€lojumi ir

paraditi 4.3. attéla ar sarkano krasu — pieprasijumu prognozéSanas sistéma (PPS), ar zilu

krasu — sirds nekrozes riska prognozeésanas sisttma (SNRPS) un ar zalu krasu — bakteriju

proliferacijas sindroma noteikSanas sisttma (BPSNS).

Jauna objekta prognozéSana tiek veikta, ievadot sisttma objekta raksturojosos

parametrus, kur ar Klasifikatora palidzibu nosaka objekta piederibu kadai no klasém un talak

atkariba no uzdevuma specifikas tiek realizeta iegiito klasifikacijas rezultatu interpretacija:

a)

b)

ja prognozesana tiek veikta, izmantojot paraugmodelus, tad klasifikatora iegiita
klase norada uz attieciga paraugmodela numuru, kas raksturo objekta pieprasijumu
nakotné noteikta laika posma. Lietotajam pastav iesp€ja, ka pirms prognozes
veikSanas sistéma tiek apmacita uz konkréta izveleta vesturiska pieprasijuma
perioda;

ja prognozesana tiek veikta izmantojot nosacitus likumus, tad klasifikatora iegiita
klase un sadalosa parametra vértiba norada kadus nosacitus likums, ir jaatlasa no
nosacitu likumu datu bazes. Balstoties uz atlasitajiem likumiem, kas raksturo
nosacito likumu paradiSanas biezumu, tiek veikti aprékini izskaitlojot prognozéto
vertibu;

ja prognozesana tiek veikta, izmantojot datu kopas ar un bez klasterizacijas rezultatu
izmantoSanas, tad prognozes noteikSana balstas uz dazadu klasifikatoru rezultatu
salidzinasanu. Ja abi klasifikatori nosaka klasi “C0”, tad prognoze nozimé, ka nav
javeic turpmakas darbibas. Bet ja rezultats ir klase “C1” vai rezultats netika noteikts,

tad prognoze nozimé, ka javeic turpmakas darbibas.

Scenarija izvéles patiesumu var noskaidrot tikai eksperimentali, izveidojot sist€émas

konceptu un veicot test€Sanu ar pasititaja realo datu kopu.
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4.3. PrognozesSanas sistémas izstradasana un testéSana

P&c scenarija izvéeles tiek izstradats prognozéSanas sistemas koncepts, uz kura bazes tiek
veikti eksperimenti ar pasiititaja realu datu kopu, rezultatd nosakot klasifikatora precizitati,
jutigumu un specifiskumu. Atseviskos gadijumos, it 1pasi medicina, var tikt liectotas ari
papildus precizitates noveértgjuma vertibas, kuras var aprékinat no paplasinatas neskaidribas
matricas, kas paradita 2.8.tabula. Ja analiz€jama datu kopa sastav no 200 un vairak
objektiem, tad izveidojamas sistémas klasifikators tieck apmacits ar apmacibas kopas datiem
un peéc tam parbaudits ar test€Sanas kopas datiem. Bet, ja analiz€jamas datu kopas objektu
skaits ir mazaks par 200, tad tiek lietota 10-kartu Skérsvalidacija, kura garanté noveértéjuma
droSumu pie neliela objektu skaita. Skaitlis 200 ir aptuvena robeza. Ja iegiitais izstradatas
sisteémas klasifikacijas rezultatu noveért&jums ir pietiekoss, kuru nosaka eksperts — sist€émas
izstradatajs, tad var no $1 koncepta izveidot lietojumu, kur$ talak tiktu integréts pasiititaja
informacijas sisteéma.

Gadijuma, ja izstradatas sist€mas iegiito klasifikacijas rezultatu novert€jums ir izradijies
nepietickoss, ko nosaka eksperts — sistémas izstradatajs, tad, balstoties uz vadlinijam,
iespgjams izveleties citus risinajumus un veikt atkartotu izveidotas sist€mas precizitates
noverteSanu. Svarigi ir pareizi izveleties piemérotakas datu sagatavoSanas un datu
pirmapstrades pieejas, jo lielakas neprecizitates datu ieguves procesa veido tiesi nepiemerotu
datu pirmapstrades pieeju pielietoSana vai nekvalitativi pirmapstradata analiz€jama datu kopa.

Piedavatas vadlinijas 1su laika rindu un raksturojo$o parametru apstradaSanai var&tu biit
arT nepilnigas jaunu sistemu izveidoSanai dazadas problémvides, jo tas veidos balstoties uz
iegiito pieredzi precu pieprasijuma prognozeSana tirdznieciba, sirds nekrozes riska
prognozésana farmakologija un baktériju proliferacijas sindroma noteikSana medicina. Tapéc,
veidojot jaunas sistémas citas problémvidés, vadlinijas noteikti varétu papildinat ar jauniem

blokiem, iespgjamiem notikumiem un citdm datu plismam.
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4.4, Kopsavilkums un secinajumi

Nodala aprakstitas prognozeSanas sistémas izstradasanas vadlinijas, kas veidotas,
balstoties uz lidzigu sistému izveidi dazadas problémvidés. Sistému lidzibu pamato fakts, ka
tas izstradatas uz vienota prognozeSanas sistemas teorétiska modela bazes.

Izveidota prognozesanas sistemas struktiira, kas sastav no pieciem posmiem: prasibu
defin€Sanas, scenarija izveides, sisttmas koncepta izstradasanas un test€Sanas, lietotnes
izstradaSanas un ievieSanas.

Izveidots prasibu defin€Sanas process, kura notiek pasiititaja un izstradataja dialogs par
analiz€jamajam datu struktiiram un sasniedzamo mé&rki — prognozi.

Izveidots prognozeSanas sistémas izstradasanas scenarijs, kas balstits uz lidzigam
sisttmam, uz kura pamata var izveidot jaunu prognoz&Sanas sistemu, kas apstrada Tsas laika
rindas un to raksturojoSos parametrus.

Vadliniju pielietoSana jaunu prognozésanas sist€mu izstradasana nodrosina piemé&rotaka
scenarija izveli, vizuali uzskatamu sisteémas izveides principu un pielietoto pieeju izveli.

Vadlinijas iesp&jams &rti un vienkarSi papildinat, integréjot tajas jaunas izstradatas

sisttmas komponentes vai nosacijumus.
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5. REZULTATU ANALIZE UN SECINAJUMI

Promocijas darba piedavata uz datu iegiiSanu balstita Tsu laika rindu un to raksturojoso

parametru apstrades sisttma prognoz€Sanas uzdevumiem, kas izstradata dazadam

problémvidém. Darba izstradasanas gaita tika atrisinati $adi uzdevumi:

1. Izanalizeti Tsu laika rindu un to raksturojoSo parametru apstrades pamatprincipi,

nosakot metodes, kas izmantojamas sistémas realizacijai.

. Analizes rezultata noteiktas piemeérotakas 1su laika rindu un to raksturojoSo

parametru datu pirmapstrades metodes.

. Izstradats atbilstoSi probléemvidei modificets k-vidéjo sadalosais algoritms, kas

realiz€ Tsu laika rindu klasterizaciju, nosakot piemérotako klasteru skaitu. Izstradata

algoritma modifikacija salidzinata ar citu klasterizacijas algoritmu darbibu.

. Izstradata klasterizacijas rezultatu un 1su laika rindu raksturojoSo parametru datu

apvieno$anas tehnika, piedavajot klasu transformacijas pieejas, lai izlidzinatu klasu

skaitu analiz€jamajas datu struktiiras.

. Izstradatas tirdzniecibas, farmakologijas un medicinas nozaru prognozé$anas

sistémas, kas veic jauna objekta prognozi, balsoties tikai uz sistéma ievaditajiem

objekta raksturojoSajiem parametriem.

. Veikts sistema pielietoto klasterizacijas un klasifikacijas modelu precizitates

novertgjums.

. Izstradatas nosacijumu likumu veidoSanas un pielietoSanas pieejas dazadam

problémvidem.

. Izstradatas vadlinijas, uz kuru bazes iesp€ams izveidot jaunas prognozeéSanas

sisteémas, kur ka datu avots kalpo 1sas laika rindas un to raksturojoSie parametri.

Precu pieprasijumu prognozeSanas sistema realizeta klasterizacijas rezultatu atteloSana

ar paraugmodeliem, kuri p&€c tam tika izmantoti ari prognozeSana. Realizéta vairaku

klasifikatoru izmantoSana sirds nekrozes riska prognozéSanas sisttma un bakteriju

proliferacijas sindroma noteikSanas sisteéma. Izstradata klasifikacijas apmacibas procesa

iegito rezultatu un farmakologisko pétijumu rezultatu apvienoSanas piceja, kas realizéta

nosacijumu likumu veida.
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Izstradata klasterizacijas algoritma modifikacija un visas tris izveidotas prognozeéSanas

sisteémas tika eksperimentali testétas, lai parbauditu izvirzitas hipot€zes un to rezultati ir adi:

1.

Izveidotas sist€émas dazadam problémvidém apstiprina pirmo izvirzito hipotézi, ka
isu laika rindu un to raksturojoSo parametru apstrades sist€mas izstradasana
nodros$ina griti formaliz€jama uzdevuma atrisina$anu ar datu iegiisanas metodém un
algoritmiem.

Otro hipotézi apstiprina fakts, ka ir izstradats modificéts k-videjo sadalosais
algoritms, kas uzlabo piemeérotaka klasteru skaita noteikSanu datu klasterizacijas
procesa, analiz€jot T1sas laika rindas. Izstradata algoritma modifikacija
eksperimentali parbaudita dazadas probléemvidés un salidzinata ar citu klasterizacijas
algoritmu darbibu.

TreSo hipot€zi apstiprina fakts, ka ir izstradatas precu pieprasijuma prognozesanas,
sirds nekrozes riska prognozesanas un bakteriju proliferacijas sindroma noteikSanas
sisteémas, kuras tiek lietotas dazadas problémvid@s: tirdznieciba, farmakologija un
medicina, apstradajot datu kopas, kas sastav no isam laika rind@m un to

raksturojosajiem parametriem.

Darba izstradasanas gaita eksperimentali tika noskaidrots, ka:

a)

b)

piemérotaka 1su laika rindu normalizacijas metode ir normalizdcija ar dzives likni,
kas uzradija labako novertejumu visas izstradatajas sist€émas;

piemérotakais 1su laika rindu klasterizacijai ir modificéts k-vidéjo sadaloSais
algoritms, pie tam tas saglabaja robustumu visa analiz&jamaja klasteru diapazona un
uzradija labakos noveért€§jumus visas izstradatajas sist€émas;

piemérotakais klasifikators ir C4.5 algoritms, jo tas uzradija labakos raditajus
klasifikacijas precizitates novertejumos;

datu kopam ar ierakstu skaitu lidz 200, klasifikacijas precizitates novertgjumam,
ieteicams izmantot 10-kartu skérsvalidaciju, bet datu kopam virs 200 ierakstiem —
izmantot datu sadalisanu apmacibas un testéSanas kopas attieciba 70:30;

no statistiska sadalfjuma aprékinot iesp&jamo sirds nekrozes risku, ieteicams lietot

darba autora piedavatu pieeju, kas balstas uz attalumu meériem.
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Promocijas darba sasniegtie zinatniskie rezultati:

1.
2.

3.

Izstradata klasterizacijas algoritma modifikacija 1su laika rindu klasteru analizei.
Izstradata pieeja dazada skaita klaSu struktiru transformacijai vienota klasu
struktra.

Izstradatas vadlinijas, kuras norada ka veidojamas Iidzigas prognozeésanas sist€émas.

Promocijas darba sasniegtie praktiskie rezultati:

1.

Izstradata precu pieprasijuma prognozeéSanas sistema, kas nosaka analiz€jama
objekta iesp&jamo pieprasijumu, un kura tika parbaudita ar realiem precu
pieprasijuma datiem.

Izstradata sirds nekrozes riska prognoz€Sanas sist€ma, kas nosaka analiz€jama
objekta sirds nekrozes riska iesp&jamo vertibu. Sisteéma tika parbaudita ar realiem
farmakologisko pétijumu datiem.

Izstradata baktériju proliferacijas sindroma noteikSanas sist€ma tievaja zarna, kas
nosaka vai analiz€jamajam individam ir nepiecieSams veikt laktozes testu. Sisteéma

tika parbaudita ar realiem medicinas datiem.

Promocijas darba izstradasanas gaita ir iegiti $adi secinajumi par izveidoto isu laika

rindu un to raksturojos$o parametru apstrades sistému prognozé$anas uzdevumiem:
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1.

Izstradajot PPS un SNRPS, eksperimentali tika pieradits, ka datu normalizéSanai
abas sist€émas labakus rezultatus uzradija pieeja — normalizdacija ar dzives likni.
Raksturojoso parametru informativuma noteikSana un atlasiSana uzlabo
klasifikacijas rezultatus, samazina analiz€jamas datu kopas apjomu un palielina
algoritma izpildes atrumu.

Izstradata klasterizacijas algoritma modifikacija ir pielietojama ari citu klasteru
analizes uzdevumu risinasana, kur par datu avotu kalpo 1sas laika rindas.

Izstradata klasterizacijas algoritma modifikacija pielauj dazadu novertéSanas pieeju
izmantoSanu: 10-kartu Skersvalidaciju vai datu kopas sadaliSanu apmacibas un
test€Sanas kopas.

Izstradata klasu transformacijas pieeja nodrosina dazada klasu skaita datu struktiru
salidzinasanu.

Izstradajot Iidzigas prognozeéSanas sist€mas medicina, klasifikacijas precizitates
novert§jumam paraléli jasalidzina arl jutigums un specifiskums, jo Sie parametri
bitiski ietekmé klasifikatora izvéli.

Visas trijas izstradatajas prognozeSanas sist€émas par piemérotako klasifikacijas

algoritmu eksperimentali tika noteikts C4.5 algoritms.



8. Vairaku klasifikatoru pielietoSana sistému izstradasana uzlabo klasifikatora kopgjo
precizitati, kas eksperimentali tika pieradits ar sadalitu un nesadalitu datu kopam.

9. lzstradatas 1su laika rindu un to raksturojoSo parametru prognozeSanas sist€mas
pamato un nodroSina grati formalizéjama uzdevuma atrisingjumu, lietojot
klasterizacijas, to modifikacijas un klasifikacijas algoritmu apvienosanu.

10. Izstradatas 1su laika rindu un to raksturojo$o parametru prognozeSanas sist€émas,
realizé “jauna” objekta prognozéSanu, pamatojoties tikai uz ST objekta
raksturojosajiem parametriem.

11. Izstradatas  prognoze€Sanas sisttmas vadlinijas palidz nodrosinat jaunu
prognoz€Sanas sisttmu izveidoSanu, ka ar1 pielauj iesp&u papildinat esosSas

vadlinijas.

Turpmakie pétijumi ir saistiti ar medicinu — kunga véza riska mazinaSanas skrininga
sistémas izstradasanu [41], kur promocijas darba gaita izstradatas prognozéSanas sist€émas
vadlinijas varétu izmantot kunga véza skrininga sistémas izveido$anai, sasaistot neinvazivu
izmeklgjumu rezultatus — Tsas laika rindas ar respondenta raksturojo$ajiem parametriem. Sa
veida skrininga sist€mas vartu integrét veselibas apripes centros, kas palidz&tu nozares
specialistiem lémumu pienemsana, nosakot diagnozes vai nozimgjot pacientam izmekl&jumu

pie specialista.
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1. pielikums

PPS klastera piederibas noteikSana testéSanas kopas datiem
Klasterizacija testéSanas datu kopai ar modificetu k-videjo sadaloso algoritmu tika
veikta ar normaliztiem testéSanas kopas pieprasijuma datiem (skatit P1.1. attelu), Kkur
paradits seSu objektu pieprasijums un apmacibas kopas klasterizacijas rezultata iegiito desmit
klasteru (C1-C10) vidgjas vertibas katra laika perioda. Ar $1 parauga palidzibu, tiks paradits

aprékinu process, lai noteiktu klasteru piederibu testéSanas kopas datiem.

Ne T T2 T3 T4 T5 T6 7 T8 T9 T10 T1 T12

00364 00364 00182 00727 00545 00364 00364 00182 00727 01273 02182 02727
0,0000 0,0000 0,0000 00000 0,0000 03333 00000 0,0000 06667 0,0000 0,0000 00000
0,0000 0,1250 02500 02500 0,1250 01250 01250 0,0000 00000 0,0000 0,0000 00000
0,0526 0,1053 00526 00526 00526 01053 01053 0,0526 00526 0,1053 0,1053 01579
0,0000 0,0000 0,0000 01667 0,8333 00000 0,0000 0,0000 00000 0,0000 0,0000 00000
0,3333 0,0000 0,0000 03333 0,0000 00000 0,0000 0,0000 0,3333 0,0000 0,0000 00000
C1 00660 00668 0,0809 0,0928 00980 0,0746 0,0602 00829 0,1100 0,0869 00793 0,1016
C2 0,0008 00005 0,0188 00419 02044 02826 02475 01414 0,0282 0,0191 00106 0,0042
C3 0,0000 00000 0,0000 0,0000 00000 0,0000 0,0083 00306 0,1188 0,3541 02590 0,2291
C4 0,0000 00033 0,0000 0,0033 00000 0,0000 0,0065 00509 0,0520 0,1112 02470 05260
C5 00461 00505 0,0630 00927 01214 0,1402 01300 01138 0,0885 0,0538 00494 00508
C6 00021 00039 0,0004 00100 00070 00317 01556 02889 02401 0,1370 00692 0,0541
C7 0,000 00000 0,0000 0,0022 00000 0,0000 0,0000 00722 03571 02064 02280 01342
C8 00000 00090 0,0954 02740 03344 00841 00459 00611 0,0470 0,0093 00130 0,0269
C9 00970 01602 02020 0,803 00486 0,0747 0,0227 00501 0,0451 0,0422 00362 0,0410
C10 0,1485 01193 0,0869 00597 00411 0,0381 0,0340 00445 0,0832 0,1012 01109 0,1326

N e W M =

P1.1. att. TestéSanas datu kopas paraugs ar 6 objektu normalizétam vértibam un apmacibas

kopas klasterizacijas procesa noteiktas 10 klasteru vidgjas vértibas (C1-C10)

Sakotngji, péc formulas (2.17) un apak$punkta 2.3.4.3. aprakstitas metodologijas tika
aprékinats testéSanas datu kopas katra objekta attalums Iidz apmacibas kopas attieciga
paraugmodela vidgjai vértibai (skatit P1.1. att€lu vértibas ar peleko fonu). Attaluma aprékinu
process testéSanas kopas pirma objekta attalums dic; 1idz pirmajam paraugmodelim (iegits
apmacibas procesa) un pirma objekta attalums djc, lidz otrajam paraugmodelim (iegits

apmacibas procesa) bija §ads:

(0,0364—0,066) +(0,0364—0,0668)" +(0,0182 —0,0809)" +
+(0,0727 -0,0928)" +(0,0545—-0,098)" +(0,0364 —0,0746)" +

+(0,0364—0,0602)" +(0,0182-0,0829)" +(0,0727 - 0,11)" +
+(0,1273-0,0869)* + (0, 2182 - 0,0793)? + (0, 2727 — 0,1016)?

=0, 2566;

d1,c1 =

—
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(0,0364—0,0008)° +(0,0364 —0,0005)" +(0,0182—-0,0188)" +
+(0,0727 —0,0419)° +(0,0545 - 0,2044)" +(0,0364 — 0, 2826)° +

+(0,0364—-0,2475)" +(0,0182-0,1414)" +(0,0727 —0,0282)° +
+(0,1273-0,0191)? + (0,2182 —0,0106)? + (0, 2727 — 0,0042)>

=0,5246.

dl,cz =

Lidziga veida tika aprékinati visi pargjie objektu attalumi, Iidz attieciga klastera
paraugmodelim. Iegtitos aprékinu rezultatus (skatit. P1.2. att€la), kur ar sarkano krasu ir
izcelta katra objekta minimala attaluma vértiba lidz attiecigd klastera vid€jai vertibai
(paraugmodelim) apmacibas datu kopa. Sis izceltas vértibas, zem attieciga klastera numura,

ar1 kluist par §1 objekta klasterizacijas rezultata iegiito klasi.

c1 c2 C3 c4 c5 C6 c7 Cs c9 C10  MIN() Class

d1 02566 05246 0,2658 02819 0,3453 04408 03506 04982 04024 02391 02391 C10
d2 06671 07321 08107 09174 06643 06381 05698 08056 07562 07211 05698 C7
d3 073341 04239 06675 07340 03104 05707 0,6571 03108 02144 03960 02144 C9
dd 01323 03717 0,3717 04445 0,1832 0,3625 0,4038 04257 02717 0,1484 0,1323 C1
d5 07834 07575 09911 10375 0,7657 09488 0,9833 05345 0,8410 0,8570 05345 C8
d6 04899 07017 07171 08074 05282 05985 05823 05758 04946 04897 0,4897 C10

P1.2. att. TestéSanas datu kopas aprékinatie objektu attalumi lidz apmacibas datu kopas

paraugmode]u (C1-C10) vértibam

Péc klases pieSkirSanas testéSanas kopas objektiem tika veikta objektu SkiroSana péc
noteiktas klases vértibas. Katram klases objektam tika izskaitlota vidgja absoliita novirze
MAD (skatit P1.3. attélu), kur ar dzeltenu krasu paraditi apmacibas datu kopas klasterizacija
iegiitais paraugmodelis ar desmit klasteriem, kuru skaits tika noteiks eksperimentali. Vidgjo
absoliito novirzi aprékina péc formulas (2.18), kuras aprékina piem&rs pirmajam objektam, ir
paradits zemak:

CLASS T T2 T3 T4 T5 T6 7 8 T9 T10 T T12 MAD  MAE

C10  0,0364 0,0364 00182 0,0727 00545 00364 0,0364 00182 00727 01273 02182 02727 0,0504
C10  0,3333 0,0000 0,0000 0,3333 0,0000 0,0000 0,0000 0,0000 0,3333 0,0000 0,0000 0,0000 0,181
C10  0,1200 0,2400 0,0800 0,0400 0,0800 0,0800 0,1200 0,0400 0,0400 0,0400 0,0800 0,0400 0,0479
C10  0,2000 0,2000 0,1000 0,0000 0,0000 0,0000 0,2000 0,0000 0,0000 0,2000 0,0000 0,1000 0,0684
C10  0,2400 0,0800 0,0400 0,0800 0,2000 0,0400 0,0400 0,0000 0,0000 0,0800 0,0400 0,1600 0,0510
C10  0,1075 0,1290 0,0968 0,0538 0,0323 0,0538 0,0753 0,0645 0,1398 0,0968 0,0753 0,753 0,0255
C10  0,1429 0,1429 0,1429 0,0000 0,0000 0,0000 0,0000 02857 0,1429 0,0000 0,0000 0,1429 0,0651
C10  0,3750 0,0000 0,0000 0,0000 0,0000 0,0000 0,1250 0,1250 0,1250 0,2500 0,0000 0,0000 0,0981
C10  0,4286 0,0000 0,0000 0,1429 0,1429 0,0000 0,1429 0,1429 00000 0,0000 0,0000 0,0000 0,120
C10  0,0645 0,0968 00323 0,0645 0,323 0,0323 0,0323 0,645 01290 0,1613 0,1935 0,0968 0,0356
C10  0,2500 0,1250 0,0000 0,0000 0,0000 0,0000 0,0000 0,1250 0,1250 0,2500 0,1250 0,0000 0,0654
C10  0,1429 0,1429 00536 0,0714 00714 00357 0,0714 00357 01250 0,0893 0,0536 0,1071 0,0241
C10  0,1429 0,1071 00714 0,0357 00714 00714 0,0357 00357 01786 0,1071 00714 00714 00278
0,1485 0,1193 00869 0,057 0,0411 00381 00340 0,0445 00832 0,1012 0,1109 0,1326 0,7894" 0,061

P1.3. att. Testa datu kopai klasterizacijas rezultata pieskirtais klastera numurs
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|0,1485—-0,0364| +|0,1193—0,0364| +|0,0869 — 0,0182| +
+|0,0597 —0,0727|+|0,0411—0,0545| +|0,0381—0,0364| +
+|0,034 —0,0364| +|0,0445—0,0182|+|0,0832 - 0,0727| +

MAD — +(0,1012-0,1273|+|0,1109 - 0, 2182| +|0,1326 — 0, 2727|

=0,0504.
12

Talak péc formulas (2.19) tika aprékinata vidéja absoliita kliida (MAE) katra klasterT,
kuras vértiba sastada 0,061 (skatit P1.3. attélu, kur kliidas noveértéjums attélots ar sarkanu

krasu). Pilnus vid€jas absolatas novirzes un vidéjas absolatas kladas aprékinus katra no
klasterim skatit P1.1. tabula.

P1.1. tabula
Vidgjas absoliitas novirzes un videjas absoliitas kliidas aprekini klasteros
Klasteris
1 2 3 4 5 6 7 8 9 10
lerakstu | e | 95 | 3 3 | 26 | 16 | 10 | 12 | 23 | 13
skaits
Videja
absolutas
NOVITZES 11 010 | 0,963 | 0,115 | 0,101 | 1,207 | 1.076 | 0,576 | 0,770 | 1,779 | 0,789
summa
katra
klaster1
Videja
absoluta | 0,036 | 0,064 | 0,038 | 0,034 | 0,046 | 0,067 | 0,058 | 0,064 | 0,077 | 0,061
kluda

Péc vidgjas absolutas kliidas aprékina var noteikt kop€jo absoliito klidu (TAE) péc
formulas (2.20), kuras aprékins paradits zemak:

0,036 +0,064 +0,038+0,034 + 0,046 +
TAE — +0,067 +0, 058+01,(C))64+0,077 +0,061 _ 0,0546.
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2. pielikums

SNRPS Kklasifikatora iegiitie rezultati dazadam apakSkopam

Glikoze
<=8.9 >89

Taukskabes Svars
=0.1 <=322 >322

Taukskabes Holesterins

P2.1. att. Klasifikacijas rezultata iegtitais induktivais lémuma koks 2. apakSkopai

Svars

P2.4. att. Klasifikacijas rezultata iegiitais induktivais [emuma koks 5. apakSkopai
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