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VISPĀRĒJS DARBA RAKSTUROJUMS 

Ievads 

Veģetācijas prognozēšana ir cieši saistīta ar daudzām svarīgām starptautiskām problēmām, 

piemēram, globālo klimata izmaiņu un enerģijas izmantošanas monitoringu, dabas resursu 

patēriņa pārvaldību, invazīvo augu sugu izplatības prognozēšanu un apdraudēto augu sugu 

aizsardzību [7]. Datu apkopošana par Zemes virsmas veģetācijas pārklājumu parasti tiek 

veikta, izmantojot distancionālo zondēšanu. Distancionālā zondēšana ir attālināta Zemes 

virsmas novērošana ar aviācijas vai satelītu palīdzību, izmantojot dažādus sensorus [73]. No 

sensoriem tiek iegūti satelītattēli, kur no katra attēla mazākā elementa (pikseļa) var tikt iegūta 

laika rinda [107]. 

Tēmas aktualitāte 

Veģetācijas dzīves cikla analīze un prognozēšana ir būtiska, plānojot lauksaimniecības 

darbus, kā arī veicot lauksaimniecības kultūraugu augšanas monitoringu un prognozējot to 

ražību. Bieži praksē tiek izmantoti no satelītattēlu pikseļu vērtībām aprēķinātie veģetācijas 

indeksi, piemēram, normalizētais veģetācijas indekss (NDVI). Šī indeksa prognozēšana 

precīzajā lauksaimniecībā ļauj savlaicīgi noteikt problēmas, kas saistītas ar lauksaimniecības 

kultūru augšanu, un laikus pieņemt lēmumus par nepieciešamajiem pasākumiem, lai novērstu 

šīs problēmas. 

Darba mērķis un uzdevumi 

Promocijas darba mērķis ir izstrādāt normalizēta veģetācijas indeksa laika rindu 

prognozēšanas sistēmu, kas balstīta uz signālu dekompozīciju un apakšsignāla aproksimācijas 

pieeju, specializētām datu pirmapstrādes metodēm, kā arī mašīnmācīšanās metodēm. 

Promocijas darba mērķa sasniegšanai ir nepieciešams atrisināt tālāk tekstā minētos uzdevumus. 

1. Normalizēta veģetācijas indeksa laika rindu prognozēšanas metožu un sistēmu 

salīdzinošs pētījums, lai noteiktu to priekšrocības un iespējamos trūkumus, kas nosaka 

iegūto NDVI laika rindu prognozēšanas precizitāti. 

2. Frekvenču analīzei izmantojamo signālu dekompozīcijas metožu salīdzinošs pētījums 

ar mērķi identificēt metodes, kas prognozēšanas uzdevumos nodrošina augstākas 

precizitātes sasniegšanu, kā arī noteikt to iespējamās nepilnības. 

3. Apakšsignāla aproksimācijas pieejas izstrādāšana normalizēta veģetācijas indeksa 

laika rindu prognozēšanai. 

4. Prognozēšanas sistēmas izstrādāšana, kas izmanto signālu dekompozīcijas metodē 

balstītu pieeju, datu pirmapstrādes un mašīnmācīšanās metodes. 

5. Izstrādātās prognozēšanas sistēmas novērtēšana un precizitātes salīdzināšana ar citām 

prognozēšanas metodēm. 
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Pētījuma objekts un priekšmets 

Darba pētījuma objekts ir nelineāru un nestacionāru normalizēta veģetācijas indeksa laika 

rindu prognozēšanas process. Darba pētījuma priekšmets ir datu pirmapstrādes, signālu 

dekompozīcijas un prognozēšanas metodes, kas ir piemērotas nelineāru un nestacionāru 

normalizēta veģetācijas indeksa laika rindu prognozēšanai, un uz kuru bāzes tiek izstrādāta 

prognozēšanas sistēma. 

Pētījuma hipotēzes 

Prognozēšanas sistēmas un apakšsignāla aproksimācijas pieejas izstrādāšanas laikā 

pārbaudei ir izvirzītas divas hipotēzes. 

1. Normalizēta veģetācijas indeksa laika rindu prognozēšanas precizitāte paaugstinās, 

izmantojot darbā izstrādāto signālu dekompozīcijas metodē balstītu 

aproksimācijas pieeju. 

2. Uz normalizēta veģetācijas indeksa laika rindas apmācītu prognozēšanas modeli un 

iegūtos datu pirmapstrādes parametrus var izmantot citas līdzīgas NDVI laika rindas 

pirmapstrādei un prognozēšanai ar līdzvērtīgu precizitāti. 

Pētījuma metodes 

Promocijas darba teorētiskajā izstrādē ir izmantotas šādas metožu klases: mašīnmācīšanās, 

lineārā algebra, digitālā signālu apstrāde, matemātiskā statistika un varbūtību teorija. 

Prognozēšanas sistēmas praktiskajai realizācijai tiek izmantota lietojumprogramma MATLAB. 

Darba zinātniskais jaunieguvums un vērtība 

Promocijas darbā ir izstrādāta prognozēšanas sistēma, kas ļauj veikt normalizētā 

veģetācijas indeksa laika rindu īstermiņa prognozēšanu. Sistēmas izstrādes procesā ir 

izstrādātas vairākas jaunas pieejas, kā arī metožu un pieeju kopums, kas ir nepieciešams šādas 

sistēmas realizācijai un novērtēšanai. 

1. Izstrādāta no modificētas variāciju apakšsignālu dekompozīcijas metodes iegūta 

apakšsignāla aproksimācijas pieeja, kas ļauj tuvināti aprēķināt apakšsignāla vērtības 

katrā laika solī, kur ir pieejami vēsturiskie novērojumi atbilstošajai normalizēta 

veģetācijas indeksa laika rindai. 

2. Izstrādāts metožu un pieeju kopums, kas nodrošina augstas precizitātes normalizēta 

veģetācijas indeksa laika rindu īstermiņa prognozēšanu. 

3. Izstrādāta datu pirmapstrādes parametru un prognozēšanas modeļu pārnešanas pieeja, 

kas nodrošina citu normalizēta veģetācijas indeksa laika rindu prognozēšanu bez 

jaunas pirmapstrādes un apmācības, ja Eiklīda distance starp apmācībā izmantoto laika 

rindu un laika rindu, kur izmanto datu pirmapstrādes parametrus un prognozēšanas 

modeli, ir pietiekami maza. 
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Darba praktiskais nozīmīgums 

Izstrādāta prognozēšanas sistēma, kas ļauj veikt normalizētā veģetācijas indeksa laika 

rindu īstermiņa prognozēšanu ar labu precizitāti, izmantojot no modificētas variāciju 

apakšsignālu dekompozīcijas metodes iegūta apakšsignāla aproksimācijas pieeju. Sistēmai ir 

divi lietojumu veidi precīzajā lauksaimniecībā. 

1. Tā ir vajadzīga, lai varētu savlaicīgi noteikt, kādā apjomā ir nepieciešams izmantot 

barības vielas, tādējādi nodrošinot, ka nerodas papildu izmaksas. 

2. Tā nodrošina iespēju izmantot normalizēta veģetācijas indeksa prognozes kultūraugu 

ražības modeļos un savlaicīgi aprēķināt ienākumus sagaidāmos. 

Aprobācija 

Promocijas darbā veiktie pētījumi un to galvenie rezultāti ir prezentēti deviņās 

starptautiskajās zinātniskajās konferencēs. 

1. International Conference on Aerospace Engineering, Applied Sciences, Information 

Technology, Electrical & Mechanical Engineering, Amsterdam, Netherlands, April  

27–28, 2019. 

2. 2nd International Conference on Research in Engineering and Fundamental Applied 

Sciences, Barcelona, Spain, April 20–21, 2019. 

3. RTU 58th International Scientific Conference, Riga, Latvia, October 12–15, 2017. 

4. 11th International Scientific and Practical Conference “Environment. Technology. 

Resources”, Rezekne, Latvia, June 15–17, 2017. 

5. RTU 57th International Scientific Conference, Riga, Latvia, October 14–18, 2016. 

6. 5th International Virtual Scientific Conference on Informatics and Management Sciences, 

Zilina, Slovakia, March 21–25, 2016. 

7. 3rd Virtual Multidisciplinary Conference QUAESTI Zilina, Slovakia, December  

7–11, 2015. 

8. RTU 56th International Scientific Conference, Riga, Latvia, October 14–16, 2015. 

9. 10th International Scientific and Practical Conference “Environment. Technology. 

Resources”, Rezekne, Latvia, June 18–20, 2015. 

Promocijas darbā veiktie pētījumi un to rezultāti ir atspoguļoti astoņās publikācijās 

starptautiskajos zinātniskajos izdevumos. 

1. Stepchenko, A. Land Cover Classification Based on MODIS Imagery Data Using 

Artificial Neural Networks. In: Proceedings of the 11th International Scientific and 

Practical Conference “Environment. Technology. Resources”, June 15–17, 2017, 

Rezekne, Latvia. Rezekne: Rezekne Academy of Technologies, 2017, pp. 159–164. 

Indexed in: Scopus. 

2. Stepchenko, A., Chizhov, J., Aleksejeva, L., Tolujew, J. Nonlinear,  

Non-stationary and Seasonal Time Series Forecasting Using Different Methods 

Coupled with Data Preprocessing. Procedia Computer Science. 2016, vol. 104, 

pp. 578–585. Indexed in: Scopus and Web of Science. Cited: 2. 
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3. Stepchenko, A., Chizhov, J. Markov Chain Modelling for Short-Term NDVI Time 

Series Forecasting. Information Technology and Management Science.  

2016, vol. 19, pp. 39–44. Indexed in: EBSCO, CSA/ProQuest and VINITI. 

4. Stepchenko, A. NDVI Index Forecasting using a Layer Recurrent Neural Network 

Coupled with Stepwise Regression and the PCA. In: Proceedings of the 5th Virtual 

International Conference of Informatics and Management Sciences, March 21–25, 

2016, Zilina, Slovakia. Zilina: EDIS-Publishing Institution of the University of Zilina, 

2016, pp. 130-135. Indexed in: Google Scholar and Index Copernicus. Cited: 2. 

5. Stepchenko, A. Normalized Difference Vegetation Index Forecasting using a 

Regularized Layer Recurrent Neural Network. In: Proceedings of the 3rd Virtual 

Multidisciplinary Conference QUAESTI, December 7–11, 2015, Zilina, Slovakia. 

Zilina: EDIS-Publishing Institution of the University of Zilina, 2015, pp. 261–266. 

Indexed in: Google Scholar. 

6. Stepchenko, A., Chizhov, J. Applying Markov Chains for NDVI Time Series 

Forecasting of Latvian Regions. Information Technology and Management Science. 

2015, vol. 18, pp. 57–61. Indexed in: EBSCO, CSA/ProQuest and VINITI. Cited: 2. 

7. Stepchenko, A., Chizhov, J. NDVI Short-Term Forecasting Using Recurrent Neural 

Networks. In: Proceedings of the 10th International Scientific and Practical 

Conference “Environment. Technology. Resources”, June 18–20, 2015, Rezekne, 

Latvia. Rezekne: Rezeknes Augstskola, 2015. Indexed in: Scopus. Cited: 2. 

8. Stepchenko, A., Borisov, A. Methods of Forecasting Based on Artificial Neural 

Networks. Information Technology and Management Science. 2014, vol. 17, pp. 25–31. 

Indexed in: EBSCO, CSA/ProQuest and VINITI. 

Promocijas darba rezultāti ir izstrādāti saistībā ar projektu “Aizaugušu lauksaimniecības 

platību un neinventarizētu meža zemju meža inventarizācijas rādītāju noteikšana, izmantojot 

tālizpētes metodes”, ko īstenoja SIA “Meža nozares kompetences centrs”, Ventspils 

Augstskola, Latvijas Valsts mežzinātnes institūts “Silava” un SIA “Mikrokods” (14.04.2014.–

30.09.2015.). 

Promocijas darbs izstrādāts ar Ventspils pilsētas domes atbalstu saskaņā ar nolikumu par 

mērķstipendijas piešķiršanu “Atbalsts doktora grāda pretendentiem Ventspils Augstskolā”. 

Promocijas darba struktūra un saturs 

Promocijas darbā ir ievads, piecas nodaļas, secinājumi, literatūras avotu saraksts un 

pielikumi. Darbs ir rakstīts latviešu valodā. 

Ievadā ir pamatota izvēlētās tēmas aktualitāte, formulēts pētījumu mērķis un uzdevumi, 

izvirzītas hipotēzes, uzskaitītas promocijas darba izstrādē izmantotās zinātniskās metodes, 

aprakstīts pētījumu zinātniskais jaunieguvums un darbā iegūto rezultātu praktiskā vērtība, kā 

arī sniegts darba aprobācijas raksturojums. 

Pirmajā nodaļā aprakstīti normalizēta veģetācijas indeksa teorētiskie pamati, kas iekļauj 

arī distancionālās zondēšanas un satelītattēlu pirmapstrādes pamatus, aprakstīta esošās 
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situācijas analīze, kas veltīta normalizēta veģetācijas indeksa prognozēšanai un signālu 

dekompozīcijas metožu izmantošanai laika rindu prognozēšanas uzdevumos. 

Otrajā nodaļā aprakstītas datu pirmapstrādes metodes un laika rindu prognozēšanas 

metodes, kas izmantotas normalizēta veģetācijas indeksa laika rindu prognozēšanas sistēmas 

NDVI FS izstrādāšanā. 

Trešajā nodaļā eksperimentāli pārbaudīta oriģinālās variāciju apakšsignālu 

dekompozīcijas metodes lietojamība normalizēta veģetācijas indeksa laika rindu 

prognozēšanas uzdevumā. Uz eksperimentu rezultātu analīzes pamata tiek izstrādāta 

modificēta variāciju apakšsignālu dekompozīcijas metode, kas arī tiek eksperimentāli 

pārbaudīta. Izstrādāta no modificētās variāciju apakšsignālu dekompozīcijas metodes iegūta 

apakšsignāla aproksimācijas pieeja. 

Ceturtajā nodaļā piedāvāta prognozēšanas sistēma NDVI FS. Parādīta sistēmas arhitektūra, 

ko veido lietotāja saskarne, pirmapstrādes un mašīnmācīšanās moduļi, un datu krātuve. Parādīta 

moduļu un to veidojošo bloku skaitļošanas plūsma, dots katra bloka apraksts. 

Piektajā nodaļā sniegts apraksts eksperimentiem ar izstrādāto sistēmu un iegūtajiem 

rezultātiem. Novērtēta sistēma ar aproksimācijas pieejas izmantošanu un bez šīs pieejas 

izmantošanas normalizēta veģetācijas indeksa laika rindu prognozēšanā. Sistēmas 

prognozēšanas precizitāte salīdzināta ar precizitāti, kas sasniegta, izmantojot klasiskās 

prognozēšanas metodes. Veikti pirmapstrādes parametru un prognozēšanas modeļu 

pārnešanas eksperimenti. 

Pēdējā nodaļā ietverti darbā sasniegtie rezultāti un secinājumi, kas balstīti uz veiktajiem 

eksperimentiem un piedāvātas prognozēšanas sistēmas NDVI FS izstrādāšanu un lietojumu. 
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1. NORMALIZĒTĀ VEĢETĀCIJAS INDEKSA LAIKA RINDAS UN TO 

ĪPAŠĪBAS 

Nodaļā sniegts ieskats normalizēta veģetācijas indeksa (Normalized Difference Vegetation 

Index, NDVI) teorētiskajos pamatos un šī indeksa laika rindu prognozēšanā. Definēta 

prognozēšanas uzdevuma formālā nostādne. Apzinātas problēmas, kas saistītas ar NDVI laika 

rindu prognozēšanu un dekompozīcijas metožu izmantošanu dažādu laika rindu prognozēšanas 

uzdevumos. Tiek piedāvāta shēma ar laika rindas dekompozīciju, fāžu telpu rekonstrukciju, 

pazīmju atlasīšanu, pazīmju izvilkšanu un prognozēšanas metodes izmantošanu. 

1.1. NDVI laika rindu prognozēšanas pētījumu analīze 

Normalizētais veģetācijas indekss (NDVI) ir skaitlisks fotosintētiski aktīvas biomasas 

rādītājs [108], ko iegūst no multispektrāliem satelītattēliem (1.1. izteiksme): 

   
NIR RED

NDVI
NIR RED





, (1.1.) 

kur NIR – atstarošanas koeficienta vērtība tuvajā infrasarkanajā joslā; 

 RED – atstarošanas koeficienta vērtība redzamās gaismas sarkanajā joslā. 

Darbā izmantotais pētījumu apgabals ir Ventspils novads. Lauksaimniecībā izmantojamā 

zeme Ventspils novadā aizņem 511 000 ha lielu platību jeb 20,9 % no novada teritorijas 

platības, savukārt mežu zemes aizņem 64 % no kopējās novada teritorijas [104]. Promocijas 

darba datu kopu veido 814 nogludināti NDVI attēli, kas iegūti no vidējās izšķirtspējas 

attēlveidošanas spektroradiometra MODIS Terra satelītattēliem ar telpisko izšķirtspēju 250 m, 

temporālo izšķirtspēju septiņas dienas un radiometrisko izšķirtspēju 16 biti. Šie attēli pārklāj 

Ventspils novada teritoriju. NDVI attēli tika lejupielādēti no Vīnes Dabas resursu un 

dabaszinātņu universitātes MODIS veģetācijas indeksu laika rindu datu apstrādes platformas, 

uz kuras arī tiek veikta MODIS Terra NDVI attēlu sagatavošana, kas iekļauj pikseļu vērtību 

nogludināšanu un trūkstošo vērtību aizpildīšanu, kas radušās mākoņu pārklājuma vai sliktu 

atmosfēras nosacījumu dēļ [106]. Katram pikselim tiek iegūta skalāra NDVI laika rinda. 

Šajā promocijas darbā izmantotās normalizēta veģetācijas indeksa (NDVI) laika rindas ir 

nelineāras un nestacionāras laika rindas ar aditīva trokšņa un sezonālas komponentes 

elementiem [37]. Katrs laika rindas elements iegūts ar vienas nedēļas periodu. Katras NDVI 

laika rindas novērojumu skaits ir 814 un vērtību intervāls [–1; 1]. 

Promocijas darbā tiek risināts prognozēšanas uzdevums, kur ir jāaprēķina NDVI laika 

rindas īstermiņa prognoze vienu nedēļu uz priekšu, izmantojot datu pirmapstrādes, frekvenču 

analīzei lietojamas signālu dekompozīcijas, lineārās algebras un mašīnmācīšanās metodes. 

Prognozēšanas precizitātes novērtēšanai tiek izmantotas šādas zaudējumu funkcijas: saknes 

vidējā kvadrātiskā kļūda (Root Mean Square Error, RMSE), virzienu simetrija (Directional 

Symmetry, DS) un pielāgotais determinācijas koeficients 𝑅adj
2 . 

NDVI laika rindu prognozēšanas pētījumos [5], [13], [24], [38], [40], [60], [61] izmantoto 

metožu salīdzinājums pēc to piemērotības nelineāru, nestacionāru un trokšņainu laika rindu 
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prognozēšanai dots 1.1. tabulā. Apskatītajos pētījumos [5], [13], [24], [38], [40], [60], [61] ne 

vienmēr tiek sasniegta augsta prognozēšanas precizitāte. Tā ir atkarīga no dažādiem 

faktoriem, piemēram, no papildu datu izmantošanas. Vairākos pētījumos tika izmantoti 

papildu ieejas dati, piemēram, temperatūras vai nokrišņu dati. 

1.1. tabula 

NDVI laika rindu prognozēšanā izmantoto metožu salīdzinājums 

                         Metodes un 

                            algoritmi 

Īpašības 

ARIMA  

metode 

Daudzparametru 

lineārā regresijas 

analīze 

Vienvirziena 

neironu tīkli 

Piemērotība nelineāru 

procesu modelēšanai 
–  – + 

Piemērotība nestacionāru 

procesu modelēšanai 
+ – + 

Robustums pret trokšņiem – – + 

 

Papildu datu iegūšana var būt sarežģīta, jo: 

 ne vienmēr konkrētajam pikselim ir pieejami šie dati, biežāk tie ir pieejami par lieliem 

apgabaliem (vidējās vērtības novadā, rajonā utt.); 

 papildu dati var būt maksas dati.  

Praktiski visos apskatītajos pētījumos maz uzmanības tiek pievērsts datu pirmapstrādes 

posmam, netiek izmantotas tādas pirmapstrādes metožu grupas kā pazīmju atlasīšana (feature 

selection) un pazīmju izvilkšana (feature extraction), kas palīdz sagatavot laika rindu 

prognozēšanas uzdevumos ieejas datu kopu tā, lai tiktu paaugstināta prognozēšanas precizitāte. 

Boksa–Dženkinsa automātiski regresējoša integrētā slīdošā vidējā ( Autoregressive 

Integrated Moving Average, ARIMA) metode, kā arī lineārā regresijas analīze, kas tiek 

izmantota NDVI laika rindu prognozēšanai vairākos pētījumos, ir lineārās prognozēšanas 

metodes un nav robustas pret trokšņiem, savukārt NDVI laika rindas ir nelineāras un 

trokšņainas [37]. Turklāt piemērota ARIMA modeļa noteikšana ir laikietilpīga un resursus 

patērējoša procedūra. 

1.2. Laika rindu prognozēšanas pētījumu ar signālu dekompozīciju analīze 

Vairāku laika rindu prognozēšanas pētījumu analīze, kur tiek izmantotas dekompozīcijas 

metodes, ir dota 1.2. tabulā. Šajā tabulā kolonnas satur trīs dekompozīcijas metodes: veivletu 

dekompozīcijas metodi [33], [84], empīrisko apakšsignālu dekompozīcijas metodi [33], [34], 

[51], [64], [95] un variāciju apakšsignālu dekompozīcijas metodi [34], [51], [64], [84], [95], 

savukārt rindas satur attiecīgās prognozēšanas metodes, kas tiek izmantotas dažādos 

pētījumos. Turklāt katrā pētījumā tiek izmantotas divas no šīm laika rindu dekompozīcijas 

metodēm, tādā veidā nodrošinot prognozēšanas precizitātes salīdzināšanas iespēju: vispirms 
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prognozēšanas metode tiek izmantota kopā ar pirmo dekompozīcijas metodi, tad – ar otro 

dekompozīcijas metodi. Tai dekompozīcijas metodei, ko izmantojot tiek sasniegta augstākā 

prognozēšanas precizitāte, atbilstošā laukā, kur krustojas šī dekompozīcijas metode un 

atbilstošā prognozēšanas metode, tiek pielikts “+”, otrajai dekompozīcijas metodei, ko 

izmanto pētījumā, atbilstošajā laukā tiek pielikts “–”, kā redzams 1.2. tabulā. Trešā 

dekompozīcijas metode šajos pētījumos netiek izmantota. 

1.2. tabula 

Laika rindu prognozēšanā izmantoto dekompozīcijas metožu salīdzinājums 

          Dekompozīcijas 

             metode 
 

 

Prognozēšanas 

metode 

V
ei

v
le

tu
 

d
ek

o
m

p
o
zī

ci
ja

 

E
m

p
īr

is
k

ā
 

a
p

a
k

šs
ig

n
ā
lu

 

d
ek

o
m

p
o
zī

ci
ja

 

V
a
ri

ā
ci

ju
 

a
p

a
k

šs
ig

n
ā
lu

 

d
ek

o
m

p
o
zī

ci
ja

 

Vienvirziena neironu tīkls [33]  –  +  

Mazāko kvadrātu atbalsta vektoru mašīna, ekstrēmā 

apmācības mašīna [84] 
 –   + 

Svērtā regularizētā ekstrēma apmācības  

mašīna [34] 
  –  + 

Impulsu neironu tīkls [95]   –  + 

Vispārējs regresijas neironu tīkls [51]   –  + 

Daudzkodolu regularizēts pseidoinversais neironu  

tīkls [64] 
  –  + 

 

Tādēļ lauks, kur krustojas trešā dekompozīcijas metode un atbilstošā prognozēšanas 

metode, tiek aizkrāsots ar pelēku krāsu. Ir redzams, ka visbiežāk augstākā laika rindu 

prognozēšanas precizitāte tiek sasniegta, izmantojot variāciju apakšsignālu dekompozīcijas 

(Variational Mode Decomposition, VMD) metodi. 

Apskatītajos prognozēšanas pētījumos ar dekompozīcijas metožu izmantošanu daži 

autori [33], [95] lieto dekompozīcijas metodi visai ieejas laika rindai, un tikai tad tiek 

izveidotas apmācības un testa datu kopas, un tiek veikta prognozēšanas modeļa apmācība. 

Tomēr iegūtie rezultāti, kas parasti parāda augstu prognozēšanas precizitāti, no šādas pieejas 

izmantošanas neparāda patieso situāciju, jo tiek prognozēti tikai vēsturiskie novērojumi. Šajā 

gadījumā testa datu kopu veido daļa no šiem vēsturiskajiem novērojumiem, uz kuriem pirms 

tam tika lietota dekompozīcija [33], [95]. Līdz ar to nav iespējams noteikt, vai šie apmācītie 

prognozēšanas modeļi spēj ar līdzvērtīgu precizitāti prognozēt arī jaunas laika rindas vērtības, 

kas nāks klāt laika rindai aiz pēdējā vēsturisko novērojumu elementa. 

Savukārt citi autori sadala ieejas laika rindu mazākos fragmentos atbilstoši kādam loga 

garumam un lieto dekompozīciju katram fragmentam atsevišķi [30], [34]. Praktiski tas nozīmē, 

ka dekompozīcija tiek lietota katram datu ierakstam no rekonstruētās fāžu telpas. Šādā veidā 
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signālu dekompozīcijas metodes, ko lieto frekvenču analīzei, var izmantot arī jaunu laika rindas 

vērtību prognozēšanai (to vērtību prognozēšanai, kas nāk pēc vēsturiskiem datiem). 

Tomēr visu pētījumos apskatīto signālu dekompozīcijas metožu galvenais trūkums ir tas, ka 

to primārais uzdevums nav laika rindu dekompozīcijas veikšana prognozēšanas uzdevumu 

ietvaros. Pirmā problēma, ja VMD metodei ieejā padod visus vēsturiskos laika rindas 

novērojumus, ir, ka, aprēķinot apakšsignālu vērtības kādā laika solī, dekompozīcijas metodes 

izmanto visas ieejas laika rindas vērtības, tajā skaitā arī nākotnes novērojumu vērtības, skatoties 

pēc laika. Tādējādi, ja dekompozīcijas metode izmanto visus ieejas laika rindas vēsturiskos 

novērojumus, tad katru reizi, nākot klāt jaunam novērojumam, apakšsignālu vērtības ir 

jāpārrēķina vēlreiz, dekompozīcijas metodei padodot ieejā vēsturiskos novērojumus kopā ar 

jaunāko novērojumu, un visas iepriekš aprēķinātās apakšsignālu vērtības visos laika soļos 

mainās. Otrā problēma ir tā, ka, lietojot dekompozīcijas metodi visai ieejas laika rindai, 

pētījumos [33], [95] netiek pārbaudīts, vai ir iespējams prognozēt jaunu laika rindas vērtību ar 

līdzvērtīgu precizitāti, salīdzinot ar to, kas iegūta, prognozējot vēsturiskos NDVI novērojumus. 

1.3. Uzdevuma formāla nostādne 

Lai noteiktu procesa y = {y(t), t = 1, 2, …, N } vērtību laika brīdī t = N + 1, kur N ir 

vēsturisko novērojumu skaits, ir nepieciešams noteikt funkcionālu sakarību starp y = {y(t)} 

vēsturiskajām novērojumu vērtībām un nākotnes vērtībām, kā arī šai sakarībai ir jāņem vērā 

atvasinātā laika rinda u1 = {u1(t)}, u2 = {u2(t)}, …, uK = {uK(t)} vēsturisko vērtību ietekmi uz 

ieejas laika rindu (1.2. vienādojums): 

           

         

1  1

1 1    

1 ( , 1 , , 1 , , 1 , ,

1 ,..., , 1 , , 1 ) ,K KK K

y t f y t y t y t m u t u t

u t m u t u t u t m t

       

       
 (1.2.) 

kur y – ieejas laika rinda; 

 K – atvasināto laika rindu skaits; 

 u1 – pirmā atvasinātā laika rinda; 

 uK – K-tā atvasinātā laika rinda; 

 m – loga garums, ko izmanto ieejas laika rindai; 

 m1 – loga garums, ko izmanto pirmajai atvasinātajai laika rindai; 

 mK – loga garums, ko izmanto K-tai atvasinātajai laika rindai; 

 t – laiks; 

 ε – baltais troksnis. 

Funkcionālā sakarība (1.2. vienādojums) ir prognozēšanas modelis. Ir nepieciešams iegūt 

tādu prognozēšanas modeli, kam saknes vidējās kvadrātiskās kļūdas (RMSE) vērtība starp 

patiesajām un prognozētajām laika rindas y = {y(t)} vērtībām ir minimāla. 



14 

 

1.4. Prognozēšanas sistēmas konceptuālais apraksts 

Pamatojoties uz uzdevuma formālo nostādni, analizējamo datu struktūru un abiem 

literatūras apskatiem un analīzi, tiek piedāvāta prognozēšanas sistēmas konceptuālā shēma, 

kas ietver šādas metodes un pieejas: 

 signālu apstrāde (laika rindas dekompozīcija);  

 datu pirmapstrāde (fāžu telpu rekonstrukcija, datu kopu izveidošana, pazīmju 

atlasīšana un izvilkšana); 

 mašīnmācīšanās. 

Balstoties uz veikto literatūras analīzi, ir izstrādātas prognozēšanas sistēmas prasības: 

1) prognozēšanas sistēmai ieejā jāsaņem tikai NDVI laika rindas vēsturiskie dati; 

2) jābūt izstrādātai pieejai, kas ļauj aproksimēt apakšsignālu vērtības katrā laika solī, kas 

nodrošina to, ka: 

 apakšsignālu vērtības ir pieejamas visiem laika soļiem, kur ir pieejami vēsturiskie 

normalizēta veģetācijas indeksa laika rindu novērojumi; 

 katrā laika solī apakšsignālu vērtības tiek iegūtas bez variāciju apakšsignālu 

dekompozīcijas metodes izmantošanas; 

 aprēķinot apakšsignālu vērtības katrā jaunā laika solī, iepriekšējos laika soļos 

aprēķinātās apakšsignālu vērtības nemainās; 

3) prognozēšanas precizitātes uzlabošanai prognozēšanas modelim ir jābūt kombinētam: 

 ar datu pirmapstrādes metodēm (pazīmju atlasīšanas un izvilkšanas metodēm); 

 ar piedāvāto apakšsignālu aproksimācijas pieeju. 

Izstrādājot prognozēšanas sistēmu un balstoties uz izvirzītajām prasībām, pastāv vairāki 

pētījuma ierobežojumi. 

1. Tiek analizētas un apstrādātas NDVI laika rindas, kur katra iegūta no 

viena pikseļa. 

2. Tiek veikta tikai īstermiņa prognozēšana – vienu laika rindas vienību uz priekšu 

(promocijas darbā izmantotajiem MODIS Terra NDVI attēliem tās ir septiņas dienas). 

3. Netiek izmantoti papildu dati (piemēram, gaisa temperatūras dati, nokrišņu dati, citi 

veģetācijas indeksi, zemes virsmas kategoriju dati). 

Datu pirmapstrādē tiek piedāvāts izmantot dekompozīciju, lai iegūtu noteiktu skaitu 

apakšsignālu. Fāžu telpu rekonstrukcija var tikt izmantota, lai no visām laika rindām iegūtu 

sākotnējo datu kopu, kas tiek sadalīta, izveidojot vairākas ieejas datu kopas. Pazīmju 

atlasīšana var tikt izmantota, lai izslēgtu no datu kopām neinformatīvos atribūtus, kas var 

mazināt prognozēšanas precizitāti. Reducētās atribūtu kopas tiek transformētas pēc noteiktiem 

kritērijiem. Tālāk šīs datu kopas tiek padotas ieejā prognozēšanas metodei, kas, apmācoties uz 

šīm datu kopām, atrod funkcionālo sakarību (1.2. vienādojums), iegūstot prognozēšanas 

modeli, ko var izmantot jauno NDVI laika rindas vērtību prognozēšanai. 
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2. PROGNOZĒŠANAS SISTĒMAS IZSTRĀDĀŠANĀ IZMANTOJAMO 

METOŽU APSKATS 

Nodaļā dots ieskats par prognozēšanas sistēmas izstrādāšanā lietojamajām datu 

pirmapstrādes un prognozēšanas metodēm. Viena no mūsdienu tendencēm, izstrādājot 

prognozēšanas sistēmas, ir dažādu metožu un pieeju kombinācija, parasti kombinējot dažādas 

datu pirmapstrādes metodes ar vienu vai vairākām laika rindu prognozēšanas 

metodēm [35], [80], [81], [85], [110]. Tas ļauj kompensēt atsevišķu metožu vai pieeju 

trūkumus un paaugstināt prognozēšanas precizitāti. 

Atbilstoši literatūras analīzei par laika rindu dekompozīcijas metodi tiek piedāvāts 

izmantot variāciju apakšsignālu dekompozīcijas (Variational Mode Decomposition, VMD) 

metodi [118]. Lai skalāru NDVI laika rindu un iegūtos apakšsignālus sadalītu fragmentos pēc 

noteikta loga garuma un iegūtu sākotnējo datu kopu, var tikt izmantota fāžu telpas 

rekonstrukcija. Fāžu telpu rekonstrukcijai tiek piedāvāts izmantot populāro laika aiztures 

metodi [48]. Sākotnējā datu kopa tiek sadalīta apmācības, validācijas un testa datu kopās, kur 

katra no šīm kopām sastāv no atribūtu jeb pazīmju kopas un prognozējamā parametra. 

Katrs atribūts šajās kopās ir par noteiktu laika soli nobīdītas NDVI laika rindas un 

apakšsignālu vērtības. Lai reducētu sākotnējās atribūtu kopas, atlasot tikai informatīvākos 

atribūtus, var izmantot pazīmju atlasīšanas metodes [26], [77]. Populāra pazīmju atlasīšanas 

metode, ko var lietot laika rindu prognozēšanas uzdevumos, ir pakāpeniskā regresijas 

analīze [99], ko tiek piedāvāts izmantot izstrādājamā sistēmā.  

Ir svarīgi, lai atribūti savstarpēji lineāri nokorelētu un neapgrūtinātu prognozēšanas 

modeļa apmācību. Principiālo komponentu analīze (Principial Component Analysis, PCA) ir 

metode, ko bieži izmanto lineāri nekorelējošu atribūtu kopu iegūšanai [79]. Principiālo 

komponentu analīzes metodi tiek piedāvāts izmantot prognozēšanas sistēmā kā pazīmju 

izvilkšanas metodi.  

Kā prognozēšanas metodi sistēmā tiek piedāvāts izmantot rekurento slāņu neironu tīklus 

(Layer Recurrent Neural Network, LRNN), pateicoties savām īpašībām prognozēt nelineāras, 

nestacionāras un trokšņainas laika rindas ar labu precizitāti [71]. 

2.1. Variāciju apakšsignālu dekompozīcija 

Variāciju apakšsignālu dekompozīcijas modelī tiek pieņemts, ka reālo vērtību signāls f 

sastāv no vairākiem apakšsignāliem uk, kur k = 1, …, K. Apakšsignāls jeb iekšējo svārstību 

funkcija (2.1. vienādojums) ir amplitūdas un frekvences modulētais (AM-FM) signāls [118]: 

      c s ;ok k ku t A t t   (2.1.) 

where k – apakšsignāla numurs, k = 1, …, K, kur K ir apakšsignālu skaits 

Ak(t) – k-tā apakšsignāla amplitūda; 

 ϕk(t) – k-tā apakšsignāla fāze; 

 t – laiks. 
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Jebkuram apakšsignālam frekvences ω mainās nelielā diapazonā. Katram no K 

apakšsignāliem ir jābūt centrētam ap centra frekvenci ωk, kas tiek aprēķināta dekompozīcijas 

laikā. Lai aprēķinātu apakšsignālus, VMD algoritma ietvaros uzdevums ir minimizēt K 

apakšsignālu frekvenču joslu platumu summu ar nosacījumu, ka visu K  apakšsignālu summa 

ir vienāda ar oriģinālo signālu [118]. Tātad nezināmie ir K apakšsignālu centra frekvences 

un K iekšējo svārstību funkcijas, kas ir centrētas pie šīm frekvencēm. Daži no nezināmajiem ir 

funkcijas, tāpēc VMD metodē tiek izmantoti variāciju aprēķini. 

Lai iegūtu korektus rezultātus arī abos signāla galapunktos, izmantojot variāciju 

apakšsignālu dekompozīcijas algoritmu, oriģinālais signāls tiek paplašināts, izmantojot 

“spoguļošanu” [118]. Paplašinātais signāls ir divas reizes garāks par oriģinālo signālu, un tā 

garums ir T.  

2.2. Fāžu telpas rekonstrukcija ar laika aiztures metodi 

Fāžu telpa ir abstrakta telpa, kas attēlo visu sistēmas iespējamo stāvokļu kopu, kur katram 

iespējamajam sistēmas stāvoklim atbilst punkts fāžu telpā [11]. Haotiskām laika rindām 

izmanto fāžu telpas rekonstrukciju ar laika aiztures metodi pēc Takensa teorēmas [48]. 

Izmantojot Takensa teorēmu, haotisku un dinamisku sistēmu var attēlot ar aiztures vektoru 

palīdzību. Izmantojot fāžu telpas rekonstrukcijas metodi ar laika aizturi, ir nepieciešams atrast 

divu parametru – iegultās dimensijas m un laika aiztures τ piemērotās vērtības. No šiem 

parametriem ir atkarīga laika rindu prognozēšanas precizitāte. Prognozēšanas uzdevuma 

formālajā nostādnē, meklējot funkcionālo sakarību (1.2. vienād.), kā loga garums m sākotnēji, 

pirms tiek veikta pazīmju atlasīšana, tiek izmantota rekonstruētās fāžu telpas dimensija. 

2.3. Pakāpeniskā regresijas analīze 

Pakāpeniskā regresijas analīze ir metode secīgai pazīmju atlasīšanai, kur pazīmes (jeb 

atribūti) tiek pievienoti multilineāram modelim un izņemti no tā automātisko procedūru 

rezultātā, pamatojoties uz atribūtu statistisko nozīmi regresijas analīzē [99]. 

Sākotnējais pakāpeniskās regresijas modelis neietver nevienu atribūtu. Tad katrā solī tiek 

aprēķināta F statistikas p vērtība, lai testētu modeļus ar noteiktiem atribūtiem [111]. Atribūts 

ar mazāko p vērtību, ja tā nepārsniedz noteikto pievienošanas slieksni un ja tiek noraidīta 

nulles hipotēze, ka, pievienojot šo atribūtu modelim, tam varētu būt nulles koeficients, tiek 

pievienots modelim. No atribūtiem, kas jau ir modelī, atribūts ar lielāko p vērtību tiek izņemts 

no modeļa, ja atribūta p vērtība pārsniedz noteikto izņemšanas slieksni un ja netiek noraidīta 

nulles hipotēze, ka šīm atribūtam ir nulles koeficients. Tomēr pakāpeniskās regresijas analīze 

nav globāli optimāla, un iegūtais regresijas modelis var būt tikai lokāli optimāls [16]. 

2.4. Principiālo komponentu analīze 

Principiālo komponentu analīze (PCA) ir statistiska pazīmju izvilkšanas metode, kas 

izmanto ortogonālu transformāciju, lai pārveidotu iespējami korelējošo ieejas datu (šajā darbā 
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atribūtu 1 2,  , ,  mx x x ) kopu uz lineāri nekorelējošu datu kopu 1 2 ,ˆ  ˆ ˆ,   ,  px x x , kur m ir sākotnējās 

datu kopas dimensiju skaits, bet p ir principiālo komponentu skaits [79]. 

Pirmais solis PCA algoritmā ir normalizēt datus tā, lai katram atribūtam vidējā vērtība 

būtu nulle. Tad tiek aprēķinātas principiālās komponentes no normalizētiem datiem. No 

atribūtiem tiek aprēķināta paraugkopas kovariācijas matrica C, kurai, veicot īpašvērtību 

dekompozīciju, tiek iegūta īpašvektoru kopa M [96]. Principiālās komponentes x̂  tiek 

izvēlētas tādā veidā, ka pirmā principiālā komponente 1x̂  satur visvairāk dispersijas no 

oriģinālajiem datiem, otrā satur otro lielāko dispersijas, un turklāt tā lineāri nekorelē 

ar 
1x̂  utt. [43]. 

2.5. Mākslīgie neironu tīkli 

Mākslīgie neironu tīkli ANN ir mākslīgā intelekta paveids, kas mēģina imitēt bioloģisko 

neironu funkciju, pēc kuras strādā cilvēka smadzenes [85]. Viens no izplatītākajiem mākslīgo 

neironu tīklu modeļiem ir daudzslāņu perceptrons, kas iekļauj ieejas slāni, izejas slāni un 

vienu vai vairākus starpslāņus, ko sauc par slēptajiem slāņiem [85]. 

Darbā risināto prognozēšanas uzdevumu gadījumā izejas slānis satur vienu neironu, kas 

izejā dod laika rindas prognozēto vērtību. Katrs neirons katrā slānī saņem svērtās ieejas no 

iepriekšējā slāņa, šīs svērtās ieejas tiek summētas, izmantojot kombināciju funkciju. Šīs 

summēšanas rezultāts tiek padots kā arguments aktivizācijas funkcijai (piemēram, lineārai, 

loģistiskai vai hiperboliskā tangensa funkcijai [46]), kur šīs funkcijas vērtība ir neirona izeja, 

un tā tiek padota uz nākamo slāni [85].  

Neironu tīkla apmācības mērķis ir samazināt globālo kļūdu, kas tiek aprēķināta, 

izmantojot kādu noteiktu mērķfunkciju. Viena no populārākajām un efektīvākajām nelineārās 

optimizācijas metodēm ir Levenberga–Markvardta kļūdas atgriezeniskās izplatīšanās 

algoritms ar Beijesa regularizāciju [85]. Beijesa regularizācija minimizē kļūdu un svaru 

kvadrātu lineāro kombināciju, kas izraisa to, ka neironu tīkla modelim ir mazāki svari un 

konstantes, tas ļauj iegūt gludākas prognozes un samazina pārliekas pielāgotības (overfitting) 

iespēju prognozējamajiem datiem [23]. Kā minimizējama mērķfunkcija, izmantojot Beijesa 

regularizāciju, tiek lietota regularizēta vidējās kvadrātiskās kļūdas funkcija MSEreg [23]. 

Rekurento slāņu neironu tīkli (Layer Recurrent Neural Network, LRNN) ir viens no 

dinamisko, rekurento neironu tīklu veidiem, kas tiek veidots uz daudzslāņu perceptrona bāzes, 

pievienojot atgriezeniskās saites [18], [71]. Šīs saites iziet no slēpto slāņu neironiem un nonāk 

konteksta slānī, kas uzglabā slēpto slāņu vērtības ar laika aizturi, tādējādi sniedzot vērtīgu 

informāciju par iepriekšējo ieejas vektoru, un tas nosaka LRNN tīkla galveno īpašību – secības 

iegaumēšanu [19]. 
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3. APAKŠSIGNĀLA APROKSIMĀCIJAS PIEEJAS IZSTRĀDĀŠANA 

Nodaļa veltīta variāciju apakšsignālu dekompozīcijas (Variational Mode Decomposition, 

VMD) metodes modifikācijas izstrādāšanai un no modificētās VMD metodes iegūta 

apakšsignāla aproksimācijas pieejas izstrādāšanai, kas ļauj tuvināti katrā laika solī aprēķināt 

apakšsignāla vērtības. Tiek veikta normalizēta veģetācijas indeksa (Normalized Difference 

Vegetation Index, NDVI) laika rindu prognozēšana, izmantojot no oriģinālās un modificētās 

VMD metodes iegūtos apakšsignālus. 

3.1. Oriģinālās VMD metodes izmantošana NDVI laika rindu prognozēšanā 

Lai novērtētu oriģinālās variāciju apakšsignālu dekompozīcijas (VMD) metodes 

lietojamību NDVI laika rindu prognozēšanas uzdevumā, tiek veikti divi eksperimenti. 

Eksperimentos tiek izmantotas 100 NDVI laika rindas, kas izvēlētas nejauši, ģenerējot pikseļa 

rindas un kolonnas numurus MODIS NDVI attēlos. Katrs no abiem eksperimentiem tiek 

atkārtots 100 reižu katrai NDVI laika rindai atsevišķi. 

Vispirms tiek pārbaudīta NDVI laika rindu prognozēšanas precizitāte, izmantojot oriģinālo 

VMD metodi visiem NDVI laika rindas vēsturiskiem novērojumiem, kā tas tiek darīts 

pētījumos [33], [95]. Eksperimentā NDVI laika rinda tiek padota ieejā VMD metodei, iegūstot 

noteiktu skaitu apakšsignālus. No NDVI laika rindas un visiem apakšsignāliem tiek izveidotas 

datu kopas, kas sastāv no atribūtu kopām un prognozējama parametra. Datu kopām tiek veikta 

pirmapstrāde, atlasot informatīvākos, lineāri nekorelējošos atribūtus. Pirmapstrādātas datu 

kopas tiek padotas ieejā rekurento slāņu neironu tīklam, kas iegūst prognozēšanas modeli. 

Eksperiments tiek atkārtots visām 100 laika rindām. Eksperimentā iegūto zaudējumu funkciju: 

saknes vidējās kvadrātiskās kļūdas (Root Mean Square Error, RMSE), virzienu simetrijas 

(Directional Symmetry, DS) un determinācijas koeficienta R2 vidējās vērtības no visām laika 

rindām dotas 3.1. tabulā.  

Nākamajā eksperimentā tiek pārbaudīta NDVI laika rindu prognozēšanas precizitāte, 

izmantojot oriģinālo VMD metodi katram NDVI laika rindas fragmentam ar noteiktu loga 

garumu, kā tas tiek darīts pētījumos [30], [95]. NDVI laika rindu iedala fragmentos ar noteiktu 

loga garumu, iegūstot datu kopas, kas sastāv no atribūtu kopām un prognozējama parametra. 

Katrs atribūtu kopu datu ieraksts kā parametrs tiek padots ieejā VMD metodei, iegūstot 

paplašinātas atribūtu kopas. Aribūtu kopām tiek veikta pirmapstrāde – informatīvāko, lineāri 

nekorelējošu atribūtu kopu iegūšana. Pirmapstrādātās datu kopas tiek padotas ieejā rekurento 

slāņu neironu tīklam, kas veic apmācību uz šiem datiem, iegūstot prognozēšanas modeli. 

Eksperiments tiek atkārtots visām 100 laika rindām. Zaudējumu funkciju vidējās vērtības 

visām 100 laika rindām, kas ir iegūtas šajā eksperimentā, ir redzamas 3.1. tabulā. 

Pirmajā eksperimentā iegūtās zaudējumu funkciju vidējās vērtības, kas parādītas 

3.1. tabulā, uzrāda augstu prognozēšanas precizitāti uz apmācības un validācijas datu kopām, 

sasniedzot RMSE = 0,000027 uz apmācības un RMSE = 0,000040 uz validācijas kopas.  
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3.1. tabula 

Zaudējumu funkciju vērtības eksperimentos ar oriģinālo VMD metodi 

 Pirmais eksperiments Otrais eksperiments 

Datu kopa RMSE DS R2 RMSE DS R2 

Apmācības datu kopa 0,000027 99,94 % 1,00 0,0013 97,53 % 0,99 

Validācijas datu kopa 0,000040 99,99 % 1,00 0,0016 97,45 % 0,99 

Testa datu kopa 0,046000 85,59 % 0,96 0,0011 97,69 % 0,99 

 

Tas ir saistīts ar to, ka VMD metode, aprēķinot apakšsignālu vērtības katrā laika solī t, 

izmanto visas ieejas signāla vērtības. Respektīvi, katra apakšsignāla vērtība katrā laika solī t 

satur informāciju par NDVI laika rindas vērtībām gan nākamajos laika soļos, gan iepriekšējos. 

Lai arī pirms pirmā un pēc pēdējā NDVI laika rindas novērojuma būtu pieejami dati, 

oriģinālās VMD metodes autori izmanto signālu “spoguļošanu”, paplašinot laika rindu ar 

vērtībām no vēsturiskiem novērojumiem [118]. Savukārt otrajā eksperimentā aprēķinātās 

prognožu zaudējumu funkciju vidējās vērtības, kā var redzēt 3.1.  tabulā, uzrāda stabilu 

prognozēšanas precizitāti uz visām trim datu kopām.  

3.2. Variāciju apakšsignālu dekompozīcijas metodes modifikācija 

Oriģinālajā VMD metodē tiek izmantots “spoguļošanas” algoritms [118]. Ja ieejas signāla 

garums ir N, tad tiek aprēķināts signāla viduspunkts: vesels skaitlis no N / 2. No ieejas signāla 

tiek paņemti visi elementi no pirmā elementa līdz N / 2 elementam un apgrieztā secībā tiek 

pielikti priekšā ieejas signālam. Tālāk tiek paņemti visi elementi no N / (2 + 1) elementa līdz 

N elementam un apgrieztā secībā pielikti ieejas signāla beigās. Līdz ar to variāciju 

apakšsignālu dekompozīcijas metode strādā ar signālu, kura garums ir T. Tomēr paplašinātās 

laika rindas daļas arī dod savu ieguldījumu apakšsignālu skaitļošanas procesā, un līdz ar to arī 

ietekmē, kādas būs apakšsignālu vērtības laika soļos no t = 1 līdz t = N. Tas rada problēmas, 

ka, izstrādājot prognozēšanas modeļus, tie spēj ar augstu precizitāti prognozēt tikai 

vēsturiskos laika rindas novērojumus.  

Lai atrisinātu “spoguļošanas” izraisīto problēmu, viens no variantiem ir neizmantot laika 

rindu paplašināšanu, bet tā vietā divreiz samazināt oriģinālā signāla novērojumu skaitu, ko 

ieejā saņem VMD metode. Ja visa oriģinālā laika rinda (kas tagad tiek izmantota kā 

paplašinātā laika rinda) ir ar novērojumu skaitu T, tad laika rindas vidusdaļa satur N 

novērojumus, un arī iegūtie apakšsignāli atbilst šiem N novērojumiem. Tagad paplašinājumu 

vietā atradīsies oriģinālās laika rindas reālie novērojumi, un apakšsignālu vērtības saturēs 

informāciju par patiesajām ieejas laika rindas vērtībām nākamajos laika soļos. Laika rindas 

sadalīšana “paplašinātajā” un “oriģinālajā” daļā parādīta 3.1. attēlā. Attiecīgi paplašinājums 

laika rindas sākumā ietvers novērojumus no pirmā novērojuma līdz punktam A (3.1. formula): 
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4
1A

T
  . (3.1.) 

Savukārt paplašinājums laika rindas beigās atbilst oriģinālās laika rindas novērojumiem no 

punkta C līdz pēdējam novērojumam (3.2. formula). Tādējādi tiek iegūts jaunās “oriģinālās” 

NDVI laika rindas beigu punkts C. 

4
3 1

T
C   . (3.2.) 

Aprēķinātā “oriģinālās” (fragments AC) un “paplašinātās” laika rindas proporcionalitāte 

atbilst oriģinālās un paplašinātās laika rindas proporcionalitātei, ko iegūst, izmantojot 

oriģinālo VMD metodi. Respektīvi, oriģinālās laika rindas garums ir puse no paplašinātās 

laika rindas garuma, turklāt paplašinātās vērtības atrodas abos oriģinālās laika rindas galos. 

 

 

3.1. att. NDVI laika rindas sadalīšana “paplašinātajā” un “oriģinālajā” daļā. 

Tomēr šāda modifikācija vēl nav izmantojama NDVI laika rindu jaunu vērtību 

prognozēšanai, jo iegūtās apakšsignālu vērtības ir pieejamas tikai ieejas laika rindas vidusdaļai, 

kā tas ir redzams 3.1. attēlā. Attiecīgi, arī laika rindas vērtība, ko var prognozēt vienu laika soli 

uz priekšu, atradīsies aiz šīs vidusdaļas novērojumiem, laika solī t = N + 1, savukārt NDVI 

prognozēšanas uzdevumā ir nepieciešams prognozēt vērtību laika solī t = T + 1. 

Tiek veikts eksperiments, kura mērķis ir pārbaudīt prognozēšanas precizitāti, izmantojot 

modificēto VMD metodi visiem NDVI laika rindas vēsturiskajiem novērojumiem. Eksperimentā 

tiek izmantotas 100 NDVI laika rindas, kur katra laika rinda sākotnēji satur 814 novērojumus. 

Tiek paņemta katra laika rinda, un tiek veiktas vairākas iterācijas, kur vispirms tiek atlasīti 

pirmie 70 % novērojumu, no laika soļa t = 1 līdz t = 570, kas kopā ir 570 novērojumi (T = 570). 

Padodot atlasītos 570 novērojumus ieejā modificētajai VMD metodei, apakšsignāli tiek iegūti 

laika soļiem no t = 143 līdz t = 428, kur katrs apakšsignāls satur 285 novērojumus (N = 285). 

No NDVI laika rindas un iegūtajiem apakšsignāliem tiek rekonstruētas fāžu telpas, kas tiek 
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apvienotas vienotā datu kopā, kas savukārt tiek sadalīta apmācības, validācijas un testa datu 

kopās. Uz šīm kopām tiek veikta informatīvāko atribūtu atlasīšana, izmantojot pakāpenisko 

regresijas analīzi, un lineāri nekorelējošu atribūtu iegūšana, izmantojot principiālo komponentu 

analīzi. Pirmapstrādātas apmācības un validācijas datu kopas tiek padotas ieejā rekurento slāņu 

neironu tīklam, kas veic apmācību uz datiem. 

Kad prognozēšanas modelis ir iegūts, tas tiek izmantots, lai prognozētu NDVI laika rindas 

vērtību laika solī t = N + 1. Kad prognoze tiek iegūta, tālāk tiek paņemti nākamie 70 % 

novērojumu, un process atkārtojas. NDVI laika rindas novērojumi no t = N + 1 līdz t = T veido 

testa datu kopu. Trešajā eksperimentā iegūtās zaudējumu funkciju vidējās vērtības no visām 

100 NDVI laika rindām uz visām datu kopām ir redzamas 3.2. tabulā. 

 

3.2. tabula 

Eksperimentā ar modificēto VMD metodi iegūtās zaudējumu funkciju vērtības 

Datu kopa RMSE DS R2 

Apmācības datu kopa 0,000058 99,88 % 1,00 

Validācijas datu kopa 0,000076 100 % 1,00 

Testa datu kopa 0,000074 100 % 0,99 

 

Atkarībā no apakšsignālu summas precizitāti regulējošā parametra α pie dažāda 

apakšsignālu skaita K  iegūtās RMSE vērtības redzamas 3.1. attēlā. 

 

 

3.1. att. RMSE vērtības atkarībā no precizitātes parametra α. 

Analizējot 3.1. attēlu, tiek secināts, ka, pirmkārt, RMSE vērtībām ir tendence pieaugt, 

palielinoties apakšsignālu summas precizitāti regulējošā parametra α vērtībām. Otrkārt, tiek 

secināts, kā viszemākās RMSE vērtības tiek sasniegtas, izmantojot tikai vienu apakšsignālu. 

Savukārt, analizējot 3.2. tabulu, var secināt, ka jaunu laika rindas vērtību (vienas vērtības uz 
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priekšu katrā novērojumu izlasē) prognozēšana pēc trešā eksperimenta uzrāda augstu 

precizitāti. Tomēr oriģinālās laika rindas reducēšanas dēļ prognozēšana ir iespējama tikai 

oriģinālās NDVI laika rindas vidusdaļā. 

Ir nepieciešams arī veikt eksperimentu, lai novērtētu, kā mainās RMSE vērtības atkarībā 

no tā, cik ciparus aiz komata izmanto apakšsignāls. Viss eksperimenta apraksts sakrīt ar trešā 

eksperimenta aprakstu, izņemot to, ka apakšsignālam secīgi tiek atmests noteikts skaits pēdējo 

ciparu. Ceturtajā eksperimentā iegūtās 16 vidējās RMSE vērtības pie dažāda apakšsignāla 

ciparu skaita aiz komata redzamas 3.2. attēlā. 

Analizējot 3.2. attēlu, var secināt, ka RMSE vērtības strauji samazinās no viena līdz 

pieciem cipariem aiz komata. No sešiem cipariem līdz visiem 16 cipariem aiz komata RMSE 

vērtību izmaiņas ir nelielas. No viena līdz trim cipariem aiz komata vidējā RMSE vērtība 

svārstās starp 0,00164 un 0,0024. Ar četriem cipariem aiz komata tiek iegūta vidējā RMSE 

vērtība 0,00067.  

 

 

3.2. att. RMSE vērtības atkarībā no apakšsignāla ciparu skaita aiz komata. 

Otrajā eksperimentā tiek izmantota oriģinālā VMD metode, to lietojot katram NDVI laika 

rindas fragmentam, un uz testa datu kopām tiek iegūta vidējā RMSE vērtība 0,0011. Tādēļ, lai 

iegūtu augstāku NDVI laika rindu prognozēšanas precizitāti, aproksimētajām apakšsignālam 

tuvināti būtu jāiegūst vismaz četri pareizi cipari aiz komata, salīdzinot ar oriģinālo 

apakšsignālu, ko izejā dod modificēta VMD metode. 

3.3. Apakšsignāla vērtību tuvinātā aprēķināšana 

Lai varētu veikt NDVI laika rindu prognozēšanu, par atribūtiem izmantojot apakšsignāla 

vērtības, respektīvi, meklēt funkcionālo sakarību (1.2.), ir nepieciešams izstrādāt pieeju, kas 

ļauj tuvināti aprēķināt apakšsignāla vērtības jebkurā laika solī t. Šim nolūkam autors piedāvā 
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izmantot lineāru vienādojumu sistēmu (System of Linear Equations, LES), risināšanu [55]. 

Lineāro vienādojumu sistēma var tikt pierakstīta matricu formā (3.3. vienād.): 

Aw b , (3.3.) 

kur A – koeficientu matrica (m × n); 

 b – brīvo locekļu vektors (m × 1); 

 w – mainīgo vektors (n × 1); 

 m – vienādojumu skaits; 

 n – nezināmo skaits. 

Lai iegūtu kvadrātisku koeficientu matricu A, var tikt izmantotas mašīnmācīšanā 

izmantotās kodola funkcijas (kernel functions). Kodola funkcija K nodrošina datu 

transformāciju no ievades telpas uz daudzu dimensiju atribūtu jeb pazīmju telpu [74]. Ja datu 

kopu, ko izmanto aproksimācijas algoritmā, veido apakšsignāls u, kura novērojumu skaits ir 

N, tad, padodot šo apakšsignālu kā vektoru lineārajai kodola funkcijai ar konstanti c = 0 [25], 

tiek iegūta N × N  matrica (3.4. izteiksme): 

 

           
           

           

1 1 1 2 1

2 1 2 2 2
,

1 2

u u u u u u N

u u u u u u N
K u u

u N u u N u u N u N

 
 

 
   
 

  

. (3.4.) 

Atrisinot homogēno lineāro vienādojumu sistēmu [10] ar singulāro vērtību dekompozīcijas 

(Singular Value Decomposition, SVD) metodi, kur par koeficientu matricu tiek izmantota 

matrica (skat. 3.4.), tiek iegūta fundamentālu atrisinājumu sistēma x, kur šo lineāri neatkarīgo 

atrisinājumu kopu x apraksta matrica (3.5. izteiksme): 

       

       

       

1 1 1 1

2 2 2 2

1 1 1 1

1 2 3 ...

1 ...

... ... ... ...

1 .

2 3

2 3 ..N N N N

x x x x N

x x x x
x

Nx x x

N

x   

 
 
 
 
 
 

. (3.5.) 

Matricu (skat. 3.5.) veido N – 1 lineāri neatkarīgi atrisinājumi un N mainīgie. Tagad var 

pārrakstīt lineārā kodola funkciju (skat. 3.4.) kā lineārā kodola funkciju, kas ieejā saņem datu 

kopu, kas sastāv no diviem vektoriem: NDVI laika rindas y ar N novērojumiem un 

apakšsignāla u, kā tas ir parādīts matricā (3.6. izteiksme): 

    

               

               

               

1 1 1 1 1 1

2 1 2 1 2 2
,

1 1

y y u u y y N u u N

y y u u y y N u u N
K yu yu

y N y u N u y N y N u N u N

    
 

   
  
 

   

. (3.6.) 

Fundamentālu atrisinājumu sistēmā (3.5. izteiksme) ir par vienu atrisinājumu mazāk nekā 

nezināmo skaits. Ir nepieciešams iegūt vēl vienu vienādojumu – atrast pirmās nehomogēnās 

lineāro vienādojumu sistēmas partikulāru atrisinājumu w, kur kā koeficientu matrica A1 var 

tikt izmantota matrica (3.7. izteiksme): 
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 (3.7.) 

Matricas (skat. 3.7.) ar izmēriem N × (N – 1) pirmo atribūtu veido vieninieku vektors, bet, 

sākot no otrā atribūta līdz pirmspēdējam atribūtam, ir lineārās kodola funkcijas (skat. 3.6.) 

atbilstošie atribūti. Savukārt par atkarīgo parametru b tiek piedāvāts izmantot NDVI laika 

rindu y. Atrisinājums w tiek atrasts, izmantojot nelineāro mazāko kvadrātu metodi. Kā 

nelineārā funkcija  tiek izmantota funkcija f  (3.8. vienād.): 

2 1 1
(1) ( )

2

S
f w S yw N

 
    ; (3.8.) 

kur S – svērtā summa. 

Svērtās summas elements laika solī t ir S(t), kur 1,...,t N (3.9. vienād.): 

2

1

2

(2) ( , ) ( ), 3,...,( 1)
N

i

w At i w j NS t j




    . (3.9.) 

Pievienojot vektoru w pie fundamentālu atrisinājumu sistēmas, tiek iegūta koeficientu 

matrica A2 (3.10. izteiksme): 
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. (3.10.) 

Brīvo locekļu vektors bt, kas tiek izmantots otrajā nehomogēnajā lineāro vienādojumu 

sistēmā (LES), attiecīgi arī sastāv no N elementiem. Vektora bt(i) elementi laika solī t, kur 

i = 1, …, N – 1 tiek iegūti, izmantojot vienādojumu sistēmu (3.11. izteiksme): 

     
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   
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 (3.11.) 

Izmantojot partikulāro atrisinājumu w un brīvo locekļu vektoru b, var tikt tuvināti 

aprēķināta nezināmā svērtā summa Ŝ (3.8. vienādojumā). Un vektora bt(i) elements, kur 

i N , tad tiek aprēķināts pēc vienādojuma (3.12. vienād.): 

   ˆ( ) 2tb S t wi   . (3.12.) 



25 

 

Tādējādi katrā laika solī t atrisinot otro nehomogēno lineāro vienādojumu sistēmu ar 

koeficientu matricu A2 (3.10. izteiksme), un brīvo locekļu vektoru bt (3.11. izteiksme) un 

(3.12. vienād.), izmantojot mazāko kvadrātu metodi, tiek iegūts otrās nehomogēnās lineāro 

vienādojumu sistēmas partikulārs atrisinājums wt. Lai iegūtu apakšsignāla u tuvināto vērtību 

laika solī t, vispirms tiek izmantota izteiksme, kas ļauj iegūt N dažādas ˆ ( )iu t  vērtības, kur 

i = 1, …, N (3.13. izteiksme): 

      
 

ˆ ( )
t

i

w i y t y i
u t

u i


 . (3.13.) 

Un pa visiem i  tiek aprēķināta vidējā vērtība (3.14. izteiksme): 

  1
(

ˆ
)ˆ

N

ii
u t

u t
N



. (3.14.) 

Iegūtais rezultāts (3.14. izteiksme) ir apakšsignāla u aproksimētā vērtība laika solī t. 

Atkarībā no otrajā nehomogēnajā lineāro vienādojumu sistēmā izmantotās koeficientu 

matricas A2 (skat. matricu (3.10.)) nosacītības skaitļa, iegūtās aproksimētās vērtības var būt ar 

dažādu precizitāti – ar dažādu ciparu skaitu, kas sakrīt ar oriģinālā apakšsignāla u cipariem. 

Izmantojot koeficientu matricas A2 nosacītības skaitli cond(A2) var tikt aprēķināts aptuvenais 

ciparu skaits M (3.15. izteiksme), pa kādu samazinās precizitāte, iegūstot lineāro vienādojumu 

sistēmas atrisinājumu [100]: 

10 2log (cond( ))M A . (3.15.) 

Otrs faktors, kas ietekmē aproksimētā apakšsignāla precizitāti, ir lineāro vienādojumu 

sistēmu atrisinājumu kļūdu lielumi. Šīs aproksimācijas pieejas izmantošanai tiek lietota 

četrkārtīga precizitāte (quadruple precision), kas aprēķinos izmanto 34 ciparus aiz komata.  
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4. PROGNOZĒŠANAS SISTĒMAS NDVI FS IZSTRĀDĀŠANA  

Nodaļa veltīta NDVI laika rindu prognozēšanas sistēmas (NDVI Forecasting System, 

NDVI FS) izstrādāšanai. Prognozēšanas sistēma NDVI FS sastāv no lietotāja saskarnes, datu 

pirmapstrādes moduļa, mašīnmācīšanās moduļa un datu krātuves. Lietotāja saskarne atbild par 

pikseļa koordināšu ievadi, kā arī no modificētās VMD metodes iegūtā apakšsignāla 

aproksimācijas pieejas izvēli (izmantot vai neizmantot).  

Uzsākot darbu, lietotājs, izmantojot atbilstošo saskarni, ievada sistēmā trīs nepieciešamo 

elementu vērtības: 

 koordināta X jeb ģeogrāfiskais garums MODIS NDVI attēlos atbilstoši šo attēlu 

koordinātu sistēmai; 

 koordināta Y jeb ģeogrāfiskais platums MODIS NDVI attēlos atbilstoši šo attēlu 

koordinātu sistēmai; 

 izvēles elementa vērtība (1: izmantot VMD apakšsignāla aproksimācijas pieeju, 0: 

neizmantot). 

Datu pirmapstrādes modulī tiek veikta datu kopu izveidošana un to pirmapstrāde. 

Mašīnmācīšanās modulī tiek veikta prognozēšanas modeļa apmācība un NDVI laika rindas 

prognozēšana. Ja lietotāja izvēlētajai (atbilstoši ievadītājām pikseļa koordinātām) laika rindai 

nav pieejams prognozēšanas modelis un datu pirmapstrādes parametri datu krātuvē, tad 

konkrētajam pikselim tiek atlasītas visas pieejamās NDVI vēsturiskās vērtības, un tiek 

saglabātas ar komatiem atdalīto vērtību (Comma-Separated Values, CSV) datnē, iegūstot laika 

rindu. Šī laika rinda tiek padota datu pirmapstrādes modulim. 

4.1. Datu pirmapstrādes modulis 

Datu pirmapstrādes modulī blokā “DP1” tiek veikta NDVI laika rindas dekompozīcija, 

izmantojot modificēto variāciju apakšsignālu dekompozīcijas metodi un iegūtā apakšsignāla 

aproksimāciju, ja lietotājs to ir izvēlējies (skat. 4.1. attēlu). 

 Abām laika rindām (vai tikai NDVI laika rindai, ja lietotājs nav izvēlējies apakšsignāla 

aproksimāciju) tiek rekonstruētas fāžu telpas blokā “DP2”, izmantojot laika  

aiztures metodi. 

 Datu kopu izveidošanas blokā fāžu telpas tiek apvienotas (ja ir divas fāžu telpas), un 

tad sadalītas apmācības (70 % no ierakstiem), validācijas (15 % no ierakstiem) un testa 

(15 % no datu ierakstiem) datu kopās. Katra datu kopa tiek iedalīta atribūtu kopā un 

prognozējamajā parametrā.  

 Blokā “DP3” no visām kopām tiek atlasīti informatīvākie atribūti, izmantojot 

pakāpenisko regresijas analīzi, un tiek iegūtas lineāri nekorelējošu atribūtu kopas, 

izmantojot principiālo komponentu analīzi. 
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4.1. att. Apakšsignāla aproksimācijas bloks “DP1”. 

Tagad iegūtās pirmapstrādātas apmācības, validācijas un testa datu kopas ir datu 

pirmapstrādes moduļa izeja, kas tiek padota ieejā mašīnmācīšanās modulim. Visi 

nepieciešamie datu pirmapstrādes parametri: koeficientu matrica A2; partikulārais atrisinājums 

w; informatīvāko atribūtu indeksi; atribūtu vidējās vērtības un īpašvektoru kopa M tiek 

saglabāti datu krātuvē, ar unikālo identifikatoru sasaistot tos ar konkrēto NDVI laika rindu. 

Modificētā variāciju apakšsignālu 

dekompozīcijas metode 

Lineārās kodola  

funkcijas K(u, u) iegūšana 

  

Homogēnas lineāro vienādojumu 

sistēmas lineāri neatkarīgu 

atrisinājumu kopas x atrašana, 

izmantojot SVD metodi 

  

Pirmās nehomogēnās  

lineāro vienādojumu 

sistēmas partikulārā 

atrisinājuma w1 atrašana 

Fundamentālu atrisinājumu 

sistēmas x un partikulārā 

atrisinājuma w apvienošana 

  

Otrās nehomogēnās  

lineāro vienādojumu  

sistēmas partikulārā  

atrisinājuma wt atrašana katra 

laika solī t un aproksimētā 

apakšsignāla û iegūšana 

  

Lineārās kodola funkcijas 

K([yu], [yu]) iegūšana 

NDVI laika rinda y 

Brīvo locekļu 

vektora bt iegūšana 

katra laika solī t 

  

Sākums 

DP2 
Fāžu telpu 

rekonstrukcijas 

bloks 

Partikulārais atrisinājums w 

Lineārā kodola funkcija  

K([yu], [yu]) 

 Aproksimētais apakšsignāls û 

 NDVI laika rinda y 

Koeficientu matrica A2: 

fundamentālu atrisinājumu 

sistēmas x un partikulārā 

atrisinājuma w apvienojums 

Brīvo locekļu 

vektors bt 

Fundamentālu 

atrisinājumu 

sistēma x 

Apakšsignāls u  

Lineārā kodola  

funkcija K(u, u) 
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4.2. Mašīnmācīšanās modulis 

Mašīnmācīšanās moduli veido divas komponentes: apmācības bloks un prognozēšanas 

bloks. Ieejā modulis saņem pirmapstrādātas apmācības, validācijas un testa datu kopas no datu 

pirmapstrādes moduļa. Savukārt moduļa izejā ir iegūta prognoze, kas tiek izsniegta lietotājam. 

Apmācības blokā rekurento slāņu neironu tīkls (LRNN) veic apmācību uz apmācības datu 

kopas, novērtējot saknes vidējo kvadrātisko kļūdu (RMSE) vērtību uz validācijas datu kopas. 

Kā piemērotākais LRNN prognozēšanas modelis tiek izvēlēts tas, kuram tiek sasniegta mazākā 

zaudējumu funkcijas RMSE vērtība. 

 Ar atrasto labāko prognozēšanas modeli tiek veikta īstermiņa prognozēšana uz 

apmācības, validācijas un testa datu kopu prognozējamā parametra, un tiek novērtētas 

zaudējumu funkciju RMSE, virzienu simetrijas (DS) un pielāgota determinācijas 

koeficienta 𝑅adj
2  vērtības uz katras no šīm kopām.  

 Kad tiek atrasts piemērotākais LRNN prognozēšanas modelis, tad šī LRNN modeļa 

parametri (svari un konstantes) tiek saglabāti datu krātuvē, pēc unikāla identifikatora 

sasaistot tos ar iepriekš saglabātajiem datu pirmapstrādes parametriem, tādējādi 

iegūstot konkrētajai NDVI laika rindai piemērotāko prognozēšanas modeli un datu 

pirmapstrādes parametrus. Bloka izejā ir prognozēšanas modelis. 

 Kad prognozēšanas modelis ir iegūts, to var izmantot NDVI laika rindas jaunu vērtību 

prognozēšanai, to veicot NDVI laika rindu prognozēšanas blokā (skat. 4.2. att.). Pēc 

noteikta laika perioda, kas MODIS NDVI attēlu gadījumā ir septiņas dienas, 

prognozēšanas process var tikt atkārtots. 

Sistēmas NDVI FS praktiskā realizācija lietojumprogrammas veidā tiek veikta, izmantojot 

augsta līmeņa programmēšanas valodu MATLAB. Sistēma tiek realizēta, izmantojot 

savstarpēji saistītu MATLAB funkciju (gan iebūvēto, gan autora izstrādāto) kopumu un skriptu 

biznesa loģikas nodrošināšanai, rakstzīmju orientēto lietotāja saskarni un datu krātuvi. Skripts 

tiek izmantots, lai uzsāktu sistēmas darbu un noteiktā secībā izsauktu visas nepieciešamās 

funkcijas, sākot ar lietotāja parametru ievadīšanu. Datu krātuve tiek realizēta datu failu veidā, 

kas tiek glabāti lietotāja datu nesējā.  

Sistēmas biznesa loģika ietver noteiktas NDVI laika rindas īstermiņa prognozes 

aprēķināšanu, izmantojot lietotāja ievadītos datus, datu krātuvē esošos MODIS NDVI attēlus, kā 

arī noteiktus algoritmus. Biznesa loģikas nodrošināšanai tiek izmantota virkne dažādu MATLAB 

funkciju, gan iebūvēto, gan autora izstrādāto. Izstrādātajā sistēmā NDVI FS visa datu 

pirmapstrāde, LRNN modeļa apmācība un laika rindas prognozēšana ir pilnībā automatizēta. 

Apakšsignāla aproksimācijas pieejas izstrādāšana, datu pirmapstrādes parametru 

piemēroto vērtību meklēšana, kā arī rekurento slāņu neironu tīkla parametru piemēroto vērtību 

meklēšana tiek realizēta, izmantojot autora izstrādātas MATLAB funkcijas. Modificētās VMD 

metodes vmd_modified koda izstrādāšana tiek veikta, par pamatu izmantojot oriģinālās VMD 

metodes MATLAB funkciju [119].  
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4.2.  att. Prognozēšanas bloks. 

Darba autors apakšsignāla aproksimācijas pieejas funkcijas kodu izstrādā, izmantojot 

MATLAB iebūvētas funkcijas null, lsqcurvefit un lsqlin. Pakāpeniskās regresijas analīzes 

veikšanai tiek izmantota iebūvētā funkcija stepwisefit. Fāžu telpas rekonstrukcija ar laika 

aiztures metodi tiek realizēta ar funkcijas phasespace palīdzību [54]. PCA analīze tiek veikta, 

izmantojot MATLAB dimensiju skaita reducēšanas rīku [58]. Iebūvētā funkcija layrecnet tiek 

izmantota rekurento slāņu neironu tīkla (LRNN) modeļa apmācībai. 

Prognozēšanas sistēmas NDVI FS arhitektūra, skaitļošanas plūsma un datu krātuves 

operācijas ir parādīta 4.3. attēlā. Sistēma ieejā saņem MODIS NDVI attēlus no kādas MODIS 

attēlu sagatavošanas platformas. Izejā sistēma NDVI FS izsniedz lietotāja (piemēram, 

lauksaimnieka) izvēlētās NDVI laika rindas īstermiņa prognozi. 

Apakšsignāla 

aproksimācija 
  

Atribūtu kopas iegūšana:  

NDVI laika rindas y un aproksimētā 

apakšsignāla û  (ja tiek izmantots)  

50 pēdējo vērtību apvienošana  

 Aproksimācija? 

Koordinātas: X, Y, 

aproksimācijas izvēle 

  

  MODIS NDVI attēli 
Attēlu metadati 
Prognozēšanas modeļi 
Pirmapstrādes parametri 

jā 

nē 

Informatīvāko atribūtu atlasīšana 

Vidējo vērtību atņemšana no  

atribūtu vērtībām 

Lineāri nekorelējošu atribūtu  

kopas iegūšana 

Prognozēšana vienu laika soli uz 

priekšu, izmantojot LRNN modeli  

Atribūtu kopa 

Informatīvāko atribūtu 

apakškopa 

 

Atribūtu kopa ar atņemtām 
vidējām vērtībām 
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Īpašvektoru kopa M 
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Datu 

krātuves 

operācija 

Skaitļošanas 

plūsma 
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4.3. att. NDVI laika rindu prognozēšanas sistēma NDVI FS. 

Tādējādi izstrādātā prognozēšanas sistēma NDVI FS ir tas posms precīzajā 

lauksaimniecībā, kas nodrošina ieejas datus lēmumu atbalsta sistēmai (skat. 4.4. attēlu). 

 

 

 

 

 

 

 

 

 

 

 

 

4.4. att. Izstrādātā sistēma NDVI FS precīzajā lauksaimniecībā. 
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(X, Y),  
Aproksimācija

? 

Lietotāja saskarne 

 
Modelis 

eksistē? 

jā 

Mašīnmācīšanās 

NDVI laika 

rindas 

prognozēšana 

nē 

 Aproksimācija? 

DP1 

Dekompozīcija, 

aproksimācija 

DP2 

Fāžu telpu 

rekonstrukcija 

jā 

nē 

Skalārās NDVI laika  
rindas pieprasījums 

Datu kopu 

izveidošana 

DP3 

Pazīmju atlase 

un izgūšana 

Apmācība 

Modeļa (X, Y) 

saglabāšana 

Datu pirmapstrādes modulis 

Prognoze 

 

 

 
 

MODIS NDVI attēli 

Attēlu metadati 

Progn. modeļi 

Pirmapstr. param. 

Datu krātuves operācija Skaitļošanas plūsma 

Koeficientu matricas un 

partikulārā atrisinājuma 

saglabāšana 

Atribūtu indeksu, 

atribūtu vidējo vērtību 

un īpašvektoru 

saglabāšana 

Prognozēšanas modeļa (X, Y) 

un datu pirmapstrādes 

parametru pieprasījums 

Precīzā lauksaimniecība 

N
D

V
I 

la
ik

a 
ri

n
d

a,
 

ap
ak

šs
ig

n
āl

s 
 

F
āž

u
 t

el
p

as
 

 D
at

u
 k

o
p

as
 

 

P
ir

m
ap

st
rā

d
āt

as
 

 d
at

u
 k

o
p

as
 

Prognozēšanas 

modelis (X, Y)  

MODIS attēlu 

sagatavošanas 

platforma  

Neapstrādātie 

MODIS attēli 

MODIS  

NDVI attēli 

Prognozēšanas 

sistēma  

NDVI FS 

NDVI 

īstermiņa 

prognoze 

Lēmumu atbalsta 

sistēma 
Rekomendācijas 



31 

 

5. IZSTRĀDĀTĀS PROGNOZĒŠANAS SISTĒMAS PRECIZITĀTES 

NOVĒRTĒŠANA 

Nodaļa veltīta eksperimentiem ar izstrādāto prognozēšanas sistēmu NDVI FS. Tiek 

novērtēta sistēma ar aproksimācijas pieejas izmantošanu un bez šīs pieejas izmantošanas, kā 

arī sistēmas precizitāte tiek salīdzināta ar citu metožu precizitāti. Katrs eksperiments tiek 

atkārtots 100 reižu, katru reizi ņemot citu NDVI laika rindu.  

5.1. NDVI prognozēšana ar klasiskām metodēm 

Tiek veikti trīs eksperimenti, kuros tiek izmantotas klasiskās prognozēšanas metodes. 

Viena eksperimenta mērķis ir izpētīt vienkāršā slīdošā vidējā precizitāti NDVI laika rindu 

prognozēšanas uzdevumā. Eksperimentā NDVI laika rindai tiek rekonstruēta fāžu telpa ar 

dažādiem dimensijas m lielumiem. Fāžu telpas dimensija m tiek meklēta intervālā [1; 50], 

laika aizture τ = 1. Par piemēroto dimensiju m un attiecīgi par vienkāršā slīdošā vidējā periodu 

tiek uzskatīta tā vērtība, pie kuras tiek sasniegta minimālā zaudējumu funkcijas RMSE vērtība. 

Nākamā eksperimenta mērķis ir izpētīt nepārtrauktu stāvokļu kopas Markova ķēžu 

precizitāti NDVI laika rindu prognozēšanas uzdevumā. Darba autors eksperimentu ar diskrētā 

laika, diskrētās stāvokļu kopas Markova ķēžu izmantošanu NDVI laika rindu prognozēšanā ir 

aprakstījis pētījumā [91], bet m-tās kārtas diskrētā laika, nepārtrauktu stāvokļu kopas Markova 

ķēžu izmantošana NDVI laika rindu prognozēšanā ir aprakstīta darba autora pētījumā [93]. 

Eksperimentā tiek izmantota nepārtrauktu stāvokļu kopas Markova ķēdes ar atmiņu m. Tiek 

izmantota m-tās kārtas Markova ķēde, tāpēc pēdējie m stāvokļi jeb pēdējie m laika rindas 

novērojumi tiek izmantoti, lai prognozētu nākamo stāvokli. Šī Markova ķēdes m stāvokļu 

kombinācija izveido vektoru, kas formāli ir identisks stāvokļa vektoram rekonstruētajā  

fāžu telpā. 

Lai prognozētu nākamo laika rindas vērtību starp pēdējo aiztures vektoru fāžu telpā un 

visiem pārējiem aiztures vektoriem, tiek aprēķināta Eiklīda distance. Tiem aiztures vektoriem, 

ar kuriem Eiklīda distance ir pietiekami maza, tiek paņemtas nākamās laika rindas vērtības, 

kas seko aiz šī vektora, un prognoze tiek iegūta kā visu šo nākamo vērtību vidējā vērtība. 

Pēdējā eksperimenta mērķis ir izpētīt automātiski regresējoša integrētā slīdošā vidējā 

(ARIMA) metodes precizitāti NDVI laika rindu prognozēšanas uzdevumā. Eksperimentā, 

izmantojot NDVI laika rindas datus, tiek apmācīti ARIMA(p, d, q) modeļi, kur p ir 

autoregresīvā polinoma kārta, d – diferenču operatora kārta, q – slīdošā vidējā polinoma kārta. 

Tiek izveidoti modeļi ar dažādām p, d un q vērtībām. Par piemērotām tiek izvēlētas tās p, d un 

q vērtības, pie kurām RMSE vērtība starp prognozētajām un novērotajām testa datu kopas 

vērtībām ir minimāla. 

5.2. Eksperimentu ar prognozēšanas sistēmu NDVI FS raksturojums 

Izstrādātās prognozēšanas sistēmas NDVI FS precizitātes novērtēšanai tiek veikti divi 

eksperimenti. Darba autors eksperimentu ar Elmana rekurento neironu tīklu izmantošanu 
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NDVI laika rindu prognozēšanai ir aprakstījis pētījumā [92], eksperiments ar LRNN 

izmantošanu NDVI laika rindu prognozēšanai ir aprakstīts autora pētījumā [87], bet 

prognozēšanas sistēmas, kura neizmanto uz VMD balstīto aproksimācijas pieeju, pielietošana 

NDVI laika rindu prognozēšanai ir aprakstīta autora pētījumos [88], [94].  

Viena eksperimenta mērķis ir izpētīt NDVI prognozēšanas sistēmas precizitāti NDVI laika 

rindu prognozēšanas uzdevumā, neizmantojot no modificētās VMD metodes iegūtā 

apakšsignāla aproksimācijas pieeju. Eksperiments tiek atkārtots 100 reižu. 

 Normalizēta veģetācijas indeksa laika rindai tiek iegūta fāžu telpa ar dimensiju m = 50 

un laika aizturi τ = 1, un tādējādi tiek iegūta datu kopa, kas tiek iedalīta divās daļās: 

atribūtu kopā un prognozējamajā parametrā. Gan atribūtu kopa, gan prognozējamais 

parametrs tiek iedalīti trīs daļās, iegūstot apmācības, validācijas un testa datu kopas.  

 No katras atribūtu kopas tiek atlasīti informatīvākie atribūti, izmantojot pakāpenisko 

regresijas analīzi, un, izmantojot principiālo komponentu analīzi, tiek iegūtas lineāri 

nekorelējošu atribūtu kopas.  

 Pirmapstrādātas apmācības un validācijas datu kopas tiek padotas ieejā rekurento slāņu 

neironu tīklam, kas veic apmācību un iegūst prognozēšanas modeli.  

Nākamā eksperimenta mērķis ir izpētīt NDVI prognozēšanas sistēmas precizitāti NDVI 

laika rindu prognozēšanas uzdevumā, izmantojot no modificētās VMD metodes iegūtā 

apakšsignāla aproksimācijas pieeju.  

 Izmantojot izstrādāto variāciju apakšsignālu dekompozīcijas (VMD) metodes 

modifikāciju, tiek iegūts normalizēta veģetācijas indeksa laika rindas apakšsignāls, kas 

tiek tuvināti aprēķināts ar izstrādāto apakšsignāla aproksimācijas pieeju. 

Apakšsignālam tiek rekonstruēta fāžu telpa ar m = 50 un laika aizturi τ = 1, tāpat arī 

NDVI laika rindai tiek rekonstruēta fāžu telpa ar šiem pašiem parametriem.  

 Fāžu telpas tiek apvienotas, iegūstot datu kopu, kas tiek iedalīta divās daļās: atribūtu 

kopā un prognozējamajā parametrā. Atribūtu kopa un prognozējamais parametrs tiek 

iedalīti trīs daļās, iegūstot apmācības, validācijas un testa datu kopas.  

 No visām atribūtu kopām tiek atlasīti informatīvākie atribūti, izmantojot pakāpenisko 

regresijas analīzi, un, izmantojot principiālo komponentu analīzi, tiek iegūtas lineāri 

nekorelējošu atribūtu kopas.  

 Pirmapstrādātas apmācības un validācijas datu kopas saņem ieejā rekurento slāņu 

neironu tīkls, kas veic apmācību uz šiem datiem, iegūstot prognozēšanas modeli.  

Piecos eksperimentos iegūtās triju zaudējumu funkciju – saknes vidējās kvadrātiskās kļūdas 

RMSE; virzienu simetrijas DS un pielāgotā determinācijas koeficienta 𝑅adj
2  – vidējās vērtības uz 

testa datu kopām dotas 5.1. tabulā. Prognozēšanas metodes un sistēmas 5.1. tabulā ir sakārtotas 

proporcionāli vidējo RMSE vērtību kritumam jeb prognozēšanas precizitātes pieaugumam. 
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5.1. tabula 

Zaudējumu funkciju vidējas vērtības 

Prognozēšanas metode vai sistēma RMSE DS 
2

adjR  

Vienkāršais slīdošais vidējais 0,0442 93,40 % 0,94 

Diskrētā laika, nepārtrauktu stāvokļu kopas m-tās 

kārtas Markova ķēde 
0,0214 83,76 % 0,90 

Automātiski regresējošs integrēts slīdošais vidējais 0,0108 93,85 % 0,96 

Izstrādātā NDVI FS bez aproksimācijas pieejas 0,0012 97,28 % 0,99 

Izstrādātā NDVI FS ar aproksimācijas pieeju 0,0009 98,80 % 0,99 

 

No 5.1. tabulas tabulas tiek secināts, ka augstāko prognozēšanas precizitāti uzrāda 

izstrādātā NDVI FS, izmantojot no modificētās variāciju apakšsignālu dekompozīcijas 

metodes iegūtā apakšsignāla aproksimācijas pieeju (RMSE = 0,0009, DS = 98,90 % un 

pielāgotais 𝑅adj
2  = 0,99). 

5.3. Datu pirmapstrādes parametru un prognozēšanas modeļu pārnešana 

Ar datu pirmapstrādes parametru un modeļu pārnešanu tiek veikti divi eksperimenti. 

Viena eksperimenta mērķis ir izpētīt prognozēšanas modeļu pārnešanu uz kaimiņu pikseļu 

NDVI laika rindām, veicot to prognozēšanu bez jaunas apmācības un neizmantojot 

apakšsignāla aproksimācijas pieeju.  

 Kad uz nejauši izvēlētas NDVI laika rindas ir veikta datu pirmapstrāde un apmācība, 

izmantojot izstrādāto NDVI FS bez aproksimācijas pieejas, tiek saglabāti visi 

nepieciešamie parametri un modelis.  

 Ap šai NDVI laika rindai atbilstošo pikseli satelītattēlā tiek novilkts režģis ar rādiusu 

r = 5. Tādējādi apkārt izvēlētās NDVI laika rindas atbilstošajam pikselim tiek 

novilkts 11 × 11 pikseļu liels režģis, kurā bez centrālā pikseļa vēl ir 120 pikseļu.  

 Katram no šiem kaimiņu pikseļiem tiek iegūtas 120 NDVI laika rindas, un katra no šīm 

laika rindām vispirms tiek pirmapstrādāta un prognozēta, izmantojot no apmācībā 

izmantotās laika rindas iegūtos datu pirmapstrādes parametrus un prognozēšanas 

modeli, un tiek aprēķinātas RMSE vērtības.  

 Tad uz katras no šīm laika rindām tiek individuāli iegūti datu pirmapstrādes parametri 

un prognozēšanas modelis, tiek iegūtas prognozes un aprēķinātas RMSE vērtības.  

Katrai laika rindai tiek salīdzinātas abas RMSE vērtības. Eksperiments tiek atkārtots 100 

reižu, katru reizi prognozējot 120 laika rindas. Pirmajos 15 eksperimentos iegūtie rezultāti 

redzami 5.1. attēlā. Kā redzams 5.1. attēla kreisajā pusē, tiek iegūts binārais attēls, kur ar 

dzeltenu krāsu (vērtība viens) ir attēloti tie pikseļi, kur var izmantot pārnestos datu 

pirmapstrādes parametrus un prognozēšanas modeli uz konkrētā pikseļa laika rindas. Ar zilo 
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krāsu (vērtība nulle) tiek attēloti tie pikseļi, kur ir jāizmanto uz šīs laika rindas individuāli 

iegūtos datu pirmapstrādes parametrus un oriģinālo prognozēšanas modeli. 

 

 

5.1. att. Prognozēšanas modeļa lietojums bez aproksimācijas pieejas. 

Savukārt 5.1. attēla labajā pusē ir dotas Eiklīda distances ar slieksni 0,8. Eiklīda distances 

ir aprēķinātas starp centrālo laika rindu un visām pārējām laika rindām. Analizējot 5.1. attēlu, 

tiek secināts, ka pārnesot pirmapstrādes parametrus un prognozēšanas modeli un veicot 

prognozēšanu, var iegūt līdzvērtīgu RMSE vērtību, ja starp apmācībā izmantoto laika rindu un 

laika rindu, kur tiek lietoti pārnestie parametri un modeļi, Eiklīda distance ir mazāka vai 

vienāda ar sliekšņa vērtību 0,8. 

Nākamā eksperimenta mērķis ir izpētīt prognozēšanas modeļu pārnešanu uz kaimiņu 

pikseļu NDVI laika rindām, veicot to prognozēšanu bez jaunas apmācības un izmantojot 

apakšsignāla aproksimācijas pieeju.  

 Satelītattēlā tiek novilkts 11 × 11 pikseļu režģis (kopā 121 pikselis), kur centrālais 

pikselis ir tas, uz kura NDVI laika rindas tiek veikta pirmapstrāde un apmācība. 

 Katra no 120 laika rindām tiek pirmapstrādāta un prognozēta, vispirms izmantojot 

pārnestos parametrus un modeļus, kas iegūti uz centrālā pikseļa NDVI laika rindas, un 

tad, izmantojot individuāli uz katras laika rindas iegūtos parametrus un modeļus, abos 

gadījumos novērtējot iegūtās RMSE vērtības starp novēroto un prognozēto NDVI  

laika rindu.  

Eksperiments tiek atkārtots 100 reižu, katru reizi prognozējot 120 laika rindas. 

Eksperimenta rezultāti pirmajiem 15 gadījumiem redzami 5.2. attēlā. 
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5.2. att. Prognozēšanas modeļa lietojums ar aproksimācijas pieeju. 

Arī 5.2. attēla kreisajā pusē ir binārais attēls, kur ar dzelteno krāsu atzīmēti tie pikseļi, kur 

var pārnest datu pirmapstrādes parametrus un prognozēšanas modeli, ar zilo krāsu parādīti tie 

pikseļi, kur to izdarīt nevar. Savukārt 5.2. attēla labajā pusē ir Eiklīda distanču binārais attēls 

ar slieksni 0,1, kur Eiklīda distances aprēķinātas starp centrālo laika rindu un visām citām 

laika rindām. Analizējot 5.2. attēlu, tiek secināts, ka pirmapstrādes parametrus un 

prognozēšanas modeli, kas iegūti uz centrālā pikseļa normalizēta veģetācijas indeksa laika 

rindas, var izmantot citu NDVI laika rindu prognozēšanai ar līdzvērtīgu RMSE vērtību, ja starp 

apmācībā izmantoto laika rindu un laika rindu, kur tiek lietoti pārnestie parametri un modeļi, 

Eiklīda distance ir mazāka vai vienāda ar sliekšņa vērtību 0,1. 
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REZULTĀTI UN SECINĀJUMI 

Promocijas darbā ir izstrādāta NDVI indeksa laika rindu prognozēšanas sistēma NDVI FS, 

kas nodrošina īstermiņa veģetācijas izmaiņu dinamikas prognozes, kas ir vitāli svarīgas 

precīzajā lauksaimniecībā. Izstrādātā prognozēšanas sistēma tiek novērtēta, izmantojot autora 

piedāvāto aproksimācijas pieeju, un bez šīs pieejas, lai pārbaudītu pirmo izvirzīto hipotēzi. Lai 

pārbaudītu otro izvirzīto hipotēzi, tika veikti modeļu pārnešanas eksperimenti, uz vienas 

NDVI laika rindas iegūtos parametrus un modeli izmantojot citu pikseļu NDVI laika rindu 

prognozēšanai. Atrisinot promocijas darbā izvirzītos uzdevumus, iegūtie galvenie rezultāti 

ir šādi. 

1. Veikta zinātniskās literatūras analīze par normalizēta veģetācijas indeksa laika rindu 

prognozēšanu. Definētas prasības un pamatota prognozēšanas metodes izvēle 

izstrādājamajai sistēmai. 

2. Veikta zinātniskās literatūras analīze par laika rindu prognozēšanu, izmantojot dažādas 

signālu dekompozīcijas metodes, ko lieto frekvenču analīzei. Pamatota dekompozīcijas 

metodes izvēle NDVI laika rindu prognozēšanas uzdevumā un no tās iegūto 

apakšsignālu aproksimācijas nepieciešamība. 

3. Izstrādāta no modificētās variāciju apakšsignālu dekompozīcijas metodes iegūtā 

apakšsignāla aproksimācijas pieeja, kas ļauj iegūt tuvinātas apakšsignāla vērtības 

visiem tiem laika soļiem, kuriem ir pieejami vēsturiskie normalizēta veģetācijas  

indeksa novērojumi. 

4. Izstrādāta normalizēta veģetācijas indeksa laika rindu prognozēšanas sistēma, kas 

balstās uz specializētu metožu un pieeju kopumu. Tas ļauj paaugstināt prognozēšanas 

precizitāti, neizmantojot papildu ieejas datus, piemēram, gaisa temperatūras, nokrišņu 

daudzuma un zemes virsmas kategoriju datus, kā arī citus veģetācijas indeksus. Viss 

sistēmā implementētais datu pirmapstrādes process, LRNN modeļa apmācība un laika 

rindas prognozēšana ir pilnībā automatizēta. 

5. Veikta izstrādātās sistēmas NDVI FS novērtēšana, tās precizitāte, gan izmantojot, gan 

neizmantojot apakšsignāla aproksimācijas pieeju, ir salīdzināta ar vienkāršā slīdošā 

vidējā, diskrētā laika, nepārtrauktu stāvokļu kopas m-tās kārtas Markova ķēžu un 

automātiski regresējoša integrētā slīdošā vidējā sasniegto precizitāti NDVI laika  

rindu prognozēšanā. 

6. Izstrādāta pieeja apmācīta prognozēšanas modeļa un atbilstošo datu pirmsapstrādes 

parametru pārnešanai uz teritoriju, kur nav pieejami prognozēšanas modeļi. Iegūtā 

prognozēšanas precizitāte daudzos gadījumos ir līdzvērtīga ar rezultātiem, ko sniedz 

uz konkrētās normalizēta veģetācijas indeksa laika rindas datiem apmācītais 

prognozēšanas modelis. 

Promocijas darba izstrādāšanas gaitā ir iegūti šādi secinājumi. 

1. Normalizēta veģetācijas indeksa laika rindu prognozēšanas pētījumos nepietiekami 

tiek izmantotas datu pirmapstrādes metodes, kas bieži vien neļauj sasniegt augstu 

prognozēšanas precizitāti. 
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2. Izstrādātā prognozēšanas sistēma veic normalizēta veģetācijas indeksa laika rindas 

jaunās vērtības īstermiņa prognozi, ieejā izmantojot tikai NDVI vēsturiskās vērtības. 

3. Izstrādātā pieeja aproksimē no variāciju apakšsignālu dekompozīcijas metodes iegūto 

apakšsignālu jebkurā laika solī, kur ir pieejamas vēsturiskās normalizēta veģetācijas 

indeksa laika rindas vērtības, un tas ļauj izmantot šo tuvināti aprēķināto apakšsignālu 

jaunu NDVI laika rindas vērtību prognozēšanai. 

4. Aproksimētā apakšsignāla precizitāte ir atkarīga gan no otrās nehomogēnās lineāro 

vienādojumu sistēmas koeficientu matricas nosacītības skaitļa lieluma, gan no lineāro 

vienādojumu sistēmu atrisinājumu kļūdas lieluma. 

5. Prognozēšanas precizitāte, izmantojot izstrādāto sistēmu un autora piedāvāto 

apakšsignāla aproksimācijas pieeju, ir augstāka nekā, neizmantojot šo pieeju, kas 

apstiprina darbā izvirzīto pirmo hipotēzi. 

6. Prognozēšanas sistēmas NDVI FS sasniegtā normalizēta veģetācijas indeksa laika 

rindu prognozēšanas precizitāte, gan izmantojot, gan neizmantojot autora piedāvāto 

aproksimācijas pieeju, ir augstāka nekā precizitāte, kas ir sasniegta, prognozējot 

NDVI laika rindas ar vienkāršo slīdošo vidējo, diskrētā laika, nepārtrauktu stāvokļu 

kopas m -tās kārtas Markova ķēdēm un automātiski regresējošo integrēto 

slīdošo vidējo. 

7. Izmantojot prognozēšanas sistēmu NDVI FS un veicot apmācību uz kādas NDVI laika 

rindas, var tikt iegūti datu pirmapstrādes parametri un prognozēšanas modelis, ko var 

izmantot citas NDVI laika rindas prognozēšanai ar līdzvērtīgu precizitāti, salīdzinot ar 

precizitāti, ko var sasniegt, prognozējot šo laika rindu ar individuāli iegūtiem datu 

pirmapstrādes parametriem un prognozēšanas modeli, ja Eiklīda distance starp šīm 

abām laika rindām ir mazāka vai vienāda ar kādu noteiktu slieksni. Tas apstiprina 

darbā izvirzīto otro hipotēzi. 

8. Izstrādātā sistēma NDVI FS bez aproksimācijas pieejas izmantošanas var tikt lietota, ja 

nepieciešams prognozēt normalizēta veģetācijas indeksa laika rindu vērtības lielam 

zemes virsmas apgabalam salīdzinoši īsā laika posmā, kur ir pieļaujama neliela 

prognozēšanas precizitātes samazināšanās. 

9. Izstrādātā sistēma NDVI FS ar aproksimācijas pieejas izmantošanu var tikt lietota, ja 

nepieciešamas normalizēta veģetācijas indeksa laika rindu prognozes ar augstāku 

precizitāti, bet salīdzinoši nelieliem zemes virsmas apgabaliem. 

Turpmākie pētījumi ir saistīti ar datu pirmapstrādes parametru un prognozēšanas modeļu 

pārnešanas pieejas attīstīšanu, definējot stingrākus pārnešanas nosacījumus un uzlabojot 

aproksimācijas pieeju. 
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