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DARBA VISPARIGS APRAKSTS

Ievads

Maksligie neironu tikli (MNT) tiek plasSi izmantoti masinmaciba. Tie ir jaudigi nelineari
modeli, kurus var apmacit uzraudzita, dalgji uzraudzita un neuzraudzita veida. Universals
masinmacisanas Kklasifikators, ko var izmantot visos scenarijos, neeksisté, tacu MNT biezi
parspgj citus klasifikatorus. Tomer ir griiti izskaidrot, ka MNT pienem klasifikacijas lémumu.
Maksligais neironu tikls ir “melna kaste”, un nav skaidrs, ka sads klasifikators darbojas, un
tas nopietni ierobezo MNT lietojamibu. Promocijas darbs ir veltits tadu pieeju izstradei, kas
lauj izglt zinasanas no apmacita MNT klasifikatora.

Teémas aktualitate

Klasifikacijas modela saprotamiba ir butiska prasiba tadas svarigds jomas ka
kodolenergija, medicina, finanses un citas. Papildus eksisté ari likuma prasibas, pieméram,
Eiropas Savienibas GDPR 2018 likums [118], kas nosaka, ka visiem kritiskiem dzives
ietekméjoSiem algoritmiskajiem l@mumiem jabiit izskaidrojamiem. Izskaidrojamiba lauj
validet klasifikatoru, nodrosSinat to, ka neeksisté€ diskriminacija, un izgiit jaunas zinasanas.
Zinasanu izgiSanas joma publikacijas ir, ta¢u nav pieejami lietoSanai gatavi algoritmi un
risinajumi. Turklat, ka tika atklats, zinatnisku rezultatu reproduc€jamiba ir liela probléma,
tapéc instrumentu izstrade MNT Klasifikatoru izskaidro$anai var ievérojami uzlabot un
paplasinat to lietojamibu.

Darba meérkis un uzdevumi

Pétijuma meérkis ir izstradat apmacitas MNT apgriesanas un zinasanu izgtsanas (ZI)
algoritmus un apvienot tos zinasanu izgi$anas metodologija. Sadai metodologijai jaapraksta
apmacitus maksligus neironu tiklus, izmantojot ja—tad likumu kopu, binaru klasifikacijas koku
vai vienadojumu kartu kopu. Pétjjuma mérka sasniegSanai ir jaatrisina $adi uzdevumi.

1. Analiz€t zinatniskaja literatiira un citos petijumos izmantotas, ka ar aprakstitas pieejas

zinasanu reprezentacijas un izguves pieejas uzdevumu risinasanai.

2. lIzpetit eksistejosas MNT apgrieSanas pieejas pozitivas un negativas Ipasibas, izstradat

uzlabotu apgrieSanas pieeju un aprobgét to.

3. Izstradat un aprobét pieeju zinasanu izgiiSanai no MNT.

4. Formul&t un aprobé&t optimizacijas uzdevumus, kuru risinajums laus izgit ja-tad un

eliptiskos likumus no MNT un no radialo bazes funkciju neironu tikla (RBFNT).

5. Izstradat un aprobét visparinatu metodologiju zinasanu izgi$anai no MNT.



Pétijuma objekts un priekSmets

P&tijuma objekts ir apmacits maksliga neironu tikla klasifikacijas [émumu skaidrojums,
pétijuma priek§mets — masinmaciSanas metodes un zinasanu izgisanas picejas.

Pétijuma hipotezes

Maksligo neironu tiklu apgrieSanas un likumu izgtiSanas metodes izstrades gaita parbaudei
ir izvirzitas vairakas hipotézes.

1. Uzlabota MNT apgricSanas pieeja, kas balstita uz jutiguma analizi, izvairas no
lokaliem minimumiem un lauj kontrol@t klasifikacijas kliidas palielinasanas.

2. leejas datu diskretizacija, kas izglta no visu neironu izejas vértibam, lauj izgit
klasifikacijas koku, kas aproksimé daudzslanu MNT ar kontrol€jamu precizitati.

3. lzliekta optimizacijas uzdevuma risinasana izgitie nosacijuma likumi lauj aproksimét
ar hiperplakném ierobeZotu apgabalu.

4. Neizliekta optimizacijas uzdevuma risinasana izgttie eliptiskie likumi lauj aproksimét
RBFMNT.

Pétijjuma metodes

Promocijas darba teorétiskaja izstrade ir izmantotas Sadas metozu klases: masinmaciSanas,
matematiska statistika, optimizacijas teorija un eksperimentalo pétijumu metodologijas.
Informacijas apkopoSanai par esoSajam pieejam priekSmetu joma izmantots literatiiras apskats

un analize.

Darba zinatniskais jaunieguvums un vertiba

P&tfjuma zinatniska novitate balstas uz esoSo zinasanu izgiisanas metoZu parskatiSanu un
jauno algoritmu izstradi. Ir izstradatas Cetras metodes, ko var izmantot, klasifikacijas modela
validacijai, izpratnei un izskaidrojumam. Zinatniska novitate un sasniegumi ir $adi.

1. lzstradats uz jutiguma analizes balstits maksliga neironu tikla apgriesanas algoritms ar
vairakam modifikacijam, kas lauj tam izvairities no lokaliem minimumiem. Veikts
svaru anul&Sanas un neironu apgrieSanas salidzinajums ar ieteikumiem pieejas izvélei.

2. lIzstradata metode binara klasifikacijas 1émumu koka izgaSanai no apmacita MNT
klasifikatora. Piedavatais risinajums ir eksperimentali parbaudits.

3. Izstradata pieeja ja—tad likumu izgiiSanai no apgabala, kas ierobezots ar hiperplakném.
Lai gan tika paradits, ka pieejai ir problémas, apstradajot lieldimensiju datu kopas, to
var izmantot datu kopam ar nelielu ieejas datu dimensiju skaitu.

4. lIzstradata pieeja eliptisko likumu izgtsanai no divdimensiju vai trisdimensiju RBF
neironu tikla. Lai gan §1 pieeja paradija, ka ta ir paklauta dimensiju lastam, izstradata
optimizacijas probléma bija pareiza pieeja eliptisko likumu izgtsanai divu vai trTs
dimensiju gadijuma. Lielaku dimensiju skaitu var atbalstit, uzlabojot algoritmu.



5.

Balstoties uz veiktajiem pétijumiem un eksperimentiem, tika izstradata likumu
izgtSanas metoZzu izmantoSanas metodologija ar ieteikumiem gadijumos, kad viena
piceja biitu jaizvélas citas vieta.

Darba praktiskais nozimigums

Praktiskais jaunieguvums ietver izstradato algoritmu programmatiras realizacijas, to
eksperimentalo validaciju un novértésanu. Pilns praktisko sasniegumu saraksts ir $ads.

1.

Izstradats apraksts dazadam zinaSanas reprezentacijas shémam un dotas
rekomendacijas to izvélei.

Izstradata metodologija, kas lauj izgiit precizus vai vienkarSus likumus.

Salidzinatas neironu apgrieSana un Svaru anuléSana, dotas rekomendacijas pieeju
izvelei.

Darba aplukoto klasifikatoru (MNT, RBFMNT un ar hiperplakném ierobezotu
apgabalu klasifikators) lietojamiba palielinajas dazadam vidém, jo tagad ir iesp&jams
tos validet, izprast modelu piemérotibu, saprast klasifikacijas Iémumu un atklat jaunas
zinasanas.

Izstradata programmatiira Matlab vidé, ka ari Lua balstita Torch7 dzilas macisanas
(DM) biblioteka un Python balstitie PyTorch DL bibliotekas paplasinajumi. PyTorch
versija ir piemérojama vidgja lieluma datu kopu izpé&tei.

Aprobacija

Promocijas darba veiktie pétijjumi un to galvenie rezultati ir prezenteti 13

starptautiskas zinatniskas konferences.

1.

2.
3.
4

o

10.

11.

RTU 60" International Scientific Conference. Latvia, Riga, 10-11 October 2019.

RTU 59" International Scientific Conference. Latvia, Riga, 10-12 October 2018.

RTU 57" International Scientific Conference. Latvia, Riga, 17-21 October 2016.

10th International Scientific and Practical Conference “Environment. Technology.
Resources”. Latvia, Rezekne, 18-20 June 2015.

RTU 55th International Scientific Conference. Latvia, Riga, 14-16 October 2014.

The 6th International Conference “Applied Information and Communication
Technology”. Latvia, Jelgava, 25-26 April 2013.

RTU 53rd International Scientific Conference. Latvia, Riga, 11-12 October 2012.
International Conference “Information Intelligent Systems”. Ukraine, Kharkiv,
17-19 April 2012,

10" WSEAS International Conference on Artificial Intelligence, Knowledge
Engineering and Data Bases (AIKED’11). United Kingdom, Cambridge, 20-22
February 2011.

17" International Conference on Soft Computing MENDEL. Czech Republic, Brno,
15-17 June 2011.

15™ International Conference on Knowledge-Based and Intelligent Information and



Engineering Systems (KES 2011). Germany, Kaiserslautern, 12—-14 September 2011.

12.16™ International Conference on Soft Computing MENDEL’10. Czech Republic,

Brno, 23-25 June 2010.

13. RTU 51% International Scientific Conference, Latvia, Riga, 11-15 October 2010.

Promocijas darba veiktie pétljumi un to rezultati ir atspoguloti 15 publikacijas

starptautiskos zinatniskos izdevumos.

1.

Bondarenko, A. Controlling Complexity and Accuracy of Classification Decision Tree
Extracted from Trained Artificial Neural Network. In: 60th International Scientific
Conference on Information Technology and Management Science of Riga Technical
University (ITMS), 2019. Available from: doi:10.1109/ITMS47855.2019.8940739.
Indexed in: Scopus.

Bondarenko, A., Aleksejeva, L. Methodology for Knowledge Extraction from Trained
Acrtificial Neural Networks. Information Technology and Management Science. 2018,
vol. 21, pp. 6-14. Available from: doi:10.7250/itms-2018-001.

Bondarenko, A., Aleksejeva, L. Workflow for Knowledge Extraction from Neural
Network Classifiers. In: 59th International Scientific Conference on Information
Technology and Management Science of Riga Technical University (ITMS), 2018.
Available from: doi:10.1109/ITMS.2018.8552964. Indexed in: Scopus.

Bondarenko, A., Aleksejeva, L., Jumutcs, V., Borisovs, A. Classification Tree
Extraction from Trained Artificial Neural Networks. Procedia Computer Science,
2017, vol. 104, pp.556-563. Available from: doi:10.1016/j.procs.2017.01.172.
Indexed in: Scopus, Web of Science. Cited: 9.

Bondarenko, A., Borisovs, A., Aleksejeva, L. Neurons vs Weights Pruning in
Artificial Neural Networks. In: Environment. Technology. Resources: Proceedings of
the 10th International Scientific and Practical Conference, Latvia, Rezekne, 18-20
June 2015. Vol. 3. Rezekne: Rezekne Higher Education Institution, 2015, pp. 22-28.
Available from: doi:10.17770/etr2015vol3.166, Indexed in: Scopus. Cited: 2.
Bondarenko, A., Borisovs, A. Artificial Neural Network Generalization and
Simplification via Pruning. Information Technology and Management Science. 2014,
vol. 17, pp. 132-137. Available from: doi:10.1515/itms-2014-0020.

Bondarenko, A., Borisovs, A. Elliptical Rule Extraction from a Trained Radial Basis
Function Neural Network. In: The 6th International Conference “Applied Information
and Communication Technology” (CD-ROM), Latvia, Jelgava, LUA Faculty of
Information Technology, 25-26 April 2013. Indexed in: Web of Science. Cited: 1.
Bondarenko A., Borisov A. Research on the Classification Ability of Deep Belief
Networks on Small and Medium Datasets. Scientific Journal of Riga Technical
University, Information Technology and Management Science, 2013, vol. 16, pp. 60—
65. Available from: doi:10.2478/itms-2013-0009. Indexed in: EBSCO, De Gruyter,
Google Scholar, ResearchGate. Cited: 2.

Bondarenko, A., Borisovs, A. Knowledge Extraction from Piecewise-Linear
Approximation of Multi-Surface Classifier. In: International Conference “Information
Intelligent Systems”, Kharkov, Ukraine, 17-19 April 2012. Vol. 6, pp. 5-6.
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10.

11.

12.

13.

14.

15.

Bondarenko A., Borisov A. The Extraction of Elliptical Rules from the Trained Radial
Basis Function Neural Network. Information Technology and Management Science.
2012, vol. 15, pp. 161-165. Available from: doi:10.2478/v10313-012-0027-2.
Bondarenko A., Jumutc V. Extraction of Interpretable Rules from Piecewise-Linear
Approximation of a Nonlinear Classifier using Clustering-Based Decomposition.
Proceedings of the 10th WSEAS international conference on Artificial intelligence,
knowledge engineering and data bases (AIKED'11), United Kingdom, Cambridge,
22-22 February 2011. Cambridge: 2011, pp.145-149. Indexed in: Scopus.
Bondarenko, A., Zmanovska, T., Borisovs, A. Piece-Wise Classifier Application to
RBF Neural Network Rules Extraction. In: 17th International Conference on Soft
Computing (MENDEL’11), Czech Republic, Brno, 15-17 June 2011. Brno: Brno
University of Technology, 2011, pp. 170-176. Indexed in: Scopus, Web of Science.
Jumutcs, V., Bondarenko, A. Polytope Classifier: A Symbolic Knowledge Extraction
from Piecewise-Linear Support Vector Machine. In: Knowledge-Based and Intelligent
Information and Engineering Systems: 15th International Conference (KES 2011):
Proceedings, Part 1, Germany, Kaiserslautern, 12-14 September 2011. Berlin:
Springer Berlin Heidelberg, 2011, pp. 62-71. Available from: doi:10.1007/978-3-642-
23851-2_7. Indexed in: Scopus, Web of Science, ResearchGate, SpringerLink.
Bondarenko A., Borisov A. Decompositional Rules Extraction Methods from Neural
Networks. In: Proceedings of the 16th International Conference on Soft Computing
MENDEL’10, Czech Republic, Brno, 23-25 June 2010, Brno: University of
Technology, 2010, pp. 256-262. ISBN 9788021441200. Indexed in: Scopus, Web of
Science.

Bondarenko A., Borisov A. Research of Artificial Neural Networks Abilities in
Printed Words Recognition. Scientific Journal of Riga Technical University,
Information Technology and Management Science. 2010, vol. 44, issue 5, pp. 124—
129.

Promocijas darba rezultati izmantoti tris projektos.

1.

Latvijas Zinatnes padomes finanséts projekts Nr. 09.1564 “Simulacijas un skaitloSanas
intelekta metodes logistikas un e-biznesa optimizacijai” (2010.—2012.). Projekta
vaditajs Dr. habil. sc. ing. prof. Y. Merkurjevs.

Latvijas Zinatnes padomes finanséts projekts “Atra mikroorganismu aktivitates
noteikSana ar optisko bezkontakta metodi” Nr. LZP-2018/2-0051 (2018.-2020.).
Projekta vaditajs Dr. phys. A. Lihacovs.

Latvijas Zinatnes padomes finanséts projekts “Adas véza agrinas diagnostikas
precizitates uzlaboSana ar neironu tikliem” Nr. LZP-2018/2-0052 (2018.-2020.).
Projekta vaditaja Dr. phys. I. Lihacova.



Promocijas darba struktiira un saturs

Promocijas darba ir ievads, piecas nodalas, secinajumi, literatiiras avotu saraksts un
pielikumi. Darbs ir rakstits anglu valoda.

Ievada ir pamatota izveletas t€mas aktualitate, formul€ts petijumu meérkis un uzdevumi,
izvirzitas hipotézes, uzskaititas promocijas darba izstradé izmantotas zinatniskas metodes,
aprakstits petijumu zinatniskais jaunieguvums un darba izgiito rezultatu praktiska veértiba, ka
ar1 sniegts darba aprobacijas raksturojums.

Pirmaja nodala ir aprakstiti maksligie neironu tikli un piedavats parskats par zinasanu
izgSanas pieejam.

Otraja nodala aprakstits pirmais solis zinasanu izgsanai no maksligajiem neironu
tikliem (MNT) — MNT apgriesana. Nodala ir apkopoti eksistéjosie apgriesanas algoritmu tipi
un prezentéts izstradatais algoritms.

TreSaja nodala ir paradita izstradata pieeja binaro klasifikacijas 1émumu koku izgtiSanai
no apmacita daudzslanu perceptrona. Saja nodala aprakstits izstradatais algoritms, sniegts ta
pseidokods un eksperimentala validacija.

Ceturtaja nodala ir paraditas izstradatas optimizacija balstitas metodes ja-tad un
eliptisko likumu izgiSanai apgabaliem, kas ierobezoti ar hiperplakném, un radialas bazes
funkcijas neironu tikla (RBFNT).

Piektaja nodala ir aprakstita izstradata metodologija, kas lauj izvéléties vienu no
aprakstitajam metodém un nosaka, ka rikoties gadijumos, kad izgitie likumi nav pietiekami
precizi vai nav pietiekami saprotami (tos daudzums ir parak liels).

Rezultatu un secinajumu nodala ir ietverti mérki, uzdevumi un hipotézes, publicéti
secingjumi, apkopots darba zinatniskais jaunieguvums un praktiska novitate.
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DARBA NODALU KOPSAVILKUMS

1. NEIRONU TIKLI UN ZINASANU IZGUSANA

Nemot vera definéto merki un uzdevumus, pirmaja nodala veikts masinmaciSanas nozares
un maksligo neironu tiklu (MNT) ka izpétes objekta parskats. Saja nodala apskatiti MNT
veidi, to apmaciba un lietosana. Tiek apskatiti zinasanu izgiiSanas (ZI) algoritmi un zinasanu
reprezentacijas shémas.

1.1. Neironu tiklu un zinasanu izgiiSanas parskats

Padzilinats ievads biologiskajos un maksligajos neironu tiklos ir dots [90]. Autori [40] ir
izvirzijusi ticamu skaidrojumu, aprakstot, ka neironu tikli var darboties un tuvinat vienkarsas
linearas funkcijas. V&lak pétnieki, kurus iedvesmojusi biologiskie neironu tikli, ir ierosinajusi
dazadas maksligo neironu tiklu arhitekturas.

Pasiem datiem ir maza vertiba. Savukart informacija ir dati, kas saistiti ar konkrétu
kontekstu, kas Siem datiem pieskir zinamu nozimi un lauj mums redzet sakaribas. Zinasanas ir
informacija, kas ir sakartota ta, lai lautu redzét konkrétus modelus. Gudriba ir vél abstraktaka
un lauj izprast vispargjos principus. Visparéjo maksliga intelekta (MI) sist€mu ietvaros
zinasanam bija jabut att€lotam ta, lai tam var€tu lietot sprieSanas mehanismus. ZinaSanas ir
limenis, kas ir aprakstits Saja darba. Darba izmantota jédziena “likumu izgiisana” definicija,
kas ierosinata [73]. ST definicija ir plasaka neka citas, pieméram, ta, kas dota [96], un uzsver
faktu, ka izgatie likumi var biit reprezentéti ne tikai leksiski, bet arT dazados citos veidos:

“Nemot prognozgjoso modeli, kas ir “melna kaste”, un datus, uz kuriem tas tika
apmacits, sagatavot modela hipotézes aprakstu, kas ir saprotams, bet precizi aproksimé
prognozgjosa modela uzvedibu.”

Likumu izgtsanas algoritmus atkariba no konteksta var noregulét ta, lai izgutu
saprotamakus, tatad kompaktus, vai precizakus (un sarezgitakus) likumus.

Saskana ar [76] ierosinato zinasanu izgiSanas taksonomiju pastav tris veidu zinaSanu
izgtSanas algoritmi. Ceturta zinaSanu izgiSanas algoritmu grupa (kompozicijas) tika
ierosinata [139]. Sie veidi ir: dekompozicionals, pedagogisks, eklektisks, kompozicionals.

Atkariba no izmantoSanas scenarija japienem l€émums par kompromisu starp lasamibu un
augstu klasifikacijas precizitati. Sis lemums laus izvéléties vispiemérotako likumu veidu.
Likumu veidi (sikaku aprakstu skat. [22], [73]) ir $adi: ja—tad / ja—tad—vél likumi; M no N
likumi; vienadojuma likumi; izpladusie likumi.

Ja—tad likumi un 1€émumu koki ir plasi izplatiti, jo tie ir viegli iebtv&jami, ar labu
saprotamibu un tiem piemit izteiksmigums un kompaktums. Vienadojumu likumi ir
izteiksmigaki, bet tos ir griiti saprast un interpretét. Divas pédg€jas grupas — izpladusie likumi
un M no N likumi — ir mazak izplatiti, jo tie vai nu ir saistiti ar izpliidusajiem neironu tikliem,
kas ir mazak izplatiti un nav tik viegli iebtivéjami, vai tiem ir zems izteiksmiguma limenis.
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Sis darbs ir vérsts uz ja—tad likumu un binaro klasifikacijas lémumu koku izguvi no
daudzslanu perceptrona, ka ari uz eliptisko likumu izgtisanu no radialo bazes funkciju neironu
tikla (RBFNT).

Ka tika atziméts [49], lai izgitu kompaktu MNT, eksisté vairakas pieejas. Sis darbs
izmanto apgrieSanas pieeju. Ja cilvékam nav apmacita neironu tikla, to pasu apgrieSanas
pieeju var izmantot parak sarezgita tikla apmacibai un apgrieSanai, lai izmestu liekos
neironus. Samazinot neironu skaitu, var samazinaties likumu skaits. Darba izstradatais
apgrieSanas algoritms ir apskatits otraja nodala.

1.2. ZinaSanu izgu$anas metoZu veidi

Ir &etri galvenie ZI algoritmu veidi, to stipras un vajas puses ir apkopotas 1.1. tabula. Sis
darbs koncentrgjas uz dekompozicijas un kompozicijas Zl algoritmiem. Dekompozicijas
algoritmi, ka paradits [39], darbojas labak neka pedagogiskas pieejas. Ka svarigakas ipasibas
tika izveletas Kklasifikacijas precizitate, parnesamiba un sp&ja ietekmét izgato likumu
sarezgitibu un precizitati.

Pedagogiska pieeja tika lietota apmacitam RBFNT, lai izgttu eliptiskus likumus to liela
izteiksmiga speka de]. Dekompozicijas pieejas ietvaros ka zinasanu reprezentacijas forma tika
izmantoti ja—tad likumi un klasifikacijas lemumu koks. Sis reprezentacijas formas ir visbiezak
izplatitas, tas var viegli iebuvét jebkura esoSaja informacijas sistéma, un tam ir “iebavéts”
secina$anas mehanisms, vienlaikus tas ir viegli saprotamas.

1.1. tabula
ZinaSanu izgiSanas algoritmu tipu salidzinasana
_ Algoritma klase
Ipasiba . : :
Dekompozicijas | Eklektiskais | Pedagogiskais [Kompozicijas
Klasifikacijas precizitate ++ + + n/d
Parnesamiba (nepiesaiste
e X - +— + -
Klasifikacijas algoritmam)
Regulgjamiba ats 1 + —
Algoritma pastavigums (atkartota
. . N _ - + +— n/d
izmantoSana — tads pats rezultats)
Atrums - + + n/d
Zinasanu reprezentacijas shemu
: ++ + + -

daudzveidiba
Megrogosana (lielie dati) + + + n/d
Algoritma skaitliska sarezgitiba - + + +

Nodala sniegts visparigs parskats par masinmaciSanas jomu un MNT visparinasanas
teoriju. Aprakstitas atSkiribas starp datiem, informaciju, zinaSanam un gudribu. Tiek
apskatitas zinaSanu reprezentacijas sh€mas un tipiska zinasanu izgiiSanas darbpliisma. Lidz ar
to pirmais pétijuma uzdevums ir izpildits.
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2. NEIRONU TIKLU APGRIESANA

Ir zinams, ka ir vieglak izght zinaSanas no maksligajiem neironu tikliem (MNT) ar
mazaku neironu skaitu, tada gadijuma izgatajiem likumiem ir zemaka sarezgitiba.
Apgriesanas solis vienmér ir ieteicams, jo tas var pozitivi ietekm& MNT visparinaSanas
sp&jas. Papildus apgriesanas process kontrolé izguto likumu saprotamibu un precizitati,
kontrolgjot apstradajamo neironu skaitu. Rakstos [3], [6], [25] sniegts parskats par
apgrieSanas algoritmiem. Lai izv€l€tos apgrieSanas pieeju, pamatojoties uz literatiiras
parskatu, tika izveidota 2.1.tabula, izmantojot autora novértéjumu skala 0-5 balles (jo
augstaka vértiba, jo labak). Eksisté daudz apgriesanas pieeju. Lieluma analizes gadijuma tiek
pienemts, ka lielakie svari ir vissvarigakie, kas nav pilnigi pareizi. Citas pieejas tiek izmantoti
sarezgitaki algoritmi. Pieejamo apgriesanas algoritmu realizacijas trikums un zema uz
liecluma analizes balstitas pieejas Kklasifikacijas precizitate radija vajadzibu péc jauna
apgriesanas algoritma.

2.1. tabula
ApgrieSanas pieeju salidzinasana
s v » =
= I8 < I8
gcu g:&? S 9 33 (oS go Z £
e ES|Ego|ES| 2% |228| 58| 22
Kriterijs / apgrieSanas tips s | S a3 % =| SE|SEG|E= s .2
S| EEQ|3R| 2 |2s|§F| 22
- = =0 s |(SE |2 ==
Vienkarsums 4 1 5 2 3 1 2
Izpildes laiks 0 1 3 2 3 1 1
Atminas apjoma prasibas 3 0 3 3 1 2 2
Nav vajadziga speciala apmaciba 2 1 2 0 2 2 2
Klasifikacijas precizitate / 3 2 o | md | nd | 3 | nd
visparinasana
Q([;%:slezto neironu / anuléto svaru 3 3 0 n/d n/d 4 n/d

Vienkarsiba un klasifikacijas precizitate bija noteicoSie faktori, lai izvélétos jutiguma
analiz€ balstitu apgrieSanas metodi. Metodes ideja ir iznemt vienu neironu (vai svaru) un
novertét MNT klasifikacijas precizitates izmainas, tadgjadi var atrast un iznemt vismazak
jutigo (svarigo) neironu vai anul&t svaru.

2.1. Jutiguma analize balstits apgrieSanas algoritms

Eksperimenti ar jutiguma analizé balstito apgrieSanas metodi paradija, ka tai ir tendence
iestrégt lokalajos minimumos, tapéc tika izstradata uzlabota algoritma versija. Lai izvairitos
no lokaliem minimumiem, algoritms [26] tika papildinats ar trim uzlabojumiem. Izstradata
algoritma galvenie soli ir $adi:

1) saglabat MNT stavokli,
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2) atrast vismazak jutigo neironu (vai svaru), iznemt to (anulét);

3) atkartoti apmacit MNT;

4) novertet klasifikacijas precizitates pasliktinasanos; ja ta ir pienemama, turpinat
apgriesanu: pretgja gadijuma — atcelt pédgja neirona (vai svara) iznemSanu; ja ir
notikuSas vairakas secigas atcelSanas, japartrauC apgrieSana un jaatgriez pedgjais
labakais MNT.

Pirmkart, treSais un ceturtais solis ir uzlabojumi, kas ir piedavati darba gaita. Tie lava
apgriezt vairak neironu (vai svaru) un kontrolét klasifikacijas pasliktinasanos. Piedavato
uzlabojumu apstiprinasanai tika izveidota apgriesanas procesa vizualizacija, skat. 2.1. att€lu.

<
@ B Zagveidigs grafiks — apgrieSanas un

< atkartotas apmacibas rezultats. Atk.

S apmaciba nover§ apgrieSana raditos

g bojajumus.

g | |

S l

< | N

0 2500 5000 B 7500
MNT apgriesanas atkartotas apmacibas iteracija ©

(b) c

<

=] et

Pl Apmacibas  Klasifikacijas g , X

§ klada pazeminas. E Apgriezto  neironu  skaits

= e samazinas. Lidzenumi pierada,

7] [} = = =

3 c ka atkartotas méginasanas

2 £ mehanisms lauj izvairities no

5 2 lokaliem minimumiem.

£ - y S

2_ 0 10 20 30 40 < 0 10 . 30 40
ApgrieSanas iteracija ApgrieSanas iteracija

2.1. att. Neironu apgriesanas eksperimenti lonosphere datu kopa.

2.2. lzstradata apgrieSanas algoritma validacija

Izstradata algoritma validéSanai ir izstradats eksperimenta plans. Mérkis bija apstiprinat
izstradato algoritmu un salidzinat neironu un svaru apgrieSanu. Pirmajas eksperimentu sérijas
(2.2. tab.) neironu apgriesanas algoritms tika piemérots neironiem tikai apsléptajos slanos. Ir
redzams, ka visos gadijumos, iznemot tris, apgriezta MNT testéSanas kliida bija mazaka neka
neapgriezta MNT kluda. Izstradatais apgriesanas algoritms ir paradijis labus rezultatus gan
attieciba uz MNT vienkarSoSanu, gan ta visparinasanas uzlaboSanu.

Nakamie eksperimenti tika veikti, lai apstiprinatu izstradato algoritmu neironu apgrieSanai
un svaru anul&sanai [25] ieejas neironiem un apsléptiem neironiem (2.3. tab.).

Apskatot 2.2. un 2.3. tabulas, ir redzams, ka apgrieztam MNT trijos gadijumos ir neliela
klasifikacijas kludas palielinaSanas, bet vairuma gadijumu klidu limenis ir samazinajies.
Cetros gadijumos (2.3. tab.) neironu svaru apgriesana uzradija labakus rezultatus neka neironu
apgrieSana. AtlikuSajas piecas eksperimentu kopas neironu apgrieSana izradijas labaks
risinajums. Kluda p&c svaru anulésanas Monks-1 datu kopa ir 1,81 %, un tas ir mazak neka
13,22 % péc neironu apgriedanas. Sis ir vienigais gadijums, kura ir redzamas tik ievérojamas
klasifikacijas precizitates atSkiribas.
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ApgrieSanas eksperimentu rezultati

2.2. tabula

Arhitektiira
MNT apm. | MNT testa | Apgr. MNT | Apgr. MNT pirms/pee
Datu kopa _ _ ~ _ apgrieSanas (neironi
kluda kluda apm. klada testa kluda . .
’ ’ ’ divos apsléptajos
slanos)
lonosphere 10,83 % 10,83 % 5,39 % 10,44 % 15-15/5,4-3,8
Monks-1 20,16 % 29,68 % 18,47 % 24,35 % 15-15/5-3
Monks-2 36,82 % 36,55 % 31,83 % 32,58 % 15-10/5-3,1
Monks-3 6,64 % 2,80 % 5,98 % 2,85 % 15-15/1,7-1,1
WPBC 0,00 % 0,00 % 0,00 % 0,00 % 10-10/1-1
WDBC 3,89 % 4,04 % 3,03 % 3,69 % 30-30/23,2-17,1
Pima 23,02 % 23,56 % 25,94 % 26,81 % 10-10/2,8-3,1
Haberman 26,13 % 26,57 % 28,50 % 28,20 % 15-15/2,3-3,7
Parkinsons 24,62 % 24,61 % 16,29 % 15,82 % 30-30/26,8-28

2.3. tabula

Klasifikacijas kliida un vid€jais anuléto svaru / apgriezto neironu skaits

MNT | MNT testa Anuléto. | Anuléto. Apgriezto Apgriezto AnulétO. svaru
Datu kopa o, ) ol svaru apm. | svaru testa | neironu | neironu | /apgriezto
’ ’ kl. kl. apm. Kkl. | testa kl. | neironu skaits
Haberman| 25,99 % | 26,78 % 24,39 % 2491% | 24,98 % | 26,17 % 54,9/23,8
lonosphere| 10,83 % | 10,83 % 4,21 % 10,25% | 455% | 9,22% 34,1/34,3
Monks-1 | 21,51 % | 32,74 % 0,83 % 1,81 % 6,83% | 13,22 % 45,9/22,4
Monks-2 | 38,46 % | 36,04 % 12,47 % 12,21% | 11,26 % | 10,25 % 16,8/20,1
Monks-3 | 6,56 % 2,88 % 5,16 % 3,45 % 3,33% | 576% 32,4/29,3
Parkinsons| 24,58 % | 24,61 % 14,83 % 16,38 % | 14,30 % | 15,57 % 10,5/8,3
Pima 23,93% | 24,56 % 21,64 % 23,74% | 22,12% |23,05% | 56,0/22,7
WDBC | 4,16 % 4,33 % 1,83 % 2,63 % 1,77% | 2,93 % 23,3/18,5
WPBC 0,00 % 0,00 % 0,00 % 0,17 % 0,00% | 0,00 % 153,6/50,0

Ir pieradits, ka apgrieSana ir noderigs apmacita MNT visparinasanas sp&ju uzlabojoss
solis. Talak teksta ir minéti nodala aprakstitie ieguldijumi.

e Nodala tiek paradits promocijas darba autora izstradatais apgriesanas algoritms;
piedavatas pieejas pamata ir jutiguma analize, apvienota ar MNT atkartotu apmacibu,
klasifikacijas precizitates pasliktinasanas slieksnis un peédgja labaka MNT Kopijas

saglabasana, kas lauj apgrieSanas procedirai veiksmigi izvairities no lokaliem

minimumiem.
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e Veiktajos eksperimentos ir pieradita izstradata algoritma lietderiba neironu tikla
struktiiras vienkarSosana un ta visparinasanas sp&ju paaugstinasana.

e leejas un apslépto neironu apgriesana ir paradijusi zemakas klasifikacijas kliidas,
salidzinot ar tikai apslépto slanu neironu apgriesanu.

e Eksperimenti paradija, ka neironu apgriesana ir vélamaka par svaru anul&Sanu, jo tas
prasa mazak aprékinu. Vienigais izn€mums biitu nepiecieSamiba sanemt MNT ar p&c
iesp€jas zemaku klasifikacijas kludu, tad jalieto svaru anulésana.

Saja nodala tika izpildits otrais pétniecibas uzdevums — MNT apgriesanas metozu izpéte.
Tika izv€l&ta apgrieSanas pieeja, ka art izstradats apgrieSanas algoritms.
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3. LEMUMU KOKA IZGUSANA NO DAUDZSLANU
PERCEPTRONA

Maksligie neironu tikli (MNT) biezi parspgj citus klasifikatoru veidus, bet péc bitibas Sis
Klasifikators ir “melna kaste”, kas stipri ierobezo to izmantoSanu un lietojamibu. Tapéc
zinaSanu izgtsana (ZI) no apmacita daudzslanu percetrona (DSP) var palidzét atklat jaunas
zinasanas, validét vai iegult MNT Klasifikatorus cita sistéma.

3.1. Zinasanu izgiiSanas parskats

Dazadu MNT tipu un arhitektiiru apraksts atrodams [12], [38], [56], [70], [92], [98],
[120]. Sakara ar to, ka pilniba savienoti neironu slani ir plasi izmantoti, $T nodala koncentr&jas
uz zinasanu izgusanu no priek$pliismas neironu tikliem (PPNT). Nelinearitate, ko ievies slépti
slani, ir tas, kas padara PPNT par jaudigu modeli, bet tas ari nelauj saprast, ka tiek pienemts
klasifikacijas lémums. Setiono [96] bija viens no pirmajiem pétniekiem, kur§ ierosinaja
stradat nevis ar neironu tikla svariem, bet ar neironu “statistiku” — neironu izejas vertibam,
kas iegiitas, izmantojot apmacibas datu kopu. Ka sakotng&jais ZI solis tiek ierosinats apgriezt
neironus, lai samazinatu apstradajamo neironu izejas vértibu skaitu (skat. 2. nodalu) — tas
potenciali var samazinat izgito likumu skaitu. Nakamais posms ietver neironu izejas vertibu
diskretizaciju, lai atrastu neironu izejvértibu grupas robezas, kuras var izmainities
klasifikacijas 1émums. Vairaku neironu gadijuma — ieejas telpas regionus, kuros visi $im
regionam piederosie ieejas vektori tiek klasificéti ka piederigi vienai klasei. Darba izstradato
algoritmu (3.1. att.) velak var izmantot, lai no $adiem ieejas slana diskrétiem neironiem izgttu
induktivo klasifikacijas lémumu koku.

MNT apmaciba
v - —
Neironu izejas
a '\fi’:;;na vertibu
Pe diskretizacija
v
Na _Ntilronu |zgjvas > Lemurflvu koka
vertibu grupésana izgtiSana

Koka apgriesana

3.1. att. Zinasanu izgtiSanas process.

Izstradatais algoritms ir dekompozicionals, jo tas izmanto raksturigas zinasanas par
neironu izejam. Saistiba ar zinasanu izguSanas algoritma specifiku binarais klasifikacijas
lémumu koks bija izvelets ka likumu reprezentacijas shéma. Tas vizualizacija lauj skaidri
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izprast klasifikacijas procesu. Ari ja—tad likumus var viegli izgit no izgata induktiva
klasifikacijas 1émumu koka.

Zinasanu izghsanas process ir redzams 3.1. attela. Izceltie soli parada §1 pétijuma
jaunieguvumu. Pirms zinaSanu izgtSanas posma ir svarigi vienkarSot MNT; tas samazinas
izgita lémumu koka sarezgitibu. Gadijuma, ja ir jasaglaba augsta klasifikacijas precizitate vai
MNT nav parmacits, apgrieSanas posmu var izlaist.

Gadijumos, kad ieejas datu apjoms ir parmérigi liels, ir iesp&ams: 1) stradat ar datu
apakskopu; 2) veikt neironu izejas vértibu diskretizaciju (noapalot katra neirona izejas
vertibas ta, lai klasifikacijas kltida nepalielinatos).

3.2. Zinasanu izgiiSanas algoritms

Daudzi no literatira aprakstitajiem ZI algoritmiem paplaSina sakotn&jo NeuroRule
algoritmu [68]. NeuroRule salauz neironu izejas veértibas nelinearitates, izmantojot grup&sanu,
p&c tam visi neironi, sakot no izejas slana, tiek aizstati ar ja-tad likumu kopam, visbeidzot —
visi izgatie likumi tiek apvienoti un apgriezti. Darba izstradata pieeja, kas lauj izgiit induktivo
klasifikacijas 1émumu koku, izmantojot tikai ieejas slana neironu grupas robezas. Piedavataja
algoritma Iémumu koka izghisanai tiek izmantotas tikai neironu izejas vértibas grupas robezas,
lai novértétu informacijas ieguvumu vai Dzini indeksa vértibu, izmantojot pilnu apmacibas
datu kopu. Sis uzlabojums samazina algoritma sarezgitibu. Lai parliecinatos, ka lémumu koks
precizi apraksta sakotn€jo MNT, ka apmacibas kopu izmanto tikai vektorus, kas atrodas
vistuvak kvantétai MNT klasifikacijas robezai (skat. treso soli 3.2. att.). Pieeju salidzinajums

ir redzams 3.3. attéla.

1. Apmacits daudzslanu 2. Neironu izejas vertibu 3. Leémumu koka sadales
perceptrons diskretizacija/klasterésana kandidatpunkti
X2 X2 X2 L
- .
+ 4 i
* * =
* l I = ST
4 =1%"F -
e | == -I-"'_ -
* + + -
L - - -
o L

X1 X1

/N
/ N\
® O
5. Izgiits induktivais 4. Induktiva klasifikacijas
klasifikacijas lémumu koks. lemumu koka izgfigana.

3.2. att. Izveidotais lemumu koks, izmantojot ieejas neironu izejas vertibu grup&sanu.
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Piedavataja klasifikacijas 1émumu koka izgiiSana algoritma ir tris galvenie soli (3.2. att.,
2.—4. solis):

1) MNT nelinearitate tiek salauzta, izmantojot neironu izejas vértibu grupésanu;

2) tiek atrasti potencialie daliSanas punkti no ieejas slana neironu kvantésanas tabulam;

3) modificéts indukcijas Iémumu koku izguves algoritms izmanto atrasto kandidatu kopu
robezas no ieejas slana neironiem ka sadales punktus (vienlaikus izmantojot pilnu
apmacibas datu kopu Dzini vai Information-Gain aprékinasanai), lai izveidotu
klasifikacijas 1émumu koku.

Esosas pieejas Izstradata pieeja

Apgrieztais
MNT

Neironu izejas
vertibas visos
slanos

7ai palika
neapstradati
slani?

Izgat likumus

Ja

l

Apgrieztais
MNT

Neironu izejas
vertibas visos
slanos

3

Panem aktivacijas vertibu
klasteru robezas ieejas slant

Palika ieejas
dati, kuruskl. koks
neparklaj?

Panemt nakamo
slani (sakotno
pedzija)

Grupét likumus
Apgriezt likumus

Ne Jﬁﬁ
Slani ir
isi ie0jas Ne “ea;jgﬁi‘ia“ Atrast labko sadales punkiu,
datu punkti ir i;mgntojot ieejas slana neir(znu
apstradatj2 Ja Ja nepieciesams, izejas vertbu klasteru robezas

(GINI vai Information Gain

¥ lietot lemumu koka T .
N Panemt mkamo apgriesanu skaitloS anai 1;(1)112;1)1to pilnu datu
neironu P
Izveidot likumu T *
5 Lok nok lusgjuma» Beigas:

Izgit likumus, kuri
raksturo neirona izejas,
nemot vera ieejas signalus

L

Pievienot sadalfjumu
klasifikacijas 1émumu kokam

|
Beigas: klasifikacijas
leémumu koks

3.3. att. Esosas un izstradata pieejas likumu izgiSanai.

Klasifikacijas
Iémumu koks

Aprakstitie algoritmi realizéti, paplasinot Torch7 bibliotekas nn moduli Lua
programmé&Sanas valoda [31]. Paplasinata algoritma versija realizéta, paplasinot PyTorch
dzilas macisanas biblioteku Python programmeésanas valoda.

3.3. Izstradata algoritma validacija

Izstradata algoritma valid€Sanai tika veikti eksperimenti ar devinam labi zinamam UCI
repozitorija datu kopam. Eksperimentu rezultati ir apkopoti 3.1. tabula; C4.5 algoritmam
rezultati tika nemti no [2], [10], [17], [40], [74]. Apgriezta neironu tikla klasifikacijas robezas
piemérs ir paradits 3.4. a attéla, izgita binara induktiva lémumu koka klasifikacijas robeza ir
redzama 3.4. b attela. Ripley un Iris datu kopam izgitie 1émumu koku paraugi ir redzami
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3.5.a un b attela. Sie atteli ilustré minimalos un maksimalos binaras klasifikacijas lémumu
kokus, kas izgiti, izmantojot izstradato algoritmu Iris datu kopas tris klasu klasifikacijas

problémai.
3.1. tabula
Precizitate un lapu skaits DSP, apgrieztam DSP, izgiitam kokam un C4.5
Piedavatas metodes T
e [ DSP Apgriezts zgta koka Izgita koka | C4.5/J48 Iap.u
apm./test. DSP lapu test .
apm./test. o skaits
apm./test. skaitsp ko
Iris 0,9911/0,9667 | 0,9652/0,9667 | 0,9689/0,9533 4,23 0,9400 6
Pima diabetis | 0,7319/0,7332 | 0,7253/0,7279 | 0,7433/0,7423 23 0,7210 14
lonosphere 1,0000/0,9087 | 0,9552/0,9544 | 0,9546/0,9059 21,632 0,8971 17
Ripley 0,8560/0,8920 | 0,8640/0,8982 | 0,8631/0,8946 12,63, 0,8941 6
Haberman 0,7509/0,7381 | 0,7542/0,7547 | 0,7567/0,7446 22 0,7190 n/d
Monks-1 1,0000/1,0000 | 1,0000/1,0000 | 1,0000/1,0000 88 1,0000 28
Monks-2 0,6923/0,6736 | 0,7160/0,6435 | 0,7041/0,5949 141% 0,6700 1
Monks-3 0,9754/0,9259 | 0,9508/0,9722 | 0,9508/1,0000 68 0,9440 14
Parkinsons 0,8051/0,8001 | 0,8006/0,8099 | 0,8092/0,8102 22 0,9261 n/d

Ja ir neliels skaits kopu robezu, kas jaizmanto ka sadalisanas punkti DT veido$anai, tad

skaitloSanas sarezgitiba ir diezgan maza. Eksperimentalie rezultati parada, ka izgita koka

klasifikacijas precizitate ir tiesi saistita ar neironu tikla precizitati, kas tiek izmantots ka

zinaSanu avots, ka arT ar ieejas neironu izejas vertibu skaitu klasteru robezam, kas tiek
izmantotas, lai izveidotu koku. Autori [74] ir pazinojusi, ka vini vargja iegiit MLP precizitati
0,9876, kas ir daudz augstaka neka uzraditajos eksperimentos. Tas nozimé, ka labak apmacita

DSP gadijuma izgttajam kokam biitu augstaka klasifikacijas precizitate. Ja izgiita 1émumu

koka saprotamiba un vienkar§iba ir svarigaka, tad var izmantot agresivaku apgrieSanu.

Xz 1.2

(@)

0.5 1.0

Xp 12

(b)

3.4. att. Ripley testa datu kopas sadalfjums divas klas€s ar apgrieztu neironu tiklu (a)
un izgito klasifikacijas [éemumu koku (b).
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Apskatot 3.1. tabulu, ir redzams, ka izstradatais Iémumu koka izgt$anas algoritms parspgj
C4.5 algoritmu klasifikacijas precizitates zina. Gadijumi, kad klasifikacijas precizitate ir
zemaka, ir tie, kuros MNT ir paradijis zemu sakotn€jo klasifikacijas precizitati. Aplikojot
likumu skaitu, redzams, ka abi algoritmi ir lidzigi, bet augstaka precizitate lauj vel vairak
samazinat likumu skaitu, kas izstradatajai pieejai dod priekSrocibas, salidzinot ar C4.5
algoritmu.

X3<0,3998 X3<3,15 X3<2,23

b\ Ja Ne Ja Ne Ja

X1 < -0,3998 | | Class=1 | | X3< 4,75 | | Class=1 | | X4<1,65 | | Class=1 |

N iz N S~ N s

v " ¥ N ¥ i~
| Class =2 | | X,<0,6781 | | X4< 1,55 | | Class =2 | | Class =3 | | Class =2 |
b NE/\JE\, v Né/\ﬁ\
| Class =2 | | Class=1 | | Class =3 | | X3< 4,95 |
/Ne Ji\
(@) (b)
| Class =3 | | Class =2 |

3.5. att. Izgatais Ripley datu kopai parauga lemumu koks (a) un izgatie
no Iris datu kopas dazada dziluma Iémumu koki (b).

Tresaja nodala ir apskatitas MNT zinaSanu izgiSanas pieejas; pamatota zinaSanu izgiiSana
no MNT binara klasifikacijas lémumu koka veida; pamatota Torch7 bibliotekas izvéle Neural
Network Knowledge eXtraction (NNKX) [31] bibliotekas izveidoSanai; prezentéts un
eksperimentali apstiprinats izstradatais algoritms klasifikacijas 1émumu koka izgtsanai.
Piedavatajam algoritmam ir zemaka klasifikacijas klida neka C4.5 visas parbauditajas datu
kopas, kur apmacitaja MNT klada bija zemaka neka C4.5 klasifikatoram. Eksperimenti
apstiprinaja izstradato pieeju. Izgttajam 1émumu kokam ir augsta klasifikacijas precizitate un
zema sarezgitiba, lidz ar to treSais pétijuma uzdevums ir paveikts.
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4. OPTIMIZACIJA BALSTITAS PIEEJAS LIKUMU IZGUSANAI

Tre$aja nodala prezentéta induktivo klasifikacijas [éemumu koku izgiiSanas pieeja, kas var
tikt lietota apmacitam pilniba savienotam maksligam neironu tiklam (MNT). Tomér, runajot
par klasifikacijas modela apmacibu, var bit, ka izveletais MNT neuzradis labakos rezultatus.
Tapéc §is nodalas mérkis ir izstradat divas alternativas optimizacija balstitas pieejas, no
kuram viena lauj izgtt eliptiskus likumus no radialo bazes funkciju (RBF) neironu tikliem,
otra — lauj izgiit no apgabaliem, kas ierobezoti ar hiperplakném (kas ir binars klasifikators),
ieejas datu telpa un to aproksimét, izmantojot ja-tad likumus. Hiperplaknu klasifikatora
ieguve ir atseviSka probléma, un ta iegtiSanai tiek piedavatas divas pieejas.

4.1. Eliptisko likumu izgiisana no RBF neironu tikliem

RBF neironu tiklu (RBFNT) var izmantot ka alternativu klasifikatoru papildus pilniba
savienotiem MNT ar sigmoidam aktivacijas funkcijam. Eliptiski likumi ir izteiksmigaki neka
ja—tad likumi. Tapéc tika izstradata un novértéta optimizacija balstita pedagogiska pieeja, kas
lauj izgut elipsveida likumus no RBFNT [21], [27].

Optimizacijas problema

Eliptisko likumu izgtsana no apmacita RBFNT var tikt uzskatita par neizliektu
optimizacijas problému, lai atrastu maksimala apjoma elipsoidus, kas ierakstiti ieejas telpa, ko
nosaka RFBNN klasifikacijas lémuma robeza. Apzim&sim elipsoidu ka:

e={Bu+d]||lull, <1}, (4.1)

kur B — simetriski pozitiva noteikta matrica; u — vienibas sféra (punktu attalums ir 1 no
fikséta centrala punkta); d — vektors, kas apzimé elipsoidu centru; ||u|l, — apzimé Eiklida
normu, t. i., |lull, = (WTu)'/2.

Elipsoids € ir vienibas sfera, kas tiek parveidota ar afinu parveidoSanu. Tad elipsoida
tilpums ir proporcionals detB [32]. Tadgjadi optimizacijas problému iesp&jams formulét ka

max log(det(B)), s.t. RBFNT 2 ¢. (4.2.)

Aprakstita probléma lauj atrast pirmo elipsoidu, kas ierakstits RBFNT klasifikacijas
lémuma robeZas. Izmantojot mekleéSananu no vairakiem sakumpuntiem, iesp&ams tikt gala ar
lokalajiem optimumiem, jo optimizacijas probléma nav izliekta. Vairuma gadijumu RBFNT
aproksimésanai ar vienu elipsoidu nebiis pietieckami; tadejadi ir nepiecieSama papildu
elipsoidu meklgsana. Lai atrastu papildu elipsoidus, ir pietickami atrast ierakstito elipsoidu
(kas potenciali parklajas ar ieprieks atrastajiem elipsoidiem) ar maksimalo tilpumu, ko
neparklaj jau atrastie elipsoidi:

max(&yo] — Eyo1) — P, s.t. RBFNN 2 ¢, 4.3)

kur €, — jaunatrasta elipsoida tilpums; Ey,; — jau esoso (ieprieks$ atrasto) elipsoidu tilpums; P —
soda parametrs. Ar ieviesto soda parametru P aprékina minimalo attalumu (4.4. izteiksme) starp
kandidata elipsoida centru un kopas robezu, ko veido visu ieprieks atrasto elipsoidu krustojums.
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P = min(dist(ecenters Esurt): Esurf € (E1 U ... UEy), (4.4

Kur €.onter — jaunatrasta elipsoida kandidata centrs; Eg,.s — Virsma, ko veido jau atrastu
elipsoidu krustojums. P termins nodro$ina, ka katra iteracija optimizacijas mérkis atrod jaunu
elipsoidu, kas aptvers péc iespgjas lielaku tilpuma dalu, ko v&l neaptver esosie elipsoidi.

Eksperimenti un rezultati

Eksperimenti veikti ar sintétisko divdimensiju Ripley datu kopu (lai atvieglotu vizualo
analizi), ko var atrast UCI datu kopas repozitorija [49]. RBFNT inicializacija tika izmantots
[37] aprakstitais algoritms, lai izveidotu vairakus neironu tiklus, kas satur mainigu skaitu
neironu. Eksperimentos tika novérotas tikai slegtas RBFNT definétas klasifikacijas robezas,
ko var redzet att€los. Aplukojot algoritmu, var pamanit mainigo maxEllipsoidsCount. Tas
aplikotaja RBFNT tika inicializ&ts ar vairakiem neironu skaitiem, vienigais iznémums bija
neironu tikls ar deviniem neironiem, kuriem maksimalais izgito elipsoidu skaits bija iestatits
uz 7. RBFNT neironu skaits tika izveléts — 2, 6, 7 un 9. Vizuala analize apstiprina, ka
algoritms darbojas ka paredzets, savukart eksperimentalie rezultati (4.1. tab.) parada augstu
izgtto elipsveida likumu klasifikacijas precizitati.

4.1. tabula
RBFNT precizitate, izgtto eliptisko likumu precizitate un skaits
RB.FNT RBFNT RBENT Elipsoidu apm. Elipsoidu testa Elipsoidu
neironu apm. testa o . S
skaits precizitate | precizitite precezitatesangnoy. | precezitatesangnoy. | SKaits vid.maks
2 neironi 0,852 0,911 0,8400¢ 000 0,88700,000 22
6 neironi 0,868 0,905 0,8680¢ 002 0,9032 g05 4,4%
7 neironi 0,876 0,905 0,87600 000 0,9031 002 5,1%
9 neironi 0,868 0,905 0,87280,005 0,903%,001 6,83

Eksperimenta rezultati rada, ka izgatajiem elipsoidiem ir gandriz identiska precizitate,
salidzinot ar sakotngjiem RBFNT, bet tiem ir vienads vai mazaks elipsoidu skaits (salidzinot
ar RBF neironu skaitu). Svarigs faktors, kas jamin, ir skaitloSanas aprékinu sarezgitiba, jo
algoritms izmanto RBFNT, lai parbauditu, vai elipsoids pilniba atrodas RBFNT Iémuma
robezas. ST operacija ir intensiva skaitlo$anas zina, tatu ta ir paralélizéjama.

Apaksnodalas ieguldijumu saraksts ir $ads: noformul€ta optimizacijas probléma, ieskaitot
ipasu soda parametru; definéta mérka funkcija; piedavata algoritma eksperimentala validacija
un realizacija. Tika paradits, ka neliels atrastu elipsoidu skaits var veikt klasifikaciju ar nelielu
klasifikacijas precizitates kritumu. Tas pierada, ka ierosinatd pieeja ir realiz€ama un
lietojama, it ipasi RBFNT, kas darbojas ar mazdimensiju datu kopam.

4.2. Likumu izgiSana no apgabaliem, kas ierobeZoti ar hiperplakném

Saja apaksnodala ir piedavata optimizacija balstita pieeja ja—tad likumu izghisanai no
apgabaliem, kas ierobezoti ar hiperplakném (kas ir binars Klasifikators). ST pieeja tika izvéléta,
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jo, ka tas jau tika paradits [127], nelinearo sigmoidalo neironu [émumu robezu var tuvinat ar
gabalos sadalamam linearam funkcijam. Izstradatais algoritms ir ieprieks izstradata algoritma
[80] visparinajums.

Pieejas parskats
Lai parbauditu ja—tad likumu izghsanas algoritmu, tika izstradats gabalveida politopu
klasifikators. Izstradata klasiska klasifikatora pamatideja ir veidot izliektus politopus, ko
definé hiperplaknes. Péc tam no $adiem izliektiem politopiem tiek izgati ja—tad likumi. Ka
politopu avotu var izmantot art MSM-T klasifikatoru [28]-[30], [79]. Izstradatais algoritms ir
rekursivs, ta galvenie soli ir $adi.
1. Hiperpolitopu klasifikatora iegtiSana (4.1. a att.).
2. Labaka ja-tad likuma izgtsana (p&c tilpuma vai segto punktu skaita; 4.1. b att.).
3. Rekursijas sakums: telpas sadaliSana neaptvertas apakstelpas. Labaka ja—tad likuma
izgtisana katra no atrastajam apakstelpam (4.1. c att.).
4. Parbaudot rekursijas dziluma ierobezojumu, ja tas nav sasniegts, atkartot treSo soli,
pretéja gadijuma — partraukt (4.1. d att.).

9y,

4.1. att. Ja—tad likumu izgtsanas algoritma iteracijas.

Ja—tad likumu izgiSanas algoritms

Izstradatais algoritms seko definétajai linearas programméesanas (LP) problémai
[28]-[30], [79] un definé divas virsotnes, kas reprezent atrasta hiperparalélskaldna apakséjas
un augséjas robezas. Klasifikacijas precizitates zina Viens ierakstits hiperkubs var bt
nepietiekams. Lai novérstu So nevélamo rezultatu, ir javeic rekursiva meklésana, lai atrastu
papildu hiperkubus (ja—tad likumus), kas ierakstiti atlikuiajos regionos. So procesu var
atkartot rekursivi, lai, meklgjot mazakos neaptvertos regionus, izgitu vairak likumu, kas
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aproksimés sakotn&jos ar hiperplakném ierobezotos apgabalus (klasifikatoru) ar vélamo
klasifikacijas precizitates limeni. Sadus atlikuSos apaksregionus var definét ka 4.5.

izteiksmes:
x € R",s.t., x € R" s.t.,
l * i * . . _ * . * . .
=1 <x<suyVvl<j<i =3l <x<uyvl<j<i (4.5.)
x; < I3, Xi = Uj,

kur I}, I* — politopu regioni, kas atrodas apkart, iegiitajam likumam i-ta dimensija; [, u —
paslaik apstradata hiperkuba augsgja un apaksgja robeza (likums). Ka paradits 4.5. izteiksmés,
vienadibas ir izpilditas X pirmajas i —1 dimensijas, nevienadiba, kas attiecas uz i-to
dimensiju, neizpildas, un par€jas dimensijas ir brivas, un to nevajag ierobezot. Lai atbalstitu
rekursivo mekl&Sanu, ir svarigi garantét, ka rekursivi jaunizgatic likumi (hiperkubi)
nekrustojas sava starpa. Tade] dimensijam i, j ir speka j > i. Katram x € I;, mums ir [; <
x; < uj, un katram x € I;, mums ir x; < [ vai x; > u;. Tadgjadi I; nekrustojas, un likumi,
kas tiek izguti katram [;, atskiras aproksimé&ta politopa regiona zina. Jaatzimé, ka ar
hiperplakném ierobeZotiem apgabaliem var&tu bat krustojumi vienam ar otru, tadgjadi izgutie
likumi (hiperkubi) var krustoties. Izgtto likumu optimizé$ana (apgrieSana) nav mérkis, tadel
ta nav apskatita.

Eksperimenti un rezultati

Izstradatas likumu izgti$anas pieejas parbaudei tika izvélétas vairakas publiski pieejamas
UCI datu kopas [49]. Piedavatas metodes parbaude ir apskatita [28]-[30], [79]. Eksperimentu
datu kopas tika izv€letas, pamatojoties uz popularitates kriterijiem.

Pirms likumu izgtsanas jaizveido politopi. Lai ieglitu politopus, no kuriem tiks izguti ja—
tad likumi, ir iesp&jams izmantot MSM-T klasifikatoru, kura ideja ir lidziga induktivam
klasifikacijas lémumu kokam, bet tiek izmantoti optimalie datu sadalijumi, kas nav paraléli
koordinatu asim. Otra iesp&a — izmantot piedavato linearo klasifikatoru (ar hiperplakném
ierobezotie apgabali), skat. [79]. Datu kopam, kas sakotng&ji netika sadalitas validacijas un
apmacibas kopas, tika veikta 10 likumu skérsvalidacija un aprékinata vidgja klasifikacijas
precizitate. Monks datu kopas apmacibas un validacijas gadijuma datu kopas jau bija
sadalttas, un tika veikti 10 eksperimenti.

Ir redzams (4.2.tab.), ka visas datu kopas, iznemot “Balance-Scale”, nav tik labi
atdalamas, izmantojot linearo SVM. Tomér nelinearas 1€mumu virsmas tuvinasana dod
vajadzigo uzlabojumu Kklasifikacijas precizitatei politopu klasifikatoram un likumiem,
izgitiem no ta. Vajus klasifikacijas rezultatus paradija C4.5 algoritms. Vairaku virsmu
metodes koka (MSM-T) metode atpaliek no SVM metodém un politopu klasifikatora. Likumi,
kas izgtti no MSM-T, parada augstu klasifikacijas kludu. Empiriski tika atklats, ka rekursijas
dziluma palielinasana likumu izgtsanai no MSM-T palidz samazinat klasifikacijas kladu.

Peléka krasa izceltas rindas ir rezultati, ko parada izstradatie klasifikatori. Treknraksts
norada labako kopg&jo klasifikacijas rezultatu testa komplekta visas datu kopas (kolonnas).
Peléka krasa norada izskaidrojamus klasifikatorus. Zala, dzeltena un sarkana krasa norada
labaku, vidéju un sliktaku rezultatu izskaidrojamiem klasifikatoriem. Seit var redzét, ka
likumiem, kas izgiiti no politopu klasifikatora, ir augstaka precizitate neka likumiem, kas
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izgiti no MSM-T. Kopuma SVM ar RBF kodolu parspgj citus klasifikatorus. Starp visiem
klasifikatoriem ir izskaidrojami tikai tris klasifikatori (C4.5, likumi no MSM-T un likumi no
politopiem). Starp tiem ir visaugstaka precizitate likumiem, kas izgtti no (hiper)politopiem
(apaksgja rinda). Tas pierada, ka izveleto pieeju var veiksmigi izmantot, lai izgiitu precizus
likumus.

4.2. tabula
Klasifikacijas precizitate, %

Klasifikators Monks-1 Monks-2 NDCC Balance
SVMlinear 65,509 67,130 73,333 93,730
SVMrbf 86,806 80,556 95,000 98,082
MSM-T 83,565 79,630 88,667 87,526
Likumi (MSM-T) 75,333
C4.5 75,690 65,050 70,780
Politopi 99,537 80,324 93,667 97,913
Likumi (politopi) 96,296 74,537 89,738 96,857

Saja nodala tiek piedavatas divas pieejas, kas izstradatas optimizacija balstitd zinaSanu
izgii§anas joma. Sis pieejas papildina un kalpo ka alternativas zina$anu izgiisanas metodes
gadijumos, kad Kklasifikacijas 1émumu koka izgiSana no apmacita MNT parada sliktus
rezultatus. Gadijumos, kad izmantotais MNT ir RBFNT un m&s v€lamies samazinat likumu
skaitu, labaks risinajums ir eliptisko likumu izgisana. Gadijuma, ja lietotajam jau ir atrasti
hiperpolitopi, tad no tiem ir iesp&jams izgut ja—tad likumus. Izstradata pieeja nodrosina vél
vienu alternativu klasifikacijas [éemumu koka izgtisanai.

Eksperimentala validacija ir paradijusi, ka ja—tad likumus var izgtat no hiperpolitopiem,
izmantojot izstradato algoritmu ka izliektas optimizacijas problémas risinagjumu. Tika
paradits, ka izgitiem ja-tad likumiem ir augsta precizitate, tapéc tos var izmantot, lai
aprakstitu sakotn&jo klasifikatoru, tie var kalpot ka vél viens masinmacisanas instruments.
Tika izvirzita arT neizliekta optimizacijas probléma, ka arf izstradats jauns algoritms, kas lauj
izgat eliptiskus likumus. Tas lauj secinat, ka ir paveikts uzdevums, kas saistits ar
optimizacijas metozu izstradi un novértéSsanu ja—tad un eliptisku likumu izgasanai no
apmacitiem MNT un RBFNT.

Lidz ar to ir paveikts pétijuma ceturtais uzdevums, kas saistits ar optimizacija balstitu
metozu izstradi un novértésanu ja—tad un eliptisko likumu izgiisanai no apmacitiem MNT un
RBFNT.
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5.  ZINASANU IZGUSANAS METODOLOGIJA

Balstoties uz paveikto darbu un iegutajiem rezultatiem, $aja nodala ir izstradata un
eksperimentali apstiprinata likumu izgtsanas metodologija. Tiek prezentéta vienota zinasanu
att€loSanas un modela atlases, zinasanu izgiiSanas, noveért€Sanas un pilnveidoSanas
darbplasma. Parskats par zinasanu reprezentaciju un izguvi no maksligiem neironu tikliem un
cita veida Klasifikatoriem, kas ietverti pirma nodala, ir pamata metodologijai [18]-[20], kura
ir aprakstits apgriesanas algoritms (skat. 2.nodalu). Jauns algoritms binara klasifikacijas
lémumu koka izgts$anai no pilniba savienota daudzslanu MNT aprakstits tresaja nodala.
Visbeidzot, optimizacija balstitas metodes likumu izgtiSanai, izmantojot izliektu optimizacijas
problému, ir ieklautas 4. nodala. Taja pasa nodala ir aprakstita jauna izstradata (neizliektas
optimizacijas) metode eliptisko likumu izgiisanai no RBFNT Klasifikatora. Saja nodala
piedavata darbpliisma, kas ir eksperimentali validéta. Darbpliisma sniegtas vadlinijas, ka izgtt
zinasanas, kas reprezentétas, izmantojot precizus vai vienkarsus un saprotamus likumus.

5.1. Metodologijas izstrade

Izstradata metodologija zinasanu izgusanas (ZI) procesu iedala vairakos secigos posmos.
Dazi no tiem nav obligati (ja jau ir apmacits klasifikators, kas jaapraksta ka likumu kopums).

1. Zina$anu reprezentacijas shemas un klasifikatora tipa izvéle. Sis solis paredz zinasanu
shémas izvéli. Eliptiski likumi ir izteiksmigaki neka 1émumu koks vai ja—tad likumi,
bet mazak saprotami. Tatad, ja kop&jais méerkis ir saprast, ka tiek veikta klasifikacija,
eliptiski likumi varétu nebit pietickami optimala izvéle. No otras puses, 1émumu koku
var izgut tikai no MNT, tatad, ja klasifikators ar labako precizitati ir balstits uz
hiperpolitopiem, tad zinasanu reprezentacijai biis jaizmanto ja—tad likumus.

2. Klasifikatora apmaciba un sagatavoSanas ZI posmiem. Ja ir pieejams MNT, to var
apgriezt. Ja klasifikators jau ir iepriek$ apmacits, ZI var sakties uzreiz.

3. ZinaSanu izgusana.

4. Izgito zinasanu novértésana un pilnveidosana. Sis solis ir visu iesniegto un parskatito
algoritmu izp@tes un attistibas rezultats. Tas lauj novertét izglitas zinasanas un sniedz
noradijumus par to precizitates palielinasanu vai vienkar$osanu. Ja izgatie likumi ir
sarezgiti, var veikt vienu vai vairakus no Siem soliem:
 likumus var apvienot un apgriezt;

+ lietot agresivaku MNT apgrieSanu vai izmantot mazaku elipsoidu daudzumu vai
mazaku ja—tad likumu izgtsanas rekursijas dzilumu,

+ klasifikatoru var atkartoti apmacit ar izmainitiem apmacibas parametriem un veikt
ZI soli atkartoti;

» apakstelpas regions, kura Kklasifikatora precizitate ir slikta, var tikt izmantots, lai
apmacitu atsevisku klasifikatoru, lai taja lietotu ZI.

Visi izstradatie algoritmi ir apvienoti vienota zinaSanu izguSanas metodologija, kas
paradita 5.1. attela.
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5.2. Precizi vai saprotami likumi

Lai validétu piedavato algoritmu un novértétu rekomendacijas precizu vai vienkarSu
likumu izgtsanai, ir izstradats un izpildits eksperimentu plans vid€ja un maza izméra datu
kopam. Lai parvarétu lielas skaitloSanas prasibas, kas nepieciesamas realas vidgja lieluma
(~50 000 ierakstu) Adult Census datu kopas (nemta no UCI repozitorija) apstradei, ZI
algoritma tika ieklautas divas modifikacijas:

* neironu izejas diskretizacija, izmantojot visu neironu izejas, noapalojot lidz n

cipariem, klist par obligatu soli, tas var negativi ietekmét klasifikacijas precizitati;

* neironu izejas veértibu grupéSana tika veikta datu apakSkopa (eksperimentos tas bija

15 % no visas apmacibas kopas).

Eksperimenta mérkis ir pieradit, ka parametrs, kas kontrolé pielaujamo klasifikacijas
precizitates degradaciju neironu izejas vértibu grupéSanas faze, lauj kontrolét izgtto lémumu
koku sarezgitibu un Kklasifikacijas galigo precizitati. Svarigi bija saprast, ka neironu
apgriesana ietekmé izgita 1émumu koka sarezgitibu un klasifikacijas precizitati. 5.1. tabula
sniegtie rezultati apkopo 10 eksperimentus ar katru no divam datu kopam un parada, ka
agresiva apgrieSana kopa ar lielu neironu izejas vertibu grupésanas klasifikacijas degradacijas
slieksni rada zemaku klasifikacijas precizitati un mazaku 1émumu koku. Viegla apgriesana un
zems slieksnis lauj izgtt lielakus, bet precizakus lémumu kokus.

5.1. tabula
Zinasanu izglsanas parametru ietekme uz izgtto likumu sarezgitibu un precizitati
MNT | Neironu izejas Datu kopa

apgriesan-| vértéjumu Pazimes Adult Ripley

as limenis |  grupesana Apm. | Testa | Apm. | Testa
MNT 82,27 | 82,15 | 83,84
Mazs grup. Diskretizéta MNT precizitate, % | 82,09 | 81,95 | 83,84 | 87,89
klasifikacijas  |Izgiita 1ém. koka precizitate, % 79,74 | 79,81 | 83,80 | 88,00
pasliktinasanas |Izgiita Iem. koka likumu skaits /

apgriesana ) ._ L
Vidgjs grup. Diskretizeta MNT precizitate, % | 80,89 | 80,99 | 83,28 | 87,76
klasifikacijas  [[zgnta lem. koka precizitate, % | 79,80 83,28 |
pasliktinasanas |1,05(5 [em. koka likumu skaits /
slieksnis 1ém. koka dzilums 20,177 16,8/12.3
MNT 83,41 | 83,22 | 84,44 | 89,52
Mazs grup. Diskretizéta MNT precizitate, % | 83,39 | 83,21 | 84,44 | 89,62
klasifikacijas  |Izgiita 1ém. koka precizitate, % 82,12 | 81,95 | 84,44 | 89,52

liktinasana ata lem. i i
Minimala |P2sliktinasanas I%guta 1ém kpka likumu skaits / 1562/21.8 137/91.6
. slieksnis lém. koka dzilums

apgrieSana |—— - — —
Vidgjs grup. Diskretizeta MNT precizitate, % | 82,27 | 82,00 83,4 88,4
klasifikacijas. |Izguta Ieém. koka precizitate, % 79,25 | 78,87 83,4 88,4
pasliktinaSanas |Izgiita lem. koka likumu skaits /
slieksnis lem. koka dzilums 161,1/12,5 11,3/8,1
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Ripley datu kopas eksperimenti palidz saprast, ka grupéSanas sliek$na parametrs ietekmé
izgito lémumu koku. 5.2. a attéla paradits, ka izskatas sakotngja grupéSanas robeza, ko definé
apmacits un nedaudz apgriezts MNT. Diskretizacijas un grup€S$anas rezultats, izmantojot
mazu (5.2. batt.) un lielu (5.2. ¢ att.) pielaujamo klasifikacijas pasliktinasanas slieksni,
redzams 5.2. attéla. Vertikalas un horizontalas linijas parada kopu robezas.

X2 X2 X2

X1 X1 X1

(@) (b) ©

5.2. att. MNT Kklasifikacijas robezas Ripley datu kopai.

Neliels punktu skaits 5.2.c attéla ir saistits ar grupéSanu (kvantéSanas tabulas
izmantoSanu), kas aizstaj neironu izejas vertibas. 5.3. att€la paraditi induktiva lémumu koka
klasifikacijas robezas, kas izghti no kvantéta MNT, izmantojot neironu izejas vertibu

grupéSanu.

X2 Xa

X1

(a) § (b)

5.3. att. Lémumu koka klasifikacijas robeza izgiita no MNT ar mazu (a) un lielu (b)
grupéSanas parametru klasifikacijas pasliktinasanos kontrolei.

Eksperimenti paradija, ka pastav vairaki parametri, kas lauj kontrolét izgiita [@mumu

koka sarezgitibu (lielumu) un precizitati.

1. Neironu izejvertibu grup&sanas klasifikacijas pasliktinasanas slieksnis. Vid&jam un
lielam datu kopam grup&Sanas faze paredz izmantot nejausi izvélétu apmacibas datu
kopas apaksSkopu. Jo mazaka apakSgrupa, jo lielaka bus klasifikacijas kluda. Tas,
iesp&jams, var radit vienkarsakus un mazak precizus likumus, kas izgiti, izmantojot
mazak aprékinu.

2. Diskretizacija — cik skaitlu aiz komata janem neironu izvadé. Tas lauj samazinat
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aprékinasanas  izmaksas  grupéSanas posma (uz  dazu  Kklasifikaciju
pasliktinasanas rékina).

3. Apgriesanas procediiras agresivitate, kas lauj kontrolét izgito likumu sarezgitibu un
klasifikacijas precizitati.

Ir vérts atzimét, ka apgriesanai ir liela nozime, jo ta lauj noveérst parapmacibu. Jebkura
gadijuma, kad tiek pieme&rota neagresiva apgrieSana, ka arl neagresiva neironu izejvertibu
Klasifikacija (kvanté$ana), izgiitajam kokam bis klasifikacijas precizitate, kas lidziga MNT,
no kura tas tiek izgats.

Saja nodala apkopots veiktais darbs un sniegta vienota darbpliisma ar ieteikumiem ZI. S1
darbpliisma un ieteikumi uzsver ieprieks€jas nodalas paveikto pé€tniecibas darbu un sniedz
vadlinijas zinaSanu izguSanali ar eksperimentalas validacijas rezultatiem. Ir sniegtas vadlinijas
klasifikatoru un atbilstoSo zinaSanu izgiiSanas algoritmu izvélei, nemot veéra datu kopas
raksturlieclumus. Tiek prezentéta un eksperimentali apstiprinata darbplisma parak sarezgitu
vai parak vienkarsu izgito likumu apstradei. Pasreizgjo darba ieguldijumu var apkopot $adi.

» Piedavata metodologija — vispargja zinasanu izgu$anas darbplisma no apmacita MNT

vai hiperpolitopu klasifikatora.

* Metodologija formuléti ieteikumi klasifikacijas modela izv€lei, pamatojoties uz datu
kopas raksturlielumiem.

* Metodologija, pamatojoties uz eksperimentalo validaciju, tiek piedavati ieteikumi
apgrieSanas un zinaSanu izgliSanas parametru izvélei, aprakstito parametru ietekme uz
izglto zinasanu sarezgitibu un klasifikacijas precizitati.

* Noteikta novertéSanas procedura, kura ieteikts, ka zinaSanas janoveért€ un kadas
korekcijas var veikt konstatéto problému noverSanai (ja tadas ir).

Klasifikacijas 1émumu koku izgtiSana ir visizplatitakais veids, ka izgiit zinasanas no
neironu tikla. Tom@r saskana ar “Nav bezmaksas pusdienu” teoriju nav vienas metodes, kas
biitu vienlidz laba visam datu kopam. Tadgjadi tika izstradati un pieraditi izmantojami
alternativi algoritmi eliptisku un ja—tad likumu izgtsanai. Visi uzskaititie uzlabojumi ir
kluvusi par dalu no vispargjas zinasanu izgasanas darbpliismas. Saja nodala aprakstitais darbs
izpilda piekto pétijuma uzdevumu.
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REZULTATI UN SECINAJUMI

Promocijas darbs ir veltits zinaSanu izgiSanai no apmacitiem maksligajiem neironu
tikliem (MNT). Saja darba analizéta eso$a pieeja zinasanu reprezentacijai, MNT apgriesanai
un zinasanu izgi$anai. STs analizes rezultata izstradata zina$anu izgiisanas metodologija, kura
izskatitas tipiskas zinaSanu reprezentacijas shémas, sniegtas vadlinijas labakas zinasanu
reprezentacijas izvélei. Gadijuma, kad zinasanas tiek izgiitas no MNT, nemot véra to, ka nav
brivi pieejamas algoritmu realizacijas, tika izstradata jauna jutiguma analiz€ balstita MNT
apgriesanas pieeja. Izstradats klasifikacijas Ilemumu koka izgtsanas algoritms, kas darbojas ar
apmacttu MNT. Lai parklatu gadijumus, kad MNT nav lietojams, tika izstradatas alternativas
Uz optimizacijas balstitas zinaSanu izguiSanas pieejas. Izstradatas pieejas lauj izgat ja—tad
likumus no Klasifikatora, ko apraksta hiperpolitopi, un eliptiskos likumus no radialo bazes
funkciju neironu tikla (RBFNT). Visas izstradatas pieejas tiek apvienotas viena darbplisma
kopa ar ieteikumiem attieciba uz Ipasu darbpliismas solu izveli. Lémumu koku klasifikatoram
doti eksperimentali validéti ieteikumi, kas lauj lietotajam izgiit vai nu sarezgitus un precizus,
vai saprotamakus un mazak precizus induktivus klasifikacijas lémumu kokus.

Promocijas darba mérkis bija izstradat algoritmus MNT apgriesanai un zinasanu izgtsanai
no apmacita MNT un apvienot tos zinaSanu izguSanas metodologija. Promocijas darba
sasniegumi ir $adi.

1. Veikts esosas zinatniskas literatiiras parskats un analize, kas aptver teoriju un zinaSanu
reprezentacijas un izgusanas algoritmus. Ta rezultata pétijuma parskatiti esoSo pieeju
plusi un minusi, kas lava definét prasibas zinasanu izgtisanas darbplismai.

2. Parskatiti maksligo neironu tiklu apgriesanas algoritmi, izstradats un validéts jauns
jutiguma analizé balstits MNT apgrieSanas algoritms ar parapmacibu un ‘“kabatas”
atminu. Ir izstradati ieteikumi svaru anuléSanas vai neironu apgrieSanas izvélei.
Algoritma sp€ja parvarét lokalus minimumus pieradita eksperimentali.

3. lIzstradata jauna dekompozicijas pieeja klasifikacijas 1@émumu koku izgusanai no
apmacita daudzslanu perceptrona (DSP). Algoritms paplasina Torch7 balstitu nn
dzilas macibas biblioteku (Lua valoda) ar papildu neironu tiklu slaniem un funkcijam.

4. lzstradatas un novértétas optimizacija balstitas pedagogiskas pieejas ja—tad un
eliptisko likumu izgtsanai no izliektas hiperpolitopu kopas un RBF neironu tikla.

5. lIzstradata un novértéta visparinata zinaSanu izgtsanas metodologija. Metodologija
ieklauti ieteikumi modela izvélei (DSP, RBFNT un izliekti politopi), kas ietekmé
zinasanu reprezentacijas un izgtsanas pieeju. Metodologija satur arT darbpliismu, kas
virza zinaSanu izgsanu, noveért€éSanu un pilnveidoSanu atkariba no izvéleta
klasifikacijas modela. Metodologijas eksperimentala validacija apliecina secinajumus.

Visu izstradato algoritmu Kklasifikacijas precizitate tika novértéta un analizéta, lai
parbauditu izvirzitas hipotézes. Balstoties uz veikto pétijumu, var izdarit vairakus
secinajumus.

e Izstradatais apgrieSanas algoritms, kas balstits jutiguma analizg, veiksmigi izvairas no

lokaliem minimumiem un lauj kontrolét klasifikacijas klidu pieaugumu. Atseviskos
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gadijumos jutiguma analiz& balstita svara anuléSana var dot labakus rezultatus neka
neironu apgriesana. Lai gan neironu apgrieSana ir v€lamaka, jo ta ir mazak
skaitlosanas intensiva metode un kopuma sniedz rezultatus, kas lidzinas svara
apgriesanai, Sie rezultati apstiprina pirmo hipotézi.

e Parapmacibas izmantoSana un “kabatas” atminas modifikacijas ir efektivi algoritmiski
uzlabojumi, kas, lietojot jutiguma analiz€ balstitu apgriesanas algoritmu, sniedz labus
rezultatus, un tas apstiprina pirmo hipotézi.

e Lémumu koks, kas izgiits, izmantojot daudzslanu perceptrona ieejas slana neironu
izejas vertibu klasifikacijas 1émumu robezu (kas ir izguta, izmantojot neironu izejas
vertibu grup&sanu) Visu neironu izejas vertibu vieta, aproksimé originalo DSP. Sada
metode ir vienkarsaka (skaitlo$anas resursu zina), salidzinot ar visu neironu apstradi,
izmantojot likumu kopas ar secigu likumu apvienoSanu un apgriesanu (lai izgatu
nepieciesamos likumus ieejas slanim). Turklat izstradata pieeja lauj kontrol&t izgita
koka sarezgitibu un klasifikacijas precizitati. Sie rezultati apstiprina otro hipotezi.

e Balstoties uz eksperimentu rezultatiem, var izdarit secinajumu, ka optimizacija balstitu
pieeju var izmantot ja—tad likumu izgts$anai no izliektiem politopiem. Stradajot ar
mazak jaudigu personigo datoru, §T metode ir piem&rojama datu kopam ar mazak neka
11 atribatiem. Tadgjadi §T metode ir izmantojama ka alternativa metode, lietojot to
tikai ieejas datu kopu apakskopas (izmantojot samazinato icejas dimensiju skaitu), ja,
izgustot klasifikacijas lémumu koku no DSP, tiek iegits slikts klasifikacijas 1émumu
koks noteiktam apaksregionam. Eksperimenti pierada, ka izgitie ja—tad likumi
aproksimé ieejas  telpas  regionus, ko ierobezo  hiperpolitopi.  Tas
apstiprina treso hipotezi.

e Balstoties uz eksperimentiem, kas saistiti ar izstradato algoritmu, var izdarit
secingjumu, ka optimizacija balstitu pieeju var izmantot eliptisko likumu izgiiSanai no
RBFNT datu kopam ar ne vairak ka ¢etram dimensijam (lietojot parastus personigos
datorus). ST metode ir izmantojama ka veids, ka aizstat lielus apakskokus lemumu
koka ar izteiksmigakiem elipsveida likumiem. Eksperimenti pierada, ka izgitie
eliptiskie likumi aproksimé RBFNT un sasniedz lidzigu klasifikacijas precizitati. Tas
apstiprina ceturto hipotezi.

Visi definétie teorétiskie jautagjumi ir eksperimentali pieraditi. Darba izstradata un
eksperimentali novértéta zinasanu izgisanas metodologija, lauj veikt zinaSanu reprezentacijas
shémas un klasifikacijas metodes izveli, ka arl zinasanu izglSanu, novértéSsanu un
parveidosanu. Turpmakajos pétniecibas virzienos var ietilpt pétijumi par veidiem, ka ieviest
reproduc&jamibu  MNT apgrieSana un likumu izguSana, ka arT neironu izejas vertibu
grupésanas paatrinasanu.
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