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Vispārējs darba raksturojums 

2003. gadā ar cilvēka genoma atšifrēšanu tika sākta strauja informācijas meklēšana tajā. 

Biologi un mediķi pārsvarā lieto statistikas metodes, tomēr datu ieguves tehnoloģiju lietošana 

tikpat veiksmīgi vai pat veiksmīgāk var palīdzēt atklāt zināšanas liela apjoma bioinformātikas 

datos. Vēl 2005. gadā bioinformātika un datu ieguve saskarās tikai atsevišķu autoru pētījumos, 

tomēr mūsdienās arvien vairāk biologu izvēlas sadarboties ar datu ieguves speciālistiem, un tiek 

veidoti kopīgi pētījumi. 

Problēmas nostādne 

Zināšanu atklāšana bioinformātikas datos var palīdzēt atklāt būtisku informāciju par to, 

kas cilvēka organismā var liecināt par kādu saslimšanu. Sarežģītie bioinformātikas dati ar lielo 

dimensionalitāti pēdējā desmitgadē ir vākti un krāti aizvien plašāk, kā arī ir pieejami elektroniski, 

un radusies arī nepieciešamība tos elektroniski apstrādāt. Lielie datu apjomi cilvēkam nav 

pārskatāmi un analizējami, tajos nav iespējams atrast kādas likumsakarības, neizmantojot papildu 

analīzes metodes. Bioinformātikas speciālisti visbiežāk izmanto statistikas metodes, kas 

lielākoties ļauj pārbaudīt zināmas sakarības, turklāt tās ir prasīgas pret datiem (sadalījums, 

izkliede, ierakstu skaits). Tomēr šādas informācijas nav, jo salīdzinoši jaunajā genomikas un 

proteomikas jomā vēl ir daudz nezināmā. 

Datu ieguve ar savām plašajām tehnoloģijām un to lietošanas iespējām ir sevi pierādījusi 

dažādās problēmsfērās. Tāpēc tās lietošana tieši bioinformātikā pēdējās desmitgadēs paver 

iespējas plašiem pētījumiem. It īpaši piedāvājot iespējas meklēt likumsakarības, ņemot vērā 

klases jēdzienu. Tas var palīdzēt noteikt dažādu atribūtu dažādas vērtības un to kombinācijas, kas 

ietekmē datu kopas klasi. Ja klases ir slimie/veselie cilvēki, tad, lietojot datu ieguves metodes, 

iespējams iegūt dažādas vienkāršas, cilvēkam ērti uztveramas likumsakarības (likumus), kas 

norāda uz dažādām datu īpašībām. Izplūdušās tehnoloģijas, kas ir vistuvākās cilvēka uztverei, 

paver plašākas iespējas imitēt reāla cilvēka viedokli, uzskatot, ka viena vērtība var piederēt 

vairākām grupām.  

Tikai kopš 2000. gada veikti pētījumi par datu ieguves lietošanu bioinformātikā. Lielākā 

daļa no sastopamiem pētījumiem koncentrējas uz atsevišķu datu ieguves tehnoloģiju izmantošanu 

bioinformātikas datu apstrādē, taču vispārīgu un plašu pētījumu par izplūdušo klasifikācijas 

sistēmu lietošanu, ietverot datu pirmapstrādi, klasifikāciju un likumu novērtēšanu, nav izdevies 

atrast. Šādas metodoloģijas izstrāde paver plašas iespējas, izmantojot tās pozitīvās puses – to, ka 

tā īpaši paredzēta bioinformātikas daudzdimensionālajiem datiem, kā arī izplūduma iespēju, kas 

nodrošina piederību vairākām vērtībām vienlaikus, rezultātā iegūstot cilvēka domāšanai līdzīgā 

procesā iegūtus likumus.  
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Nepieciešams izstrādāt izplūdušās klasifikācijas metodoloģiju, kas, izmantojot dažādas 

datu ieguves metodes un algoritmus, veiks specifisko bioinformātikas datu pirmapstrādi un 

klasificēšanu, lai atklātu datos paslēptās sakarības, kas raksturo atsevišķas pacientu  

grupas, slimības u. c., kas jāuztver kā klases. 

Mērķis un uzdevumi 

Darba mērķis ir izplūdušās klasifikācijas metodoloģijas izstrādāšana, kas paredzēta 

bioinformātikas datu apstrādei un analīzei. Lai sasniegtu izvirzīto mērķi, definēti šādi uzdevumi. 

1. Bioinformātikas datu izpētes gaitā jādefinē prasības klasifikācijas algoritmiem, kas 

īpaši paredzēti šādu datu apstrādei. 

2. Jāveic datu pirmapstrādes metožu izpēte, lai noskaidrotu tās metodes, ko iespējams 

izmantot un kas ir efektīvas bioinformātikas datu pirmapstrādē. 

3. Jāveic praktiski pētījumi, lai noskaidrotu algoritmus un metodes, ko jāizmanto 

izplūdušās klasifikācijas sistēmas izstrādē. 

4. Jāizstrādā piederības funkciju konstruēšanas metode, izmantojot klasterizāciju. 

5. Jāizstrādā likumu fazifikācijas metode, kas paplašinātu likumu nosacījumus. 

6. Jāizstrādā izplūdusī klasifikācijas metodoloģija, ņemot vērā teorētiskajos un 

praktiskajos pētījumos noskaidroto. 

7. Uz izveidotās metodoloģijas pamata jāizstrādā izplūdusī klasifikācijas sistēma. 

8. Izplūdušās klasifikācijas metodoloģijas un sistēmas jāizmanto reāliem bioinformātikas 

datiem, jāizdara secinājumi par metodoloģijas un sistēmas efektivitāti. 

Objekts un subjekts 

Pētījuma objekts ir mašīnapmācības un datu ieguves algoritmi. Pētījuma subjekts ir 

bioinformātikas dati, kuru vajadzībām un apstrādei atbilstoši tiek izstrādāta izplūdusī 

klasifikācijas metodoloģija, izmantojot piemērotus mašīnapmācības un datu ieguves algoritmus.  

Hipotēzes 

Darba izstrādes gaitā tika formulētas un aizstāvēšanai izvirzītas šādas ar izstrādājamo 

izplūdušās klasifikācijas metodoloģiju saistītas hipotēzes. 

 Piederības funkciju konstruēšana, lietojot klasterizāciju, izmantojot informāciju un 

zināšanas par datiem, kas uzlabo klasifikācijas precizitāti. 

 Likumu stiepšanas (angļu val. streching) un fazifikācijas lietošana nodrošina iespēju 

pārklāt jaunus ierakstus, kuru vērtības ir tuvas tām, kas piedalījušās apmācībā, bet nav 

identiskas.  

Pirmā hipotēze balstās idejā, ka klasterizācijas procesa laikā tiek meklētas 

likumsakarības datos un dati tiek grupēti atbilstoši šīm likumsakarībām. Izmantojot šo iegūto 
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informāciju (klasteru centrus), notiek piederības funkciju konstruēšana. Līdz ar to piederības 

funkcijas netiek konstruētas, tikai skaitliski un proporcionāli sadalot visus datus izvēlētā 

intervālu skaitā, bet gan tiek ņemtas klasterizācijas gaitā iegūtās zināšanas. Šī hipotēze tiks 

pārbaudīta, salīdzinot uz klasterizāciju balstītu piederības funkciju konstruēšanas metožu 

iegūtos klasifikācijas rezultātus ar matemātiski izrēķinātu piederības funkciju klasifikācijas 

rezultātiem. Ja uz klasterizāciju balstītu piederības funkciju konstruēšanas metožu iegūtais 

klasifikācijas rezultāts būs precīzāks, hipotēze tiks pierādīta kā patiesa. 

Otrā hipotēze balstīta likumu fazifikācijā un likumu stiepšanas būtībā. Likuma 

fazifikācijas gaitā no piederības funkciju konstruēšanas darbības tiek iegūts ne tikai intervāls, kurā 

iegūtais likums ir spēkā, bet arī intervāls, kurā iegūtais likums ir daļēji spēkā, tādējādi paplašinot 

vērtību skaitu, kas pieder likumam. Ja likumu fazifikācijas ieviešana paplašinās likuma veidojošo 

nosacījumu vērtību skaitu un testa nolūkos radīto līdzīgo, bet ne identisko ierakstu klasifikācija, 

izmantojot fazificētos likumus, būs veiksmīga, hipotēze tiks pierādīta kā patiesa.  

Metodes 

Promocijas darbā tiek izmantota izplūdušo kopu teorija, matemātiskās un datu ieguves 

metodes – datu pirmapstrādes metodes (trūkstošu vērtību apstrādāšana, atribūtu atlase, piederības 

funkciju konstruēšana), kā arī klasifikācija un klasterizācija. 

Darba aktualitāte un zinātniskā novitāte 

Parasti bioinformātikas dati tiek pētīti ar statistikas metodēm, tomēr pēdējos gados arvien 

vairāk tiek lietotas arī datu ieguves un mašīnapmācības tehnoloģijas un algoritmi. Šo algoritmu 

lietojums var palīdzēt atklāt dažādas likumsakarības bioinformātikas datos, tiem ir plašas datu 

pirmapstrādes iespējas.  

Izplūdušo algoritmu lietojums bioinformātikas datu analīzē paver vēl plašākas iespējas, 

jo tiek skatīta iespēja, kad konkrēts ieraksts pieder vairākām vērtībām vienlaikus, tikai – ar 

atbilstošu piederības līmeni. Jo medicīnas kvantitatīvie dati nav viennozīmīgi un dažādiem 

pacientiem (pat ar vienu diagnozi) var būt ļoti atšķirīgi izmērīto faktoru līmeņi. Šī izplūdušo 

algoritmu īpašība ir atbilstoša reālas pasaules spriedumiem un cilvēka uztverei un izpratnei, jo 

nav iespējams precīzi noteikt to, kur, piemēram, atdalās viens lingvistisks jēdziens no otra.  

 

Šī promocijas darba zinātniskā novitāte saistīta ar šādiem aspektiem. 

 Šī darba izstrādes gaitā izveidota izplūdusī klasifikācijas metodoloģija, kas nodrošina 

datu pirmapstrādi, datu klasifikāciju, likumu bāzes izveidi un jaunu piemēru 

klasifikāciju, kā arī rezultātu novērtēšanu.  
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 Izstrādāta piederības funkciju konstruēšanas metode, balstoties uz klasterizācijas 

algoritmiem. 

 Pielāgota likumu stiepšanas un fazifikācijas metode. 

Praktiskais nozīmīgums 

Galvenais darba praktiskais nozīmīgums ir izstrādātā izplūdusī klasifikācijas 

metodoloģija, kas var apstrādāt, klasificēt un analizēt lielas dimensionalitātes datus (daudz 

atribūtu un maz ierakstu), tādus kā bioinformātikas dati. Uz metodoloģijas bāzes izveidotā 

izplūdusī klasifikācijas sistēma ar eksperimentāli noskaidrotajiem labākajiem katrā solī 

izvēlētajiem algoritmiem un metodēm uzrāda konkurētspējīgus klasifikācijas rezultātus, tai pat 

laikā nodrošinot labi uztveramus klasifikācijas rezultātus «Ja–tad» likumu veidā.  

Darba izstrādes gaitā apkopotie teorētiskie materiāli un veiktie praktiskie eksperimenti ir 

izmantojami kā pētījums par bioinformātikā izmantojamām datu ieguves tehnoloģijām. 

Aprobācija 

Promocijas darba izstrādes gaitā veiktie pētījumi ir prezentēti 13 starptautiskās konferencēs. 

1. RTU 55th International Scientific Conference, Rīga, Latvija, 14–17 Oktobris, 2014 

(kopā ar L. Aleksejevu). 

2. RTU 54th International Scientific Conference, Rīga, Latvija, 14–16 Oktobris, 2013 

(kopā ar L. Aleksejevu). 

3. 6th Conference Applied Information and Communication Technology, Jelgava, Latvija, 

25–26 Aprīlis, 2013 (kopā ar L. Aleksejevu un V. Nazaruku). 

4. RTU 53th International Scientific Conference, Rīga, Latvija, 10–12 Oktobris, 2012 

(kopā ar L. Aleksejevu un V. Gersonu). 

5. Workshop on Data Mining in Life Sciences DMLS'2012, Berlīne, Vācija, 20–22 Jūlijs, 

2012 (kopā ar G. Krieviņu un L. Aleksejevu). 

6. 5th Conference Applied Information and Communication Technology, Jelgava, Latvija, 

26–27 Aprīlis, 2012 (kopā ar L. Aleksejevu). 

7. EMCSR 2012 (European Meetings on Cybernetics and Systems Research) Vīne, 

Austrija, l0– 13 Aprīlis, 2012 (kopā ar L. Aleksejevu).  

8. RTU 52th International Scientific Conference, Rīga, Latvija, 13–16 Oktobris, 2011 

(kopā ar L. Aleksejevu un I. Tuleiko). 

9. 8th International Scientific and Practical Conference «Environment. Technology. 

Resources», Rēzekne, Latvija, 20–22 Jūnijs, 2011 (kopā ar L. Aleksejevu). 

10. Mendel 17th International Conference on Soft Computing, Brno, Čehija, 15–17 Jūnijs, 

2011 (kopā ar L. Aleksejevu un I. Tuleiko). 

11. RTU 51th International Scientific Conference, Rīga, Latvija, 11–15 Oktobris, 2010 

(kopā ar L. Aleksejevu un N. Novoselovu). 

12. Mendel 16th International Conference on Soft Computing, Brno, Čehija, 23–25 Jūnijs, 

2010 (kopā ar L. Aleksejevu). 

13. RTU 50th International Scientific Conference, Rīga, Latvija, 12–16 Oktobris, 2009 

(kopā ar L. Aleksejevu). 
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Publikācijas 

Promocijas darbā veikto pētījumu rezultāti aprobēti projektā «Medicīnisko un 

bioloģisko datu intelektuālo metožu un apstrādes algoritmu kompleksa izstrāde onkoloģisko 

slimību diagnostikas pilnveidošanai» un atspoguļoti 15 zinātniskajās publikācijās. 

1. Gasparovica-Asite M., Aleksejeva L. Fuzzy Classification Systems for Bioinformatics 

Data Analysis // Scientific Journal of Riga Technical University. Computer science. 

Information Technology and Management Science. – 2014. – Vol.17. – P. 92–97. Cited 

by EBSCO, CSA/ProQuest, CNPIEC, Ulrich’s Periodical Directory / ulrichsweb, 

WorldCat (OCLC), VINITI. 

2. Gasparovica M., Aleksejeva L., Nazaruks V. Using Fuzzy Clustering with 

Bioinformatics Data // Proceedings of the 6th International Conference on Applied 

Information and Communication Technologies (AICT2013), Latvia, Jelgava, 25–26 

April 2013. – Jelgava: Latvia University of Agriculture, Faculty of Information 

Technologies, 2013. – P. 62–70. 

3. Gasparovica M., Aleksejeva L., Gersons V. The Use of BEXA Family Algorithms in 

Bioinformatics Data Classification // Scientific Journal of Riga Technical University. 

Computer science. Information Technology and Management Science. – 2012. – 

Vol.15. – P.120–126. Cited by EBSCO, CSA/ProQuest, Versita, VINITI. 

4. Gasparovica M., Aleksejeva L., Gersons V. Use of BEXA Family Algorithms in 

Bioinformatics Data Classification // Riga Technical University  

53rd International Scientific Conference: Dedicated to the 150th Anniversary and the 

1st Congress of World Engineers and Riga Polytechnical Institute / RTU Alumni: 

Digest, Latvija, Riga, 10–12 October, 2012. – Riga: RTU,  

2012. – P. 89. 

5. Gasparovica M., Krievina G., Aleksejeva L. Biological Interpretation of Metabolic 

Syndrome Data Missing Value Imputation and Classification // Proceedings of 

Workshop on Data Mining in Life Sciences DMLS'2012, Germany, Berlin, July 20, 

2012. – Fockendorf: Ibai-Publishing, 2012. – P. 167–176. 

6. Gasparovica M., Aleksejeva L. Feature Selection for Bioinformatics Data Sets – Is It 

Recommended? // Proceedings of the 5th International Conference on Applied 

Information and Communication Technologies (AICT2012), Latvia, Jelgava, 26–27 

April 2012. – Jelgava: Latvia University of Agriculture, Faculty of Information 

Technologies, 2012. – P. 325–335. 

7. Gasparovica M., Aleksejeva L. Rule Weight Use in Bioinformatics Data 

Classification // European Meetings on Cybernetics and Systems Research: Book of 

Abstracts, Austria, Vienna, 11–13 April, 2012. – Vienna: Bertalanffy Center for the 

Study of Systems Science. – P. 229–231. 

8. Gasparovica M., Tuleiko I., Aleksejeva L. Influence of Membership Functions on 

Classification of Multi-Dimensional Data // Scientific Journal of Riga Technical 
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University. Series 5. Computer science. Information Technology and Management 

Science. – 2011. – Vol. 49. – P. 78–84. Cited by EBSCO, CSA/ProQuest, Versita, 

VINITI. 

9. Gasparovica M., Aleksejeva L. Brain Cancer Antibody Display Classification // 

Environment. Technology. Resources: Proceedings of the 8th International Scientific 

and Practical Conference. Latvia, Rezekne, 20–22 June, 2011. Vol. II. – Rezekne: 

Rezekne Higher Education Institution, 2011. – P. 9–15. Cited by SCOPUS. 

10. Gasparovica M., Aleksejeva L., Tuleiko I. Finding Membership Functions for 

Bioinformatics Data // Proceedings of 17th International Conference on Soft Computing 

– MENDEL 2011, Czech Republic, Brno, 15–17 June, 2011. – Brno: Brno University 

of Technology, 2011. – P. 133–140. Cited by Thomson Reuters Web of Science and 

SCOPUS. 

11. Gasparovica M., Aleksejeva L. Using Fuzzy Unordered Rule Induction Algorithm for 

Cancer Data Classification // Proceedings of 17th International Conference on Soft 

Computing – MENDEL 2011, Czech Republic, Brno, 15–17 June, 2011. – Brno: Brno 

University of Technology, 2011. – P. 141–147. Cited by Thomson Reuters Web of 

Science and SCOPUS. 

12. Gasparovica M., Aleksejeva L. Using Fuzzy Algorithms for Modular Rules Induction // 

Scientific Journal of Riga Technical University. Series 5. Computer science. 

Information Technology and Management Science. – 2010. – Vol. 44. – P. 94–98. Cited 

by EBSCO, CSA/ProQuest, VINITI. 

13. Gasparovica M., Novoselova N., Aleksejeva L. Using Fuzzy Logic to Solve 

Bioinformatics Tasks // Scientific Journal of Riga Technical University. Series 5. 

Computer science. Information Technology and Management Science. – 2010. – 

Vol. 44. – P. 99–105. Cited by EBSCO, CSA/ProQuest, VINITI. 

14. Gasparovica M., Aleksejeva L. A Comparative Analysis of Prism and MDTF 

Algorithms // Proceedings of 16th International Conference on Soft Computing – 

MENDEL 2010, Czech Republic, Brno, 23–25 June 2010. – Brno: Brno University of 

Technology, 2010. – P. 191–197. Cited by Thomson Reuters Web of Science and 

SCOPUS. 

15. Gasparoviča M., Aleksejeva L. A Study on the Behaviour of the Algorithm for Finding 

Relevant Attributes and Membership Functions // Scientific Journal of Riga Technical 

University. Series 5. Computer Science. Information Technology and Management 

Science.– 2009. – Vol. 40. – P.75–80. Cited by EBSCO, CSA/ProQuest, VINITI. 

Galvenie rezultāti 

Darba izstrādes gaitā iegūtie galvenie rezultāti, sasniegumi un pētījumu apkopojums. 

 Definētas prasības klasifikācijas algoritmiem, kas īpaši paredzēti bioinformātikas datu 

apstrādei. 
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 Veikts pētījums par datu pirmapstrādes metožu lietojumu bioinformātikas datu analīzē, 

lai noskaidrotu tās metodes, ko iespējams izmantot un kas ir efektīvas bioinformātikas 

datu pirmapstrādē. 

 Praktisku eksperimentu gaitā noskaidrotas veiksmīgākās metodes un algoritmi, 

jāizmanto izplūdušās klasifikācijas sistēmas izstrādē. 

 Izstrādāta klasterizācijā balstīta piederības funkciju konstruēšanas metode. 

 Izvēlētajam klasifikācijas algoritmam pievienota likumu stiepšanas un izstrādātā likumu 

fazifikācijas metode. 

 Uz praktisko eksperimentu un izstrādāto metožu bāzes izveidota izplūdusī klasifikācijas 

metodoloģija, kas piemērota tieši bioinformātikas datu klasifikācijai. 

 Uz izstrādātās metodoloģijas pamata izveidota izplūdusī klasifikācijas sistēma. 

 Izstrādātā klasifikācijas sistēma pārbaudīta eksperimentos ar reāliem bioloģijas datiem, 

kas ļāva izdarīt secinājumus par izstrādātās sistēmas un metodoloģijas iespējām. 

Promocijas darba struktūra un apraksts 

Pirmajā nodaļā ir dots darbā risināmā uzdevuma definējums, kā arī bioinformātikas, datu 

ieguves un izplūduma jēdzienu vispārējs definējums un galvenās risināmās problēmas.  

Otrā nodaļa veltīta promocijas darbā izmantojamo algoritmu aprakstam, izpētei un 

salīdzinošai analīzei un to iepriekšējam lietojumam bioinformātikā. 

Trešajā nodaļā aprakstīta izstrādātā izplūdušās klasifikācijas metodoloģija, apkopojot 

informāciju un dodot pamatojumu par katrā metodoloģijas daļā izmantoto metodi/algoritmu, 

balstoties uz praktisko eksperimentu rezultātiem 

Ceturtajā nodaļā aprakstītas promocijas darba gaitā izstrādātas izplūdušās klasifikācijas 

metodoloģijas modifikācijas –klasterizācijā balstīta piederības funkciju konstruēšana, FURIA 

likumu stiepšana un izstrādātā likumu fazifikācijas metode. Dota arī izstrādātās izplūdušās 

klasifikācijas metodoloģijas arhitektūra.  

Piektajā nodaļā dots izstrādātās sistēmas apraksts, sistēmas praktiskas lietošanas 

rezultāti, dots eksperimentos izmantojamo datu kopu apraksts, kā arī eksperimentāli noteikto 

labāko sistēmas parametru apraksts. 

Darbu noslēdz rezultātu analīzes un secinājumu nodaļa, kurā apkopoti iegūtie rezultāti 

un secinājumi par paredzētas bioinformātikas datu analīzei izplūdušās klasifikācijas 

metodoloģijas izstrādi un praktisku lietojumu.  
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1. Bioinformātika, datu ieguve un izplūduma lietošana 

Vairāku dažādu zinātņu nozaru sadarbība problēmu risināšanā pēdējos gados ir kļuvusi 

par veiksmīgu praksi. Arī biologu sadarbība ar informācijas tehnoloģiju speciālistiem ir 

perspektīva pētījumu joma. Bioinformātikā tiek iegūtas zināšanas no bioloģiskiem datiem 

datoranalīzes ceļā. Tā var būt informācija, kas tiek glabāta ģenētiskajā kodā, arī eksperimentu 

rezultāti, kas iegūti no dažādiem avotiem, izmantojot pacientu statistiku un zinātnisko literatūru. 

Kopš 1999. gada Goluba raksta [94], bioinformātikas jautājumu risināšanā tiek lietotas arī datu 

ieguves tehnoloģijas. Bioinformātikas trīs galvenie risināmie jautājumi – gēnu un proteīnu 

struktūras un funkcijas pētījumi, liels datu un zināšanu apjoms, kā arī jaunu zināšanu iegūšana. 

Šajā darbā aprakstītā metodoloģija atbilst lielā datu un zināšanu apjoma analīzei, un rezultāts ir 

predefinētu grupu iegūšana jaunu ierakstu grupu piederības noteikšanai, lietojot antivielu, dažādu 

pētījumos populāru datu kopu un metabolisma datu klasifikācijai [81]. 

Ņemot vērā bioinformātikas datu sarežģīto dabu – lielo atribūtu (pat vairāki desmiti 

tūkstoši) un salīdzinoši nelielo ierakstu skaitu (līdz simts), nepieciešamas metodes, kas spētu šajos 

datos atrast likumsakarības, kas būtu arī bioloģiski interpretējamas. Datu ieguves lietošana šādas 

likumsakarības palīdz atrast, apstrādāt un attēlot arī biologiem saprotamā veidā. Izplūduma 

klasifikācijas algoritmu lietošana nodrošinās biologiem un mediķiem viegli uztveramu 

klasifikācijas likumu lietošanu.  

1.1. Uzdevuma definējums 

Šajā darbā tiek risināta klasifikācijas problēma – jaunu ierakstu klasificēšana pēc iepriekš 

apmācībā iegūtiem likumiem (jo izmantotas gēnu un proteīnu datu kopas, kurās doti gēnu un 

proteīnu līmeņi un mērķa klase), kā arī notiek apmācība ar skolotāju (jo zināma klases vērtība). 

Klasifikācija tiek veikta, lietojot izplūdumu. Veicot klasifikāciju, jāņem vērā datu specifiskās 

īpašības [85]: 

1. ļoti liels atribūtu skaits (pat vairāki desmiti tūkstošu) un salīdzinoši neliels ierakstu 

skaits (mazāks nekā 100, nereti pat mazāks nekā 50); 

2. liels atribūtu skaits (pamatā bioinformātikā atribūti ir gēni), kas nenes nekādu 

klasifikācijā nozīmīgu informāciju; 

3. troksnis sākuma datos; 

4. klasifikācijas rezultātu bioloģiskā interpretējamība; 

5. iespēja apstrādāt datus no dažādiem avotiem.  

Formālais uzdevuma apraksts var tikt standartizēts ar datu ieguves jēdzieniem. Dota 

datu kopa 𝑋, kurā ietilpst 𝑚 objekti 𝑥𝑖 = 𝑥𝑖
𝐴1, … , 𝑥𝑖

𝐴𝑛, 𝑥𝑖
𝐶  , kur 𝑖 ∈ 𝑚, kas ir ierakstu atbilstošo 
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vērtību vektori un klases atribūta 𝐶 vērtība. Klasifikācija tiek veikta ar izplūdušo algoritmu 

palīdzību, tāpēc nepieciešams no sākotnējiem datiem pāriet uz izplūdušiem datiem, kas darāms 

ar piederības funkciju konstruēšanu, kur katra 𝑥𝑖 vērtība kļūst par fazificētu vektoru 𝑢𝑖 =

(𝜇𝐴𝑖1(𝑥𝑖)), kur 𝜇𝐴𝑖1 ∈ [0,1]. Izplūdušais klasifikators katrai klasei aprēķina izplūdušo 

piederības vērtību 𝜇𝐶𝑘(𝑥𝑖), kas atbilst sakarībai, ka 𝑥𝑖 pieder klasei 𝐶𝑘. Rezultātā iegūti likumi: 

ja  𝑥𝑖 ir vērtība 𝐴𝑖𝑗 , tad klase ir 𝐶. 

1.2. Datu ieguves jēdziens un lietojums 

Datubāzu pirmsākumi meklējami 20. gs. 60. gados ar vienkāršu datu apstrādi, tās gadu 

gaitā kļuvušas arvien sarežģītākas, un datubāzēs mūsdienās tiek glabāts ievērojams informācijas 

daudzums [59]. Cilvēkam šādu informācijas daudzumu apstrādāt ir neiespējami, tāpēc 

tehnoloģijas, ar kurām to iespējams darīt, kļūst arvien populārākas. Datu ieguve ir relatīvi jauns 

zinātnes virziens, jo tā kļuvusi aktuāla līdz ar datoru evolūciju un informācijas glabāšanu 

elektroniski. Datu ieguve piedāvā tehnoloģijas un metodes, ar kuru palīdzību iespējams apstrādāt 

un izgūt informāciju no datubāzēm. 

Datu ieguves procesu var iedalīt trīs daļās [57]: Pirmapstrādes posms, kurā notiek datu 

apstrāde un sagatavošana datu ieguves algoritmu lietošanai; Modeļa veidošanas un validācijas 

posms, kurā notiek modeļu veidošana, izmantojot dažādus datu ieguves algoritmus, un 

veiksmīgākais no tiem tiek izvēlēts tālākajai izmantošanai; Modeļa lietošanas posms paredzēts 

iegūtā modeļa lietošanai jaunu datu apstrādē, lai iegūtu pareizu prognozi aplēses problēmas 

atrisināšanai. 

Datu pirmapstrāde ir viens no datu ieguves posmiem, kas var būt pat 80 % no visa datu 

ieguves procesa. Šis process ir jebkura datu ieguves projekta pamats, un no tā veiksmīgas 

realizācijas atkarīgi visa datu ieguves projekta rezultāti. Ja dati netiek pienācīgi sagatavoti, arī no 

tiem iegūtā informācija un zināšanas var būt maldinošas vai neprecīzas [132]. Šajā darbā tiek 

pētītas trūkstošo datu apstrādes metodes, atribūtu atlases metodes un piederības funkciju 

konstruēšanas metodes.  

Ja aplūko trūkstošo datu apstrādes tehnoloģiju klasifikāciju pēc darbībām, kas jāveic to 

lietošanai [120], tās tiek iedalītas: 

 trūkstošo datu ignorēšana vai atribūtu/ierakstu ar trūkstošām vērtībām izdzēšana no 

sākotnējās datu kopas; 

 atribūtu, kritēriju novērtēšana – īpaši algoritmi, kas var novērtēt trūkstošo datu nozīmi; 

 trūkstošo vērtību aizvietošana. 

Atribūtu/ierakstu ar trūkstošām vērtībām izdzēšana no sākotnējās datu kopas nav 

piemērota, jo bioinformātikas ierakstu skaits tāpat ir proporcionāli neliels, lai kādu izdzēstu, un 

atribūtu izdzēšana nav vēlama, jo nav iegūta informācija par katra atribūta derīgumu. 
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Novērtēšanas algoritmu izmantošana nav lietderīga, jo ierakstu skaits netiks samazināts un 

atribūtu atlasei ir atsevišķa pirmapstrādes procesa daļa, līdz ar to tālākiem pētījumiem derīga 

trūkstošo datu aizvietošanas pieeja.  

Datu kopas nenozīmīgo un lieko dimensiju samazināšana var tikt sadalīta divās 

apakšproblēmās [27]. 

 Atribūtu atlase – tiek atrasti atribūti, kas ir nozīmīgi, un no sākotnējās datu kopas izslēgti 

atribūti ar lieku un/vai nenozīmīgu informāciju. 

 Ierakstu atlase – tieši tāpat kā daži atribūti ir nozīmīgāki (derīgāki) nekā citi, tā ir arī ar 

ierakstiem (piemēriem).  

Ņemot vērā datu specifiku – salīdzinoši mazo ierakstu skaitu pret ievērojami lielāko 

atribūtu skaitu, ierakstu atlasi lietot nav lietderīgi, tāpēc tiks pētīta tikai atribūtu atlase. 

Piederības funkciju konstruēšana ir datu pirmapstrādes metode, kas raksturīga tikai 

izplūdušiem datiem. Pareizas piederības funkcijas konstruēšanas metodes izvēle var ievērojami 

ietekmēt iegūto rezultātu, jo, izmantojot piederības funkciju konstruēšanu, notiek datu 

transformācija un pāreja uz stāvokli, kad viena ieraksta viena vērtība vienlaikus pieder vairākām 

klasēm. Dota datu kopa 𝑋, izplūdusī apakškopa 𝐹 no 𝑋 ir definēta ar tās piederības funkciju 

𝜇𝐹: 𝑋 → [0,1]. Apkopojot dažādos avotos pausto, lai konstruētu piederības funkcijas, ir iespējams 

izmantot [16, 74] divas pieejas (abas tiks pētītas praktiski): 

 pieeja, kurā tiek izmantotas ekspertu zināšanas; 

 datos balstītā pieeja, kur notiek automātiska piederības funkciju ģenerēšana. 

Modeļa veidošanas un validācijas posmā tiek lietota klasifikācija, kas ir viens no datu 

ieguves algoritmu veidiem, kas palīdz atklāt datos esošas zināšanas, izmantojot informāciju par 

klasi, un tās vēlāk izmanto jaunu, iepriekš nezināmu piemēru klasificēšanā [59]. Šā darba 

kontekstā izplūduma jēdziens attiecas uz situācijām, kurās neprecizitātes avots ir nevis nejauši 

mainīgie vai procesi, bet jēdzienu klases, kurām nav stingri definēti ierobežojumi. Izplūduma 

lietošana datu ieguvē, konkrēti – klasifikācijas algoritmā, paver plašas iespējas operēt ar 

cilvēkam viegli uztveramiem vērtējumiem, nodrošinot labāku izpratni par konkrētu atribūta 

vērtību ietekmi uz klasifikācijas rezultātu. 

2. Datu ieguves metodes un to lietojums bioinformātikā 

Ir pieejamas daudz un dažādas trūkstošo datu aizvietošanas metodes. Lai noskaidrotu 

veiksmīgāko lietojamo metodi, nepieciešams veikt eksperimentālus pētījumus, jo veiksmīgākās 

metodes izvēle ir atkarīga no datu kopas, kurā ir trūkstošas vērtības un trūkstošo vērtību skaita 

datu kopā.  
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Pēdējās desmitgades laikā motivācija lietot atribūtu atlases metodes bioinformātikā 

mainījusies no ilustratīviem piemēriem uz priekšnoteikumu modeļu veidošanai. It īpaši 

mikrorežģu analīzē, kur atribūtu atlases metodes kļuvušas par de facto standartu. Neskatoties uz 

to, ka atribūtu atlases metodes var tikt lietotas apmācībā gan ar skolotāju, gan bez, tomēr biežāk 

tās pētītas gadījumos ar skolotāju, t. i., klasifikācijā, kad klases vērtība ir zināma iepriekš. 

Izpētīti klasiskie datu ieguves klasifikācijas algoritmi JRIP (Repeated Incremental 

Pruning to Produce Error Reduction algoritma versija), FURIA (Fuzzy Unordered Rule Induction 

Algorithm), SVM (Support Vector machines), KNN (K–Nearest Neighbor), NB (Naive Bayes), 

CART (Classification and regressian trees) un C4.5 (lēmumu koku algoritms) un to lietojums 

bioinformātikā. Secināts, ka visi apskatītie algoritmi tiek izmantoti dažādos bioinformātikas 

pētījumos [3, 8, 17, 28, 60, 70, 86, 110, 114, 116, 122, 126], tāpēc tos iespējams lietot arī šajā 

darbā veiktajos eksperimentos izstrādātās metodoloģijas un sistēmas iegūto rezultātu 

salīdzināšanai.  

Analizēti K–vidējo sadalošais algoritms [15, 33] un X–vidējo klasterizācijas 

algoritms [102], un to darbības galvenie principi. Aplūkots to lietojums bioinformātikas datu 

apstrādē. Secināts, ka iespējams lietot klasterizācijas algoritmus piederības funkciju 

konstruēšanā. 

Aplūkotas klasifikācijas rezultātu novērtējuma metodes, no kā secināts, ka nepieciešams 

lietot šķērsvalidāciju tālākiem eksperimentiem, lai novērstu subjektivitāti datu apstrādē, un 

klasifikācijas rezultātus novērtēt, izmantojot neskaidrības matricu. 

Tā kā bioinformātikas datu klasifikācijas problēma definē specifiskas īpašības – liels 

atribūtu skaits (vairāki tūkstoši) – un nav nekādas informācijas par to, kurš atribūts varētu būt 

nozīmīgs, vislielāko perspektīvu no aplūkotajiem algoritmiem uzrāda FuzzyBEXA [123] 

algoritms, kura galvenais mīnuss ir tas, ka algoritma klasifikācijas rezultāti ir atkarīgi no 

algoritma uzstādījumiem. Tomēr, lietojot atbilstošus algoritma uzstādījumus, klasifikācijas 

precizitāte var pieaugt, tādējādi iespējams iegūt labākus klasifikācijas likumus. FuzzyBEXA 

algoritmam ir arī vairāki plusi – iespējams izmantot jebkuru piederības funkciju konstruēšanas 

metodi, algoritms darbojas gan ar skaitliskiem, gan kategoriskiem datiem, kā arī nav nekādu 

specifisku ierobežojumu attiecībā uz datu kopas lielumu (atribūti un ieraksti). 

3. Izplūdušās klasifikācijas metodoloģijas daļu eksperimentāla izvēle 

Bioinformātikas datu specifiskās dabas dēļ metodoloģijai tika izvirzītas prasības, kas 

apkopotas 3.1. tabulā. Lai novērtētu izstrādātās izplūdušās klasifikācijas sistēmas iespējas reālu 

klasifikācijas uzdevumu atrisināšanā, tika veikta eksperimentu sērija ar 25 reālām 

bioinformātikas datu kopām: antivielu datiem no Latvijas biomedicīnas pētījumu un studiju 
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centra (BMC); internetā publiski pieejami dažādu pētnieku apkopoti gēnu dati un metabolisma 

pētījumu dati no Latvijas Universitātes Medicīnas fakultātes.  

3.1. tabula 

Prasību pamatojums un atbilstošs iekļaujamais metodoloģijas solis/metode 

Prasība Pamatojums 
Iekļaujamais 

solis/metode 

Datu attīrīšana 
Trūkstoši, kļūdaini sākuma dati, ņemot vērā to 

iegūšanas veidu, t. i., medicīniski pētījumi. 

Trūkstošo 

vērtību apstrāde 

Informācijas no dažādiem 

datu avotiem, apstrāde 

Dati var būt iegūti no vairākiem avotiem, ārstu 

pierakstiem, analīžu rezultātiem. 
Normalizācija 

Datu apstrāde, kur ierakstu 

skaits ir vairākas reizes 

mazāks nekā atribūtu skaits  

Bioinformātikas datu specifiskā daba – ierakstu 

skaits visbiežāk ir pacientu skaits (var būt pat < 50) 

un atribūti ir gēni, kuru skaits ir mērāms pat 

vairākos desmitos tūkstošu. 

Atribūtu atlase 

Atribūtu skaita 

samazināšana 

Samazinot nesvarīgo atribūtu skaitu, tiek uzlabots 

klasifikācijas laiks, tai pat laikā būtiski 

nesamazinot klasifikācijas precizitāti. 

Atribūtu atlase 

Bioloģiski interpretējamu 

klasifikācijas likumu 

ģenerēšana 

Iegūtajiem klasifikācijas likumiem jābūt tādā 

formā, ka tos viegli iespējams saprast un interpretēt 

arī biologiem un mediķiem. 

Ja–tad likumu 

lietošana 

Teorētiskā pētījuma apraksta gaitā tika noskaidrots, ka izstrādātai klasifikācijas 

metodoloģijai – pēc pirmās un otrās nodaļas pētījumiem un pēc [39] – jābūt četrām galvenajām 

daļām. 

1. Datu pirmapstrāde: 

a. trūkstošo vērtību apstrādāšana; 

b. atribūtu skaita samazināšanas; 

c. piederības funkciju konstruēšanas. 

2. Klasifikatora apmācīšana un likumu bāzes izveidošana. 

3. Jaunu piemēru klasificēšana (klasifikatora pārbaudes jeb testēšanas fāzes). 

4. Rezultātu novērtēšana.  

Trūkstošo vērtību praktiskiem eksperimentiem izvēlētas Vienas klases visbiežāk 

iespējamās atribūta vērtības ievietošana [58], Globālā visbiežāk iespējamā atribūta vērtības 

ievietošana [58], K–tuvāko kaimiņu ievietošana [10], K–vidējo klasterizācijas algoritma 

pielietošana trūkstošo vērtību aizpildīšanai [120], Izplūdušā K–vidējo klasterizācijas algoritma 

lietošana trūkstošo vērtību aizpildīšanai [120], kā arī Atbalsta vektoru mašīnu uz regresiju 

balstītās trūkstošo vērtību aizpildīšanas pieeja [6]. Praktiski eksperimenti veikti ar datu kopām, 

kam ir trūkstošās vērtības, t. i., BrCa, GaCa, PrCa, GIS, Mel un Meta, veicot atribūtu atlasi ar 

FastCoreletionBasedFilterSolution [130] metodi. Pēc iegūtajiem rezultātiem secināts, in vivo 
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pētījumu gadījumā (gan klīnisko, gan preklīnisko) nav iespējams lietot trūkstošo datu apstrādes 

metodes, bet in vitro pētījumus veic labi kontrolētos laboratorijas apstākļos, līdz ar to vērtības 

var aizvietot. Gadījumā, kad sākotnējos datus (ar trūkstošajām vērtībām) iespējams veiksmīgi 

apstrādāt arī bez datu aizvietošanas, no bioloģijas viedokļa datus labāk neaizvietot. Ja tomēr 

tiek nolemts datus aizvietot, tad atbilstoši eksperimentiem labākos klasifikācijas rezultātus 

uzrāda K–vidējo, K–tuvāko kaimiņu un Svērtā K–tuvāko kaimiņu ievietošana. 

Atribūtu atlase veikta ar 74 Weka [118] programmatūrā esošajām piemērotām atribūtu 

meklēšanas un novērtēšanas metožu kombinācijām ar trim datu kopām – MLL (jauktās leikēmijas 

datu kopa), Ch.ALL_2 (bērnu akūtas limfoblastiskās leikēmijas datu kopa) un GastricCancer3 

(kuņģa vēža datu kopa). Veikts arī katras atribūtu atlases metodes darbības novērtējums, skatot 

rezultātā iegūto datu kopu klasifikācijas precizitāti, lai varētu noteikt, vai atribūtu skaita 

samazinājums ietekmē klasifikācijas rezultātu, izmantojot – JRIP, FURIA, SVM, KNN, NB, 

CART, C4.5 un FuzzyBexa. FuzzyBexa klasifikācijas algoritms uzrāda vienu no trim labākajiem 

klasifikācijas rezultātiem gandrīz katrā gadījumā, līdz ar to tas pierāda šā algoritma konkurētspēju 

ar citiem bioinformātikā izmantotiem datu ieguves algoritmiem. Apkopojot visu trīs pilno 

eksperimentu iegūtos klasifikācijas rezultātus ar atribūtu atlases un vērtēšanas metodēm, ņemot 

vērā arī klasifikācijas laiku un samazinātās datu kopas atribūtu skaitu, tika secināts, ka turpmākai 

izmantošanai piemērotas atribūtu atlases un meklēšanas metožu kombinācijas: 

FilteredSubsetEval+LinearForwardSelection, WrapperSubsetEval+IWSSembeddedNB (strādā 

ātrāk nekā citas metožu kombinācijas), CfsSubsetEval+ LinearForwardSelection, Symmetrical 

UncertAttributeSetEval+FCBF (strādā ātrāk nekā citas metožu kombinācijas), Consistency 

SubsetEval+ LinearForwardSelection un ConsistencySubsetEval+ RerankingSearch. 

Veicot literatūras pētījumu, netika iegūta informāciju par to, kāda būtu pirmapstrādes 

metožu izmantošanas rekomendētā secība, tāpēc tika veikta eksperimentu sērija, lai to 

noskaidrotu. Vislabākie klasifikācijas rezultāti iegūti, vispirms veicot trūkstošo vērtību 

aizvietošanu, tad atribūtu atlasi un beigās klasifikāciju, līdz ar to arī izstrādātajā izplūdušās 

klasifikācijas metodoloģijā lietota šāda secība. 

Piederības funkciju konstruēšanai lietot eksperta metodes nav lietderīgi, jo nav 

pieejams problēmsfēras eksperts, tāpēc tiek nolemts izmantot matemātiskās piederības funkciju 

konstruēšanas metodes. Vienkāršā un ērti izmantojamā trijstūra piederības funkciju 

konstruēšanas metode [19] neizmanto nekādu papildu informāciju par datu kopu, tikai katra 

konkrētā atribūta vērtības sadala proporcionālos intervālos, tāpēc būtu vajadzīga kāda piederības 

funkciju konstruēšanas metode, kas izmantotu arī zināšanas par datiem.  

Klasifikācija veikta ar FuzzyBexa klasifikācijas algoritmu, tomēr šajā algoritmā nav 

pieejama neviena likumu pēcapstrādes metode, tāpēc tiek nolemts uzlabot klasifikācijas 
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metodoloģiju, tajā iekļaujot likumu apstrādes metodes, tas ļautu pārklāt visus piemērus, kas ir 

sākotnējā datu kopā.  

Lai klasifikācijas rezultātu novērtējumi būtu objektīvāki, un, ņemot vērā bioinformātikas 

datu jau iepriekš aprakstīto specifiku, kas izpaužas mazajā ierakstu skaitā, atbilstošākā metode 

klasifikatora veiktspējas vērtēšanai ir šķērsvalidācija, konkrētāk – desmitkārtīgā šķērsvalidācija, 

līdz ar to apmācības un testēšanas fāzes nav atdalāmas un tiks apskatītas kopā. Diagnostiskos 

testos visbiežāk tiek lietots tieši jutīgums un specifiskums, lai raksturotu iegūtos rezultātus [113], 

līdz ar to no bioloģiskās puses klasifikācijas rezultātu novērtēšanai jālieto jutīgums un 

specifiskums, bet no datu ieguves puses – klasifikatora kopējā precizitāte. 

4. Izplūdušās klasifikācijas metodoloģija un izstrādātie uzlabojumi 

Apkopojot iepriekšējās nodaļās aprakstīto, rezultātā ir izveidota izplūdušās klasifikācijas 

metodoloģija, kuras soļu detalizētu aprakstu iespējams redzēt 4.1. attēlā. Metodoloģijas pirmajā 

daļā tiek veikta pirmapstrāde: trūkstošo vērtību aizvietošana, atribūtu atlase, piederības funkciju 

konstruēšana.  

 I  PIRMAPSTRĀDE

KLASIFIKĀCIJA ar FUZZY BEXA

 10 kārtīgā škērsvalidācija

IV REZULTĀTU NOVĒRTĒJUMS

 II APMĀCĪŠANA

A0 ? A1 A2

? 2 C1 C2

A0 0 A1 A2

C0 2 C1 C2

A2

C2

A0 B0

1

1 0

?

? ?

0.2

A0 ? A1

? 2 C1

A0 ? A2

? 2 A2

2

A1 C1

?

1 0

0.8

0.1 0.9

A0

?

A0

?

?

2
?

2

A1

C1

A1

C1

KL

KK

KL

KK

KL

KK

KL

KK

KL

KK

2 3 41 2 3 41

2 412 3 41

2 31

KL

KK

KL

KK

KL

KK

IF 4=A2

THEN CLASS=KL

A 0 A1 A2

C 2 C1 C2

JA 4=A2

TAD 

KLASE=?

2 3 41

KL

KK

JA 4=A2

TAD KLASE=KL

III TESTĒŠANA

Likumu bāze

C 0 A1 A2

C 1 A1 C2

2 3 41

?

?

C 0 A1 A2

C 1 A1 C2

2 3 41

KL

KK

Jauni ieraksti

∑₌ ? Klasifikācijas precizitāte (jutīgums un specifiskums)

TRŪKSTOŠO VĒRTĪBU AIZVIETOŠANA

ATRIBŪTU ATLASE

PIEDERĪBAS FUNKCIJU KONSTRUĒŠANA

Ja 4=A2

TAD KLASES=KL

 

4.1. att. Izplūdušās klasifikācijas metodoloģijas daļu detalizēts apraksts 
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Otrajā – klasifikācijas – daļā tiek veikta klasifikācija, klasifikatora veiktspējas 

novērtēšanai tiek lietota desmitkārtīga šķērsvalidācija. Iegūtie klasifikācijas likumi tiek saglabāti 

likumu bāzē un piedalās jaunu piemēru klasifikācijā. Klasifikācijas rezultāti tiek novērtēti ar 

klasifikatora kopējo precizitāti, jutīgumu un specifiskumu. Piederības funkciju konstruēšanai 

lietot eksperta metodes nav lietderīgi, jo nav pieejams problēmsfēras eksperts, tāpēc tiek nolemts 

izmantot matemātiskās piederības funkciju konstruēšanas metodes. Vienkāršā un ērti 

izmantojamā trijstūra piederības funkciju konstruēšanas metode neizmanto nekādu papildu 

informāciju par datu kopu, tikai katra konkrētā atribūta vērtības sadala proporcionālos intervālos, 

tāpēc būtu vajadzīga kāda piederības funkciju konstruēšanas metode, kas izmantotu arī zināšanas 

par datiem. 

Tika nolemts izstrādāt jaunu piederības funkciju konstruēšanas metodi, kas ņemtu 

vērā papildu informāciju par datiem, t. i., izmantot klasterizācijā iegūto informāciju par klasteru 

centroīdiem un klasteru minimālās un maksimālās vērtības (skat. grafisku attēlojumu 4.2. attēlā). 

Balstoties uz piederības funkciju konstruēšanas metodi, kas tiek izmantota izplūdušās 

klasterizācijas uzdevumos [74], un ņemot vērā tās universālo iespēju metodi izmantot ar jebkuru 

klasterizācijas algoritmu, tika nolemts metodi uzlabot, lietošanai tieši klasifikācijas algoritmā.  

Piederības funkciju konstruēšana

1

Piederība

Atribūta  A

 vērtības

Atributa A 
vērtības

K1 min K2 maxK1 max K2 min

 

4.2. att. Klasterizācijas informācijas izmantošana piederību konstruēšanā 

Metodei pievienota trapeces veida piederības funkciju konstruēšanas iespēja. Izstrādātās 

metodes sākumam – klasterizācijai – ērti pieslēgt jebkuru klasterizācijas algoritmu, jo metodes 

darbam nepieciešama tikai informācija par klasteru skaitu (vai tas ir uzdots klasterizācijas 

algoritmam, vai izrēķināts), klasteru centroīdu vērtībām un katra klastera minimālajām un 

maksimālajām vērtībām. Ņemot vērā bioinformātikas datu sarežģītību ar lielo atribūtu skaitu un 

mazo ierakstu skaitu, tika nolemts piederības funkciju konstruēšanai izmantot gaballineārās 

funkcijas. 

Šajā metodē 𝑘 ir pārklāšanās koeficients, kas raksturo to, cik viena lingvistiskā vērtība 

pārklāj citu. Uz klasterizāciju balstītās piederības funkciju konstruēšanas metodes darbības 

algoritms darbojas katram atribūtam no sākotnējās datu kopas secīgi: 
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 tiek veikta datu kopas klasterizācija katram atribūtam secīgi. No klasterizācijas 

algoritma tiek iegūts klasteru skaits 𝐾𝑠𝑘, katra atribūta klastera minimālā un maksimālā 

vērtība – 𝐾𝑚𝑖𝑛 un 𝐾𝑚𝑎𝑥, kā arī katra atribūta klastera centroīda vērtība 𝐾𝑐; 

 tiek konstruētas gaballineāras piederības funkcijas, piemēram, trijstūra (skat. 

formulu (4.1.)) vai trapeces veida (skat. formulu (4.2.)); 

Vērtība

Piederība

1 C

A B  

{

𝐶 = 𝐾𝑐;
𝐴 = 𝐾𝑚𝑖𝑛 − (𝐾𝑚𝑖𝑛 ∗ 𝑘);

𝐵 = 𝐾𝑚𝑎𝑥 + (𝐾𝑚𝑎𝑥 ∗ 𝑘).
 

(4.1.) 

Vērtība

Piederība

1
C

A BD E
 

{

𝐴 = 𝐾𝑚𝑖𝑛 − (𝐾𝑚𝑖𝑛 ∗ 𝑘1);

𝐵 = 𝐾𝑚𝑎𝑥 + (𝐾𝑚𝑎𝑥 ∗ 𝑘2);
𝐷 = 𝐾𝑚𝑖𝑛;
𝐸 = 𝐾𝑚𝑎𝑥.

 (4.2.) 

 Malējiem intervāliem vērtības tiek konstruētas šādi: 

Vērtība

Piederība

1

B DE A
 

{

𝐴 = 𝐾𝑚𝑖𝑛 − (𝐾𝑚𝑖𝑛 ∗ 𝑘1);
𝐵 = 𝐾𝑚𝑎𝑥 + (𝐾𝑚𝑎𝑥 ∗ 𝑘2);

𝐷 = 𝐾𝑚𝑖𝑛;
𝐸 = 𝐾𝑚𝑎𝑥.

 (4.3.) 

 katras vērtības piederība tiek noteikta, nolasot to no aprēķinātajām vērtībām; pēc 

sākotnējo piederības funkciju noteikšanas tiek veikta piederības funkciju normalizācija, 

iegūstot piederības funkcijas, kas atbilst formulai: 

∑ 𝜇𝑠(𝑥𝑖) = 1

𝑛

𝑖=1

. (4.4.) 

Neskatoties uz to, ka piederības funkciju konstruēšanai iespējams lietot jebkuru 

klasterizācijas algoritmu, no kura iespējams iegūt klasteru skaitu, centroīdu vērtības un katra 
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klastera minimālo un maksimālo vērtību, ņemot vērā pasaules populārākos un biežāk lietotos 

algoritmus [119], nolemts iekļaut K–means klasterizācijas algoritmu un tā modifikāciju  

X–means klasterizāciju. 

FuzzyBexa klasifikācijas algoritmam tiek pievienota FURIA likumu stiepšanas 

stratēģija (to definējot kā ieslēdzamu funkcionalitāti), lai pārklātu visus sākotnējos piemērus datu 

kopā, kas nav pārklāti ar sākotnējiem klasifikācijas likumiem. Likuma vispārināšana vai 

«stiepšana» tiek realizēta, izdzēšot vienu vai vairākus tās nosacījumus. Līdz ar to minimālā 

likumu vispārināšana ir realizējama, izdzēšot likuma nosacījumus, kas neatbilst klasificējamam 

piemēram. Šī stratēģija tiek iedarbināta tikai gadījumā, kad kāds piemērs nav pārklāts ar atbilstošu 

likumu. 

Izmantojot ideju par likumu fazifikāciju, tika izveidota likumu fazifikācijas stratēģija, 

kas balstīta uz piederības funkciju konstruēšanas mehānismu, t. i., izmanto piederības funkciju 

konstruēšanas gaitā iegūtās vērtības, paplešot likumus atbilstoši 𝑘 pārklāšanās koeficientam. Ja 

salīdzina likumu bez fazificēšanas un likumu ar fazificēšanu, tad (skatīt 4.3. attēlu) uzskatāmi 

redzamas atšķirības gan likumu nosacījumu daļā, gan arī vērtību piederībā. Attēla (a) daļā 

redzams likums bez fazifikācijas, bet (b) daļā likums ar fazifikāciju.  

Vērtība

Piederība

1

0
X1 X2

Vērtība

Piederība

1

0
X1 X2X1-k1 X2+k1

Ja vērtība pieder [X1, X2], tad klase K Ja vērtība pieder  [(X1-k1), (X2+k1)], tad klase K

(a) (b)  

4.3. att. Piederības funkcijas stingram un fazificētam likumam 

FuzzyBexa klasifikācijas algoritms tiek papildināts ar FURIA likumu stiepšanas stratēģiju, 

lai varētu pārklāt visus sākotnējās kopas piemērus. Izstrādāta likumu fazifikācijas stratēģija, kas 

paplašina iegūto klasifikācijas likumu darbības apmērus, t. i., ar fazificēto likumu palīdzību 

iespējams klasificēt arī ierakstu, kuru vērtības ir līdzīgas ierakstu vērtībām, kas piedalījušās 

apmācībā, bet nav identiskas. 

5. Izplūdušās klasifikācijas sistēmas lietojumi 

Izstrādātā klasifikācijas algoritma FuzzyBexa+ realizācija ar papildu funkcionalitāti ir 

sistēma, kas ir lokāla Java lietotne. Tajā tiek veikta piederības funkciju konstruēšana un 
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klasificēšana. Pārējie datu pirmapstrādes soļi notiek ārpus sistēmas. Lietotnei ir četras cilnes, to 

apkopojums redzams 5.1. attēlā. 

 
5.1. att. FuzzyBexa+ lietotnes cilņu funkcionalitāte 

Katrā solī veiksmīgākās, izplūdušās klasifikācijas sistēmā iekļaujamās metodes 

apkopotas 5.2. attēlā. Ieteikums būtu paralēli lietot visas metodes, tādējādi nodrošinot objektīvu 

rezultātu, bez nejaušības, ka vienas metodes izvēle varētu pārāk ietekmēt klasifikācijas rezultātu. 

Algoritma 
uzstādījumu cilne

• Gadījumā, ja klases atribūts nav nosaukts, to iespējams definēt, lietojot Klases 
noteikšanas funkcionalitāti.

• Iespējams uzstādīt automātisko rezultātu dzēšanu.

• Definēt klasifikācijas  algoritma uzstādījumus apmācības un testa datiem. 

Šķērsvalidā-cijas 
cilne

• Izvēle: tiek palaists viens eksperiments vai eksperimentu sērija ar dažādām 
algoritma uzstādījumiem.

• Šķērvalidācijas kārtu skaita definēšana.

• Kā arī likumu stipšanas definēšana (vai to vajag lietot).

Piederības 
funkciju cilne

• Iespējams definēt algoritmu, ar kura palīdzību tiks konkstruēta piederības funkcija: 
intervālu, K-means vai X-means.

• Iespējams norādīt intervālu skaitu, to, vai jālieto trijstūra vai trapeces formas 
piederības funkcija, klasteru skaits un pārklāšanās koeficients.

Zurnalēšanas datu 
cilne

• Iespējams žurnalēt datus, papildus iespējams ieslēgt piederības funkciju datu un 
šķērsvalidācijas datu kopu žurnalēšanu.
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KLASIFIKĀCIJA

10 kārtīgā šķērsvalidācija

IV REZULTĀTU NOVĒRTĒJUMS

 I  PIRMAPSTRĀDE

 II APMĀCĪŠANA III TESTĒŠANA

Likumu bāze

Klasifikācijas precizitāte           Jutīgums          Specifiskums

TRŪKSTOŠO VĒRTĪBU AIZVIETOŠANA

ATRIBŪTU ATLASE

PIEDERĪBAS FUNKCIJU KONSTRUĒŠANA

Pielietojot klasterizāciju:

* K-means;

* X-means.

FuzzyBexa+ Klasifikācijas 

algoritms

Likumu stiepšana, lietojot FURIA 

likumu stiepšanas un jaunizstrādāto 

fazifikācijas metodi

Obligāti jālieto, izvēloties kādu no:

*CfsSubsetEval+LinearForwardSelection; 

*ConsistencySubsetEval+RerankingSearch; 

*SymmetricalUncertAttributeSetEval+FCBF;

* FilteredSubsetEval+LinearForwardSelection;

*WrapperSubsetEval+IWSSembeddedNB;

*ConsistencySubsetEval+LinearForwardSelection

Netiek lietota pēc noklusējuma, ja tomēr vajadzīga, tad:

* K-vidējo;

* K-tuvāko kaimiņu;

* Svērto K-tuvāko kaimiņu ievietošana. 

Ja

sasniegtie 

rezultāti

 nav 

apmierinoši

Jauns ieraksts

 

5.2. att. Izplūdušās klasifikācijas sistēmas shēma 

Tika veikta eksperimentu sērija ar DLBCL, Prostate, Medulloblast un Glioblast datu 

kopām, lietojot visas sešas rekomendētās atribūtu atlases metodes, un apkopoti klasifikācijas 

rezultāti, skat. 5.1. tabulā (tikai Medulloblast kopai), ar pelēku iezīmēti labākie trīs katras rindas 
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rezultāti, bet ar I – atzīmēts FuzzyBaxa+ algoritms ar intervālu piederības funkciju konstruēšanas 

metodei, ar X-piederības funkciju konstruēšanas metodi, kas balstīta uz X-means klasterizāciju, 

bet ar K-piederības funkciju konstruēšanas metodi, kas balstīta uz K-means klasterizāciju. Pēc 

tabulā apkopotajiem rezultātiem var secināt, ka sešu dažādu atribūtu atlases metožu kombināciju 

izmantošana ir attaisnojusies, jo var redzēt, cik klasifikācijas rezultāti ir atšķirīgi, t. i., vienai datu 

kopai izvēloties atbilstošu metodi, kopējās klasifikācijas precizitātes rezultāti variē no 87 % līdz 

pat 65 % neveiksmīgākajai metodei. Medulloblast un DLBCL datu kopām FuzzyBexa 

klasifikācijas rezultāti ir konkurētspējīgi ar citām populārajām datu ieguves metodēm, bet 

Prostate un Glioblast datu kopām tikai, izvēloties veiksmīgāko un atbilstošāko atribūtu atlases 

metodi. Tas skaidrojams ar sākotnējo atribūtu skaitu Medulloblast un DLBCL datu kopām tas ir 

zem 8000, bet – Prostate un Glioblast – virs 10000. Līdz ar to – jo lielāka datu kopa, jo svarīgāka 

ir atribūtu atlases metode, kas no lielā apjoma izvēlas klasifikācijai derīgus atribūtus.  

5.1. tabula 

Kopējā klasifikācijas precizitāte, % 

Datu kopa 

Atribūtu atlases 

meklēšanas un 

novērtēšanas metode 

Top 10 datu ieguves algoritmi FuzzyBexa+ 

C
A

R
T

 

C
4

.5
 

J
R

ip
 

F
u

ri
a
 

K
N

N
 

S
V

M
 

N
B

 

I.
 

X
 

K
 

Medullo 

blast 

CfsSubsetEval+ 

LinearForwardSelection 
65 83 57 78 91 91 91 83 87 83 

ConsistencySubsetEval+ 

RerankingSearch 
74 87 87 83 74 57 74 52 65 78 

SymmetricalUncertAttribute 

SetEval+FCBFSearch 
78 83 74 83 91 96 91 74 83 78 

FilteredSubsetEval+ 

LinearForwardSelection 
78 87 78 91 91 91 87 83 87 91 

WrapperSubsetEval+ 

IWSSembeddedNB 
91 87 87 96 91 65 96 74 87 83 

ConsistencySubsetEval+ 

LinearForwardSelection 
87 91 83 96 91 65 96 70 78 78 

... 

Tuvāk apskatot FuzzyBexa+ klasifikācijas algoritma rezultātus ar visām piederības 

funkciju konstruēšanas metodēm (skat. 5.3. attēlu), izvēloties labāko no sešām atribūtu atlases 

pieeju kombinācijām ar noklusējuma uzstādījumiem, redzams, ka uz klasterizāciju balstītās 

piederības funkciju konstruēšanas metodes uzrāda labākus vai vienādus klasifikācijas rezultātus 

ar matemātisko intervālu metodi gandrīz visos gadījumos. Kopumā 86 % gadījumu uz 

klasterizāciju balstīto piederības funkciju iegūtie klasifikācijas rezultāti ir labāki vai tādā pašā 

līmenī nekā ar intervālu metodi iegūtie.  

Ja aplūko jutīgumu un specifiskumu, jāsecina, ka katrai datu kopai tas uzrāda citādus 

rādītājus. Medulloblast datu kopai labākais rezultāts ir pie C4.5, FURIA, KNN, SVM, NB un 
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FuzzyBexa K-means algoritmiem, Prostate datu kopai – JRIP, KNN, SVM, NB un FuzzyBexa X-

means. Toties DLBCL datu kopai KNN, NB un FuzzyBexa+ X-means. 

 

5.3. att. Kopējā klasifikatora precizitāte ar piederības funkciju konstuēšanas metodēm 

Kā noskaidrots iepriekšējos eksperimentos, izvēloties intervālu skaitu – pieci, un 

jebkuru 𝛼𝐼 vērtību no 0,1–0,8, eksperimenta rezultāti nemainīsies, tāpēc tos var uzskatīt par 

universāliem algoritma uzstādījumiem. Skatot no eksperimentu rezultātiem, datu kopām, kam 

ir līdz 8000 atribūtiem, rekomendēts X-means algoritmam izmantot 𝛼𝑇  vērtību 0,7 un 0,8, bet 

K-means gadījumā 0,3 un 0,4. Toties datu kopām, kam atribūtu skaits ir lielāks  

par 10000, rekomendēts abām piederības funkciju konstruēšanas metodēm izmantot 𝛼𝑇  vērtības 

0,3 un 0,8. 

 

5.4. att. Klasifikācijas precizitātes saistība ar piederības funkciju parametriem 
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Tika veikta eksperimentu sērija ar dažādiem piederības funkciju konstruēšanas 

parametriem, iegūtie klasifikācijas rezultāti visām četrām datu kopām redzami 5.4. attēlā. 

Skatītas dažādas pārklāšanās koeficienta vērtības, trapeces formas piederības funkciju 

konstruēšanas metodes, kā arī – lietojot likumu stiepšanu. Pēc attēla ver secināt, ka labākie 

FuzzyBexa+ parametri piederības funkciju konstruēšanai – likumu stiepšana, kā arī jālieto visas 

kombinācijas, izvēloties veiksmīgāko: pārklāšanās koeficients 0,3; trapeces formas piederības 

funkcijas; trapeces formas piederības funkcijas ar pārklāšanās koeficientu 0,4. 

Rezultāti un secinājumi 

Promocijas darbā ir izstrādāta izplūdušās klasifikācijas metodoloģija bioinformātikas datu 

apstrādei, kā arī piedāvāta uz klasterizāciju balstīta piederības funkciju konstruēšanas metode un 

likumu fazifikācijas metode. Darba izstrādes gaitā sasniegti šādi rezultāti: 

 izpētīti bioinformātikas dati un definētas prasības klasifikācijas algoritmam, kas ar 

šādiem datiem strādā; 

 izpētītas datu pirmapstrādes metodes un izvēlētas piemērotākās bioinformātikas datu 

apstrādei; 

 veikti apjomīgi praktiski eksperimenti ar 26 datu kopām, lai noskaidrotu algoritmus un 

metodes, kas jāizmanto uz izstrādātās metodoloģijas balstītās izplūdušās klasifikācijas 

sistēmas izstrādē; 

 izveidota uz klasterizāciju balstītā piederības funkciju konstruēšanas metode; 

 izstrādāta likumu fazifikācijas metode, kas paplašina likumu nosacījumus; 

 izveidota izplūdusī klasifikācijas metodoloģija bioinformātikas datu apstrādei un 

analīzei; 

 izstrādāta izplūdušās klasifikācijas sistēma bioinformātikas datu apstrādei un analīzei; 

 veikta izstrādātās metodoloģijas un sistēmas lietošana reāliem bioinformātikas datiem.  

Darba izstrādes gaitā tika veikta literatūras analīze, lai noskaidrotu prasības, kas jāņem 

vērā, izstrādājot metodoloģiju, kas paredzēta neprecīziem datiem un balstās uz izplūdušo kopu 

teoriju. Skatītas dažādas pirmapstrādes metodes un to izmantošanas iespējamību 

bioinformātikas datu apstrādē un analīzē. Ar perspektīvākajām metodēm veikti plaši praktiski 

eksperimenti ar 26 reālām bioinformātikas datu kopām un noskaidrotas katrā pirmapstrādes solī 

piemērotākās metodes. Izpētīta arī veiksmīgākā pirmapstrādes soļu secība. Izstrādāta uz 

klasterizāciju balstīta piederības funkciju konstruēšanas metode, kas izmanto X-means un K-

means klasterizācijas algoritmus. Izvēlētajam klasifikācijas algoritmam FuzzyBexa pievienota 

FURIA likumu stiepšanas metode. Izstrādāta arī likumu fazifikācijas metode, kas izmanto 
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piederības funkciju konstruēšanas gaitā iegūto informāciju. Visas atrastās un izstrādātās 

metodes apvienotas izplūdušās klasifikācijas metodoloģijā. Uz metodoloģijas pamata izstrādāta 

izplūdusī klasifikācijas sistēma. Izstrādātā metodoloģija un uz tās pamata izveidotā 

klasifikācijas sistēma ir lietojamas arī citu bioinformātikai līdzīgu datu klasifikācijā, kam ir 

neliels ierakstu skaits (aptuveni 100) un proporcionāli ļoti liels atribūtu skaits (pat vairāki 

desmiti tūkstoši).  

Veikta sistēmas eksperimentālā validācija ar četrām jaunām, iepriekš eksperimentos 

neizmantotām bioinformātikas datu kopām. Tika pārbaudītas abas izvirzītās hipotēzes, un to 

rezultāti ir šādi: 

 pirmā hipotēze tika pierādīta eksperimentāli, salīdzinot uz klasterizāciju balstītu 

piederības funkciju konstruēšanas metožu iegūtos klasifikācijas rezultātus ar 

matemātiski izrēķinātu piederības funkciju klasifikācijas rezultātiem. 25 no 

29 gadījumiem uz klasterizāciju balstītās metodes uzrāda labākus klasifikācijas 

rezultātus;  

 otrā hipotēze tika pierādīta eksperimentāli, testa nolūkos radot līdzīgu, bet ne identisku, 

ierakstu sākotnējā datubāzē esošajam. Jaunais ieraksts tika veiksmīgi klasificēts, 

izmantojot fazificētos likumus. Ja likums nebūtu fazificēts, šis ieraksts netiktu 

klasificēts veiksmīgi.  

Darba izstrādes gaitā un eksperimentālā validācijā iegūtie secinājumi par izplūdušo 

klasifikācijas metodoloģiju un uz to balstīto sistēmu: 

 salīdzinot oriģinālo datu kopu klasifikācijas precizitāti ar trūkstošo datu aizvietoto datu 

kopu klasifikācijas precizitāti, labāki rezultāti uzrādīti aizvietoto datu gadījumā, līdz ar 

to trūkstošo datu apstrādes metožu izmantošana uzrāda labākus rezultātus, tomēr šo 

metožu izmantošana jāapsver no bioloģiskā viedokļa. In vivo pētījumu gadījumā (gan 

klīnisko, gan preklīnisko) nav iespējams lietot trūkstošo datu apstrādes metodes, bet in 

vitro pētījumus veic labi kontrolētos laboratorijas apstākļos, visbiežāk izmantojot 

standartizētu šūnu, mikroorganismu vai vīrusa kultūru, līdz ar to var lietot trūkstošo datu 

aizvietošanas metodes; 

 klasifikācijas rezultāti, izmantojot atribūtu atlases metodes, salīdzinot ar oriģinālo datu 

kopu, nepasliktinās, bet gan pat uzlabojas, tādējādi šo pirmapstrādes soli noteikti var 

rekomendēt izmantošanai arī sarežģītajiem bioinformātikas datiem; 

 vislabākie klasifikācijas rezultāti iegūti, vispirms veicot trūkstošo vērtību aizvietošanu, 

tad atribūtu atlasi un beigās klasifikāciju, līdz ar to arī šāda secība tiek rekomendēta 

praktiskiem eksperimentiem; 
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 ja sākotnējā datu kopā ir vairāk nekā 10000 atribūtu, svarīga ir atribūtu atlases metodes 

izvēle, lai sasniegtu labāku klasifikācijas rezultātu. Tāpēc rekomendēts izmantot visas 

sešas atribūtu atlases metodes;  

 eksperimentāli izvēloties labāko no sešām atribūtu atlases metodēm, arī FuzzyBexa 

klasifikācijas rezultāti ir konkurētspējīgi ar citām populārām datu ieguves metodēm un 

visu četru datu kopu gadījumā ir starp trim labākajiem. Līdz ar to iespējams pielietot 

FuzzyBexa+ izplūdušo klasifikācijas algoritmu, nezaudējot precizitāti; 

 uz klasterizāciju balstītās piederības funkciju konstruēšanas metodes uzrāda labākus 

klasifikācijas rezultātus vairumā gadījumu, t. i., 86 % gadījumu (25 datu kopām no 29) 

uz klasterizāciju balstīto piederības funkciju iegūtie klasifikācijas rezultāti ir labāki vai 

tādā pašā līmenī nekā ar intervālu metodi iegūtie;  

 ja jāizvēlas viena uz klasterizāciju balstītā piederības funkciju konstruēšanas metode, 

rekomendēts izmantot X–means metodi, jo tai nav iepriekš jāzina klasteru skaits un 

iegūtie rezultāti tādi paši un labāki nekā K-means;  

 FuzzyBexa+ optimālie parametri piederības funkciju konstruēšanai – likumu stiepšana, 

kā arī jālieto visas kombinācijas, izvēloties veiksmīgāko: pārklāšanās koeficients 0,3; 

trapeces formas piederības funkcijas; trapeces formas piederības funkcijas ar 

pārklāšanās koeficientu 0,4; 

 optimālie FuzzyBexa+ uzstādījumi – intervālu skaits – pieci, un jebkuru 𝛼𝐼 vērtību no 

0,1–0,8 eksperimenta rezultāti nemainīsies. Datu kopām, kam ir līdz 8000 atribūtiem, 

rekomendēts X-means algoritmam izmantot 𝛼𝑇 vērtību 0,7 un 0,8, bet K-means 

gadījumā 0,3 un 0,4. Toties datu kopām, kam atribūtu skaits ir lielāks par 10000, 

rekomendēts abām piederības funkciju konstruēšanas metodēm izmantot 𝛼𝑇 vērtības 

0,3 un 0,8. 

Nākamie pētījuma attīstības virzieni varētu būt saistīti ar citu klasterizācijas algoritmu 

lietošanu uz klasterizāciju balstītajā piederības funkciju konstruēšanas procesā, kā arī pašas uz 

klasterizāciju balstītās metodes uzlabošanā. 
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